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Resumen

El auge del comercio electrénico ha amplificado la necesidad de soluciones tecnolégicas que aborden
los desafios inherentes a la compra de ropa en linea. El presente trabajo se enfoca en la
implementaciéon de un probador virtual basado en Inteligencia Artificial que simula el ajuste de la ropa
en un cuerpo tridimensional generado. La propuesta combina técnicas de visién por computadora y
aprendizaje profundo para recrear cuerpos humanos y superponer ropa de manera realista,
proporcionando asi una vista previa del producto en un modelo personalizado. El sistema demostré su
eficacia alcanzando una precisidon del 96.6% en la segmentacién de imdagenes, un 57.9% en la
estimacion de poses, y un equilibrio sélido en la generaciéon y discriminacién de imagenes en el modelo
GAN. Adicionalmente, obtuvo una calificacién media del 95% en la evaluacién con usuarios, reflejando
su potencial de transformar la industria de la moda online, favoreciendo la personalizacién vy

reduciendo las devoluciones de productos.

Palabras Clave: Deep Learning, CNN, GAN, Transfer Learning, Virtual Fitting Room

Abstract

The rise of e-commerce has amplified the need for technological solutions that address the challenges
inherent in online clothing shopping. This work focuses on the implementation of an Al-based virtual
fitting room that simulates the fit of clothing on a generated 3D body. The proposal combines
computer vision and deep learning techniques to recreate human bodies and realistically overlay
clothes, thus providing a preview of the product on a personalised model. The system proved its
effectiveness by achieving 96.6% accuracy in image segmentation, 57.9% accuracy in pose estimation,
and a solid balance in image generation and discrimination in the GAN model. Additionally, it scored
an average rating of 95% in user evaluation, reflecting its potential to transform the online fashion

industry, favouring personalisation and reducing product returns.

Keywords: Deep Learning, CNN, GAN, Transfer Learning, Virtual Fitting Room
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1. Introduccion

En el mundo de la moda y la venta de ropa en linea, la personalizacion y la experiencia del cliente son
aspectos cruciales para mejorar la satisfaccidn y la fidelidad del consumidor. Actualmente, muchas
tiendas en linea ofrecen fotografias de modelos con distintas prendas, pero la experiencia de compra
podria mejorarse significativamente si los clientes pudieran visualizar cémo les quedaria la ropa a ellos
mismos. Por otro lado, este tipo de personalizacion también podria ser Util para los fabricantes de ropa
gue quisieran tener una idea de como se verian sus productos en diferentes personas antes de iniciar

la produccion en masa.

La IAy el aprendizaje profundo poseen un gran potencial en la generacion y manipulacién de imagenes.
En particular, se ha observado que las redes generativas antagdnicas (GAN, por sus siglas en inglés) y
las redes neuronales convolucionales (CNN, por sus siglas en inglés) presentan una notable capacidad

para generar imagenes realistas, realizar segmentaciones y estimar poses (Goodfellow et al., 2018).

Estas tecnologias pueden aplicarse para crear una solucién que permita a los usuarios visualizar cdmo
les quedaria una prenda de vestir especifica, basandose en imagenes personales y de la prenda

deseada.

1.1. Motivacion

La principal motivacién de este proyecto reside en revolucionar la experiencia de compra online y la
toma de decisiones en la industria de la moda. Al ofrecer una representacién visual cautivadora de
cémo se ajusta la ropa a los clientes, se les brinda la oportunidad de tomar decisiones de compra mejor
informadas y seguras, lo que, en Ultima instancia, podria disminuir las devoluciones y elevar la

satisfaccién del cliente.

Ademads, al adoptar un enfoque visual, se beneficia a los usuarios al proporcionar imagenes
personalizadas y realistas que abarcan la diversidad de cuerpos, edades, géneros y razas en la sociedad
actual. Al alejarse de las representaciones tipicas de modelos con cuerpos normativos y ofrecer
imagenes mas inclusivas, se fomenta una percepcidon mas saludable y realista de como las personas

pueden lucir las prendas de vestir.
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Asimismo, este proyecto tiene el potencial de brindar ventajas a los fabricantes de ropa, ya que podrian
visualizar cémo se verian sus productos en diferentes personas antes de la produccién en masa. De
esta manera, podrian tomar decisiones mejor fundamentadas sobre el disefio y la seleccion de tallas,

lo que permitiria optimizar la produccion y la logistica.

En resumen, este proyecto aspira a transformar la industria de la moda, brindando beneficios tanto a

los consumidores como a los fabricantes y promoviendo una mayor inclusion en el proceso.

1.2. Planteamiento del problema

La estructura del proyecto se desarrollara en varias etapas para abordar de manera eficiente y efectiva

el desarrollo del probador virtual.

En primer lugar, se llevara a cabo un analisis exhaustivo de las principales soluciones basadas en IA en
el campo de la generacién de imagenes, la segmentacidon semdantica y la estimacion de poses. El andlisis
permitira identificar las técnicas y arquitecturas mas adecuadas para abordar el problema especifico

de generar imagenes de personas con ropa personalizada.

A continuacién, se procedera a la preparacion del conjunto de datos de imagenes, que incluira
personas con diferentes poses, pesos, alturas y prendas de vestir, asi como informacién sobre las tallas
y otros detalles relevantes de las prendas. El conjunto de datos sera crucial para entrenar y evaluar los

modelos de segmentacidon semantica, estimacién de poses y generacidén de imagenes.

Posteriormente, se entrenard un modelo de segmentacion semantica y estimacion de poses, utilizando
CNN para segmentacidon de imagenes. Este modelo permitird detectar personas y sus poses en las
imagenes de entrada, lo cual es fundamental para generar imagenes realistas de personas con ropa

personalizada.

En paralelo, se entrenara una GAN condicional, que serd responsable de generarimagenes de personas
con ropa basandose en las imagenes de entrada y las tallas de ropa proporcionadas. Este modelo se
beneficiard del transfer learning, aprovechando modelos preentrenados y conocimientos adquiridos

en tareas anteriores de generacién de imagenes.
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Una vez que ambos modelos estén entrenados y optimizados, se combinaran en un sistema integrado
gue tome como entrada imagenes de personas, pesos, alturas y prendas de vestir, con el fin de generar
imagenes de la persona con la ropa puesta. Este sistema permitira la interaccion con el usuario final y

proporcionara resultados visuales de cémo le quedaria la ropa.

Finalmente, se desarrollara el software en forma de aplicacion o pagina web, accesible para el usuario
final. Esta plataforma permitird a los usuarios cargar sus imagenes, seleccionar prendas de vestir y
tallas, y obtener una representacién visual de cdmo les quedaria la ropa, mejorando asi la experiencia

de compra en linea y la toma de decisiones en la industria de la moda.

1.3. Estructura de la memoria

En el primer capitulo, se establece el propdsito y la motivacidn del trabajo, asi como el planteamiento
del problema a resolver con la propuesta de un probador virtual en linea. Este capitulo también

describe cdmo estd organizada la memoria.

El segundo capitulo se sumerge en un andlisis profundo del contexto, donde se explora el mercado de
venta de ropa en linea, se analizan las plataformas con soluciones similares y se discuten las tendencias
actuales en la experiencia del usuario en el comercio electronico de moda. Este capitulo concluye con
un examen de los beneficios y desafios de implementar probadores virtuales en el comercio

electronico.

El tercer capitulo es un recorrido por el estado del arte. Se describen las tecnologias actuales en
inteligencia artificial aplicadas a probadores virtuales, incluyendo el uso de conjuntos de datos,
técnicas de segmentacién de imagenes y estimacion de poses, generaciéon de imagenes y sus
limitaciones. Se presenta también un resumen de las soluciones y tecnologias de implementacion

disponibles.

En el cuarto capitulo, se definen los objetivos generales y especificos del trabajo y se describe la
metodologia seguida. Ademas, se detallan las herramientas, bibliotecas y librerias utilizadas en el

proyecto.

El quinto capitulo presenta los requisitos funcionales y no funcionales identificados para el sistema,

asi como las restricciones del sistema propuesto.
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En el sexto capitulo, se detalla el desarrollo del sistema de inteligencia artificial y de la pagina web. Se
discute desde la generacién de un conjunto de datos adecuado hasta la integracion de los modelos.
Este capitulo contintia con una descripcion de las limitaciones del sistema de inteligencia artificial y del

desarrollo de la pagina web.

El séptimo capitulo evalla la herramienta desarrollada en términos de usabilidad, impacto y utilidad.

Se proporcionan detalles de como se realizaron estas evaluaciones.

En el octavo capitulo se extraen conclusiones basadas en el trabajo realizado y se esbozan posibles

direcciones para futuras investigaciones y mejoras del sistema.

En el anexo |, se adjuntas capturas de pantalla de la pagina web desarrollada.

En el anexo Il, se adjuntas los resultados de las 4 pruebas de usuario.

En el anexo lll, se adjunta la encuesta completa realizada a los usuarios de la pagina web.

En el anexo IV, se adjunta el articulo de investigacion correspondiente al trabajo realizado.
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2. Analisis del contexto

La era digital ha transformado la forma en que los consumidores compran productos y servicios, y la
industria de la moda no es una excepcién. El comercio electrénico ha experimentado un crecimiento
significativo en los Ultimos afos, y se espera que continde expandiéndose (Statista, 2021). Las marcas
y minoristas de moda se enfrentan a la necesidad de adaptarse a este nuevo paradigma y ofrecer

experiencias de compra en linea que satisfagan las expectativas de los consumidores.

2.1. Anadlisis del mercado de venta de ropa online

El mercado de venta de ropa en linea ha experimentado un rdpido crecimiento en los Ultimos afios,
gracias a factores como el incremento en la penetracion de Internet, la mayor adopcidn de dispositivos
moviles y la expansién de plataformas de comercio electrénico (Statista, 2021). En la Figura 1 se
observa como el sector de la moda tiene, y se pronostica que tendra, los mayores ingresos en e-
commerce a nivel mundial. A medida que mds consumidores adoptan la compra de ropa online, las
expectativas sobre la experiencia de compra también aumentan. Los clientes buscan comodidad,
variedad, precios competitivos y una experiencia de compra atractiva que les permita explorar y probar

productos virtualmente antes de tomar una decisién de compra (Deloitte, 2020).

Figura 1: Prondstico de ingresos del e-commerce global

Global eCommerce revenue forecast in billion US$

3256
582.9

536.9

Fuente: (Statista, 2021)
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Segun el informe de Statista (2021), se espera que el crecimiento del mercado de venta de ropa online
continde en los proximos afios, lo que representa oportunidades significativas para las marcas y

minoristas que buscan innovar y mejorar la experiencia del cliente en linea.

La pandemia de COVID-19 aceleré la adopcién del comercio electrénico de moda, ya que las
restricciones de movilidad y el cierre de tiendas fisicas impulsaron a los consumidores a buscar

soluciones de compra en linea (McKinsey & Company, 2023). En la Figura 2 se observa como el andlisis

de McKinsey de las previsiones de moda para 2023 proyecta un crecimiento de las ventas

relativamente lento, lastrado por una contraccién en el mercado europeo y el efecto de la inflacion.

Figura 2: Crecimiento (2020 - 2023) en las ventas minoristas de moda de lujo versus resto

Year-over-year growth in fashion retail sales, % Low estimate - High estimate
China Europe us
80 80
Luxury
60 60
40 40

20 .. 20
0 0
Nonluxury
-20 -20
-40 -40

H1 H2 H1 H2 H1 H2 FY H1 H2 H1 H2 H1 H2 FY H1 H2 H1 H2 H1 H2 FY
2020 2021 2022 2023 2020 2021 2022 2023 2020 2021 2022 2023

Fuente: (McKinsey & Company, 2023)

En este contexto de incertidumbre sobre las ventas, las empresas de moda enfrentan el desafio de
ofrecer experiencias de compra en linea que satisfagan las crecientes expectativas de los
consumidores. Incluyendo el desarrollo e implementacién de soluciones innovadoras, como los
probadores virtuales, se permite a los clientes explorar y probar productos de manera virtual antes de
realizar una compra. La inversién en tecnologias y soluciones avanzadas es esencial para mantenerse
competitivo en el mercado de venta de ropa en linea, que se caracteriza por su dinamismo y rapidez

en el cambio de tendencias y demandas de los consumidores.
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Los probadores virtuales representan una oportunidad para mejorar la experiencia del cliente online,
al mismo tiempo que abordan algunos de los desafios clave que enfrentan las empresas de moda en
el comercio electréonico, como las devoluciones y la falta de interaccion personalizada. Al adoptar
tecnologias de inteligencia artificial (I1A), aprendizaje automatico y procesamiento de imagenes, las
empresas pueden ofrecer soluciones de probador virtual que proporcionen una experiencia de compra
mas atractiva y personalizada, lo que a su vez puede impulsar la satisfaccion del cliente y la lealtad a

la marca.

2.2. Plataformas con soluciones similares

En respuesta a la creciente demanda de experiencias de compra en linea mas personalizadas e
interactivas, varias plataformas han comenzado a implementar soluciones similares a los probadores
virtuales. Estas soluciones, impulsadas por la IA, permiten a los clientes probar ropa virtualmente, lo

gue ayuda a superar las barreras de la compra online y reduce las devoluciones de productos (Deloitte,

2020).

Una de las plataformas mas conocidas en este ambito es Zeekit, un startup israeli adquirida por
Walmart en 2021 (Zeekit, 2021). Zeekit ha desarrollado una tecnologia de probador virtual que permite
a los clientes probar distintas prendas de ropa a una amplia gama de modelos en tiempo real a través
de la web. Ademas, los usuarios pueden cargar imagenes de si mismos y "probarse" virtualmente
prendas de ropa de diferentes tallas y estilos. En la Figura 3 se puede ver la interfaz del probador online
de la plataforma Zeekit. Otras marcas y minoristas también han adoptado soluciones similares, como
ASOS con su funcion "See My Fit" (ASOS, 2020), que utiliza la realidad aumentada (AR, por sus siglas

en inglés) para mostrar cdmo quedan las prendas en diferentes tipos de cuerpos.

Ademas, algunas empresas se han decantado por ofrecer servicios de personalizaciéon de prendas y
asesoramiento de estilo en linea, como Stitch Fix, que utiliza algoritmos de aprendizaje automatico
para seleccionar prendas y accesorios adecuados para sus clientes segun sus preferencias y medidas

(Stitch Fix, 2021).
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Figura 3: Probador online de una seleccion de prendas a modelos de distintas caracteristicas

Fuente: (Zeekit, 2021)

A pesar de los avances en las soluciones de probadores virtuales, aun existen desafios y oportunidades
para mejorar la precision y la calidad sobre la experiencia de las mismas. La implementacion de
tecnologias mas avanzadas, puede ayudar a superar algunas de las limitaciones actuales y ofrecer

experiencias de probador virtual mas realistas y personalizadas.

2.3. Tendencias en la experiencia del usuario en el comercio

electronico de moda

La experiencia del usuario en el comercio electrénico de moda ha experimentado cambios
significativos en los ultimos afios, impulsados por las expectativas cambiantes de los consumidores y
los avances en la tecnologia. Entre las tendencias mas destacadas se encuentran la sostenibilidad, la

personalizacién, la AR y la integracién de la IA.

La sostenibilidad se ha vuelto cada vez mas relevante en la experiencia del usuario en el comercio
electréonico de moda. Los consumidores estan cada vez mas interesados en la procedencia y el impacto

ambiental de las prendas que compran (McKinsey, 2020). Las marcas estan respondiendo a esta

tendencia al ofrecer informacién detallada sobre sus practicas de produccién sostenible introduciendo

lineas de ropa ecoldgicas.

La personalizacion también se ha convertido en una caracteristica clave para mejorar la experiencia

del usuario en el comercio electrénico de moda, ya que los consumidores buscan experiencias de



Palma Lorita, Marina
Probador virtual basado en redes neuronales convolucionales (CNN) y redes generativas antagdnicas (GAN)

compra mas individualizadas y relevantes (Deloitte, 2020). Se puede observar como se relaciona la
facturacion y el nivel de personalizacion en las principales plataformas de comercio electrénico en la
Figura 4. La IA y el aprendizaje automatico estan permitiendo a las marcas ofrecer recomendaciones
de productos y promociones mas especificas, adaptadas a las preferencias y el historial de compras de
cada cliente.

Figura 4: Principales plataformas de e-commerce respecto al nivel de personalizacion y ganancias
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Fuente: (Deloitte, 2020)

Una tecnologia inmersiva que gana cada vez mds atencion en este contexto es la AR. A través de
dispositivos como teléfonos o tabletas, cambia la percepcion del mundo fisico al superponer su
entorno real con elementos virtuales en tiempo real, lo que permite a los clientes probar virtualmente

las prendas antes de comprarlas (Caboni & Hagberg, 2019; Cosco, 2020). Ademas, la AR esta siendo

utilizada para enriquecer la experiencia de compra en linea con visualizaciones 3D de productos y

experiencias interactivas. En la Figura 5 se muestra un ejemplo de un probador virtual con AR.

Figura 5: Interfaz del probador online de Snapchat con AR
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La integracidon de la IA en la experiencia del usuario en el comercio electrénico de moda estd
permitiendo a las empresas mejorar la eficiencia de sus operaciones y proporcionar un mejor servicio
al cliente. Los chatbots y los sistemas de soporte al cliente impulsados por IA estdn mejorando la
comunicacion con los clientes, mientras que la IA también se utiliza para optimizar la cadena de

suministro y la gestién de inventario (Buttler, 2021).

2.4. Beneficios y desafios de implementar probadores virtuales en el

comercio electrénico

Los probadores virtuales han surgido como una solucién innovadora en el comercio electrénico de
moda para mejorar la experiencia del cliente y aumentar las ventas. Sin embargo, la implementacion

de esta tecnologia también presenta desafios que deben abordarse para maximizar sus beneficios.

2.4.1. Beneficios de los probadores virtuales

Uno de los principales beneficios de los probadores virtuales es mejorar la experiencia del cliente al

permitir probar prendas virtualmente antes de realizar una compra (Lee & Xu, 2020). Esta capacidad

ayuda a los consumidores a tomar decisiones mds informadas y a encontrar la talla y el estilo adecuado,

lo que puede conducir a una mayor satisfaccion y lealtad del cliente (Liaw & Chen, 2013).

Ademds, los probadores virtuales pueden aumentar las ventas al reducir las tasas de devolucién de

productos y mejorar la tasa de conversion de visitantes a compradores (Yang et al., 2019). La capacidad

de probar virtualmente la ropa antes de comprarla puede disminuir la incertidumbre sobre como se
verd y se ajustara el producto, lo que reduce la probabilidad de devoluciones y, en ultima instancia,

puede aumentar los ingresos para el vendedor.

Desde la perspectiva de la experiencia del cliente, Lee y Xu (2020) sefalan que las tecnologias de
probadores virtuales se pueden clasificar en funcidn de su capacidad para proporcionar interaccion,
inmersion y realismo. Estos elementos pueden mejorar significativamente la satisfaccion del cliente y
la intencidn de compra al proporcionar una experiencia de compra en linea mas personalizada y
atractiva. La Figura 6 muestra el prototipo de un espejo probador implementado con AR en una tienda

de indonesia (Werdayani & Widiaty, 2020).
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Figura 6: Prototipo de espejo probador con tecnologia AR

Fuente: (Werdayani & Widiaty, 2020)

2.4.2. Desafios de los probadores virtuales

Los probadores virtuales también enfrentan desafios en su implementacion, a pesar de sus beneficios.
Uno de los principales obstaculos es la calidad y precisiéon de la representacion de la ropa en el cuerpo
virtual del usuario. Si las imagenes generadas no son lo suficientemente realistas o precisas, los

consumidores pueden verse decepcionados y perder la confianza en la plataforma (Lee et al., 2022).

Otro desafio es garantizar la facilidad de uso y accesibilidad de la tecnologia para una amplia gama de
consumidores. La complejidad técnica y las dificultades para utilizar la plataforma pueden disuadir a

los clientes de utilizar los probadores virtuales y, en ultima instancia, limitar su adopcién (Liaw & Chen,

2013).

Ademas, los probadores virtuales pueden presentar preocupaciones de privacidad para los
consumidores. La recopilacion y el uso de datos personales, como imagenes corporales o medidas,

pueden generar preocupaciones sobre la seguridad y el uso indebido de estos datos (Yang et al., 2019).

Los vendedores deben abordar estos problemas de privacidad y garantizar que los datos del cliente

estén protegidos y se utilicen de manera responsable.
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3. Estado del arte

El estado del arte en técnicas de generacion de imagenes, segmentacidn de imagenes y estimacion de
poses ha evolucionado rapidamente en la dltima década, gracias al avance en el aprendizaje profundo
y las redes neuronales. A continuacion, se presenta una descripcion detallada del estado del arte

técnico relevante para este proyecto.

3.1. Hitos destacados de la inteligencia artificial para probadores

virtuales

La IA ha experimentado un rapido desarrollo en la Ultima década, impulsando avances significativos en
areas como el reconocimiento y la generacion de imagenes, la segmentacién de imagenes vy la
estimacion de poses. Estos desarrollos han tenido un impacto considerable en la industria de la moda,
dando lugar a numerosos hitos en el campo de los probadores virtuales, como herramientas que hacen

uso de la IA para ofrecer a los clientes una experiencia mas enriquecedora (Gao et al., 2019).

Uno de los pilares fundamentales en el desarrollo de la IA para probadores virtuales ha sido la creacién

de conjuntos de datos sélidos. DeepFashion (Liu et al., 2016), es un conjunto de datos ampliamente

utilizado que contiene mas de 800.000 imagenes etiquetadas de prendas de vestir. Al ser una de las
primeras bases de datos robustas en el ambito de la moda, ha impulsado el avance de algoritmos de

reconocimiento y generacién de imdgenes en este sector.

Con la creciente adopciéon de la IA en la industria de la moda, los investigadores han desarrollado
enfoques innovadores para generar imagenes de personas usando ropa virtual. Un ejemplo notable es

VITON (Han et al., 2018), un sistema de probador virtual que utiliza GAN y CNN para crear imagenes

realistas de personas vistiendo ropa seleccionada a partir de imagenes de catalogos.

Ademas de las investigaciones académicas, tales como DeepFashion (Liu et al., 2016), DeepFashion2

(Ge et al., 2019) y Viton (Han et al., 2018), varias empresas y aplicaciones han surgido para ofrecer

soluciones de probadores virtuales basadas en la IA. La Figura 7 muestra algunos de los resultados del
proyecto VITON. Zeekit, mencionada anteriormente, utiliza algoritmos de aprendizaje profundo y
segmentacién de imagenes para ajustar automaticamente el tamafio y el ajuste de las prendas en

funcion del cuerpo del usuario (Zeekit, 2021).
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Figura 7: Prueba de funcionamiento del probador virtual VITON

Fuente: (Han et al., 2018)

Otra aplicacién innovadora en este campo es Metail, que ha desarrollado un probador virtual basado
en avatares 3D (Metail, 2019). Los usuarios pueden crear avatares personalizados con sus medidas y
probar diferentes prendas en el mismo. Metail utiliza tecnologias como la vision por computadoray el
aprendizaje automatico para generar avatares realistas y simular la forma en que las prendas se ajustan

al cuerpo del usuario.

Estos hitos en la |IA para probadores virtuales han sido posibles gracias a la confluencia de avances en
tecnologias y algoritmos, como GAN, CNN y transfer learning, como en el proyecto Viton (Han et al.,
2018). Juntos, han sentado las bases para una nueva generacién de soluciones de moda en linea,

permitiendo una experiencia de compra mds personalizada y realista para los usuarios.

3.2. Conjuntos de datos para el entrenamiento de modelos

La disponibilidad de conjuntos de datos adecuados es esencial para el entrenamiento y evaluacién de
modelos de IA en el dmbito de los probadores virtuales. Estos conjuntos de datos deben contener
imagenes de personas con diferentes caracteristicas, como poses, pesos y alturas, asi como imagenes

de prendas de vestir con informacion pertinente, como tallas y detalles de disefio.

Un conjunto de datos clave en este campo es DeepFashion, mencionado anteriormente, que fue

presentado en 2016 (Liu et al., 2016). Este conjunto de datos incluye mas de 800.000 imagenes
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etiquetadas de prendas de vestir, lo que lo convierte en una fuente de informacion valiosa para el

desarrollo de algoritmos de reconocimiento y generacion de imagenes en el dmbito de la moda.

Mas tarde apareceria DeepFashion2, lanzado en 2019, con mas de 490.000 imagenes con anotaciones
detalladas de instancias de ropa, categorias, atributos y puntos clave, siendo util para la segmentacion
de imagenes y la estimacion de poses (Ge et al., 2019). Un ejemplo del detalle y especificaciones de la

base de datos DeepFasion2 se muestra en la Figura 8.

Figura 8: Ejemplos y detalles de la base de datos DeepFashion2
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Otro conjunto de datos relevante es iMaterialist Challenge (Fashion), creado para la Conferencia sobre

la Visién por Computadora y el Reconocimiento de Patrones (CVPR) 2019 (Bai et al., 2020). Contiene

mas de 50.000 imagenes con anotaciones detalladas de atributos y etiquetas semanticas de ropa.

Un enfoque alternativo para la adquisicion de datos es utilizar conjuntos de datos generales de
personas y segmentarlos para obtener informacion relevante. El conjunto de datos DensePose-COCO

(Guler et al., 2018) es una extensién del conjunto de datos MS COCO (Lin et al., 2014) que proporciona

anotaciones de correspondencias de superficie densa para la estimaciéon de poses humanas. Fue
lanzado en 2018 y contiene anotaciones para mas de 200.000 personas en mas de 50.000 imagenes.

La Figura 9 muestra la calidad de las estimaciones de DensePose en distintas situaciones.
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Figura 9: Ejemplos de la estimacion DensePose en la base de datos DensePose-COCO

Fuente: (Guler et al., 2018)

Es importante destacar que, en algunos casos, puede ser necesario crear conjuntos de datos
personalizados para abordar necesidades especificas de un proyecto. La recopilacion de imagenes de
personas y prendas de vestir, asi como la anotaciéon de informacién relevante, pueden conllevar

tiempo y recursos, pero es crucial para garantizar la precision y efectividad del modelo entrenado.

3.3. Soluciones actuales para la segmentacion de imagenes y la

estimacion de poses con IA

En el dmbito de los probadores virtuales, la segmentacién de imagenes y la estimacién de poses son
dos tareas fundamentales que permiten analizar y comprender las imagenes de personas y prendas de
vestir. Estas tareas han experimentado avances significativos en los ultimos afios gracias a las

investigaciones en IA 'y, en particular, al uso de CNN (Wang et al., 2018; Giiler et al., 2018).

3.3.1. Segmentacion de imagenes con CNN

La segmentacion de imagenes es el proceso de dividir una imagen en varias regiones o segmentos,
asignando una etiqueta a cada pixel para identificar los objetos y regiones de interés. En el contexto
de los probadores virtuales, la segmentacidén de imagenes es crucial para separar a las personas y las
prendas de vestir del fondo, lo que permite la manipulacidn y la generacién de imagenes realistas de

personas usando ropa personalizada.

Las CNN han demostrado ser particularmente efectivas para abordar problemas de segmentacién de

imagenes, ya que han sido disefiadas especificamente para manejar datos visuales (Long et al., 2015).

Estas redes utilizan capas convolucionales para analizar localmente las imagenes y extraer
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caracteristicas jerarquicas, lo que les permite aprender representaciones efectivas de los objetos y sus

contextos espaciales.

Un enfoque popular en la segmentacién de imagenes con CNN es el uso de arquitecturas de

codificador-decodificador, como la U-Net (Giang et al., 2020), la SegNet (Badrinarayanan et al., 2017)

o el modelo VGG16 (Simonyan et al., 2014). Este ultimo, consiste en 13 capas convolucionales,

organizadas en bloques con un nimero creciente de filtros, y 3 capas completamente conectadas. Los
filtros extraidos por este modelo son altamente generalizables y, por lo tanto, proporcionan una base

sélida para muchas tareas de deep learning.

Estas arquitecturas consisten en un codificador que extrae caracteristicas de la imagen de entrada,
reduciendo progresivamente su dimensionalidad mientras aumenta la profundidad de las
caracteristicas. Seguidamente, un decodificador reconstruye la segmentaciéon a partir de estas
caracteristicas, restaurando gradualmente la dimensionalidad de la imagen original y ubicando

precisamente cada pixel en una categoria especifica.

El proceso que sigue una CNN se asemeja a comprimir y luego descomprimir la informacién, lo que
permite que la red aprenda y mantenga las relaciones espaciales entre los pixeles, un factor critico en

la segmentacién de imagenes (Zhou et al., 2018). Esta capacidad de las arquitecturas de codificador-

decodificador ha resultado en su uso extendido en aplicaciones de segmentacidon de imagenes,

proporcionando rendimientos notables en diversas tareas.

Un estudio que aborda la segmentacién de imagenes de personas y ropa es el trabajo de Wang et al.,
(2018). En su investigacion, los autores propusieron una red de gramatica de moda atenta, la Attentive
Fashion Grammar Network (AFGN), para la deteccidn de puntos de referencia de moday la clasificacién
de categorias de ropa. La AFGN utiliza una estructura jerarquica y médulos de atencién para capturar
informacion semdantica y detalles de prendas de vestir de manera eficiente, como se puede ver en la

Figura 10.

Figura 10: Arquitectura de la red AFGN
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Avances recientes en la segmentacion de imagenes con CNN han permitido el desarrollo de sistemas

de probadores virtuales mas efectivos y precisos (Han et al., 2018). Sin embargo, aln existen desafios

en la segmentacion de imdagenes de personas y ropa, como la variabilidad en la apariencia de las
prendas, las poses y las condiciones de iluminacién. Investigaciones futuras podrian explorar nuevas
arquitecturas y técnicas de aprendizaje profundo para abordar estos desafios y mejorar ain mas el

rendimiento de los sistemas de segmentacion de imagenes.

3.3.2. Estimacion de poses con CNN

La estimaciéon de poses es otro componente clave en el desarrollo de probadores virtuales, ya que
permite comprender la postura y la orientacidon del cuerpo humano en las imagenes. La tarea de
estimacion de poses consiste en localizar y asociar las articulaciones del cuerpo, como los hombros,
los codos y las rodillas, para obtener una representacion estructural de la postura humana. Esta
informacion es muy util para posteriormente generar imdagenes realistas de personas usando ropa
personalizada, ya que permite ajustar las prendas de vestir a la postura y la forma del cuerpo de
manera adecuada. Las CNN han demostrado ser efectivas en la estimacion de poses humanas, debido

a su capacidad para capturar caracteristicas visuales y patrones espaciales (Yang et al., 2019).

Un enfoque reciente en la estimacion de poses es el uso de arquitecturas de CNN basadas en la
representacién de mapas de calor para las articulaciones del cuerpo humano. En este enfoque, la CNN
predice un mapa de calor para cada articulacién, donde los valores de los pixeles representan la
probabilidad de la presencia de una articulacién en una ubicacion especifica. Los mapas de calor se

combinan luego para obtener la postura humana completa (Chen et al.,, 2018). También es

ampliamente utilizado el modelo ResNet50 (Theckedath et al., 2020), una red convolucional profunda

que se destaca por sus conexiones residuales, permitiendo la propagacién directa de la sefial de

entrada a capas mds profundas y aportando una alta precision en la estimacién de poses.

Por ejemplo, Sun et al. (2019) propusieron un enfoque llamado Deep High-Resolution Representation
Learning (HRNet) para la estimacidn de poses humanas. HRNet utiliza una arquitectura de CNN que
mantiene una resolucién espacial alta en todas las etapas del proceso, lo que permite capturar detalles
finos y contextos globales de manera efectiva. Su enfoque logré un rendimiento superior en la

estimacion de poses humanas en comparacién con los enfoques anteriores (Sun et al., 2019). Un

ejemplo de sus resultados puede verse en la Figura 11.
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Figura 11: Resultados del enfoque HRNet en imdgenes de diferentes caracteristicas

Fuente: (Sun et al., 2019)

Otro enfoque es el de DensePose, mencionado anteriormente por proporcionar, ademds de su método

de estimacion de poses, la base de datos DensePose-COCO (Gller et al., 2018). DensePose proporciona

una estimacion de poses humanas en imagenes cotidianas. Utiliza una CNN para predecir
correspondencias de densidad entre la imagen 2D y un modelo tridimensional del cuerpo humano.
Este enfoque permite obtener una estimacion mas precisa y detallada de la postura y la forma del

cuerpo en escenas del mundo real, lo que es util para aplicaciones de probadores virtuales.

Los avances en la estimacidn de poses con CNN han permitido el desarrollo de sistemas de probadores
virtuales mas precisos y realistas. A medida que se siguen investigando nuevas arquitecturas y técnicas
de aprendizaje profundo, es probable que la estimacion de poses continle mejorando, lo que a su vez

mejorara la calidad y la efectividad de los probadores virtuales.

3.4. Soluciones actuales a la generacion de imagenes con IA

La generacién de imdagenes es una tarea esencial en el contexto de los probadores virtuales, ya que
permite crear imagenes realistas y convincentes de personas con prendas de vestir virtuales. En los
ultimos afios, se han desarrollado varios enfoques y arquitecturas basadas en IA para abordar este

desafio (Goodfellow et al., 2018), como las que se especifican a continuacion.

3.4.1. Generacion de imagenes con GAN

Las GAN son una herramienta poderosa y efectiva para generar imagenes realistas a partir de datos de

entrada. Consisten en dos redes neuronales, un generador y un discriminador, que compiten entre si
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en un juego de suma cero. El generador crea imdgenes sintéticas, mientras que el discriminador evalta
si las imagenes son reales o falsas. A medida que el generador mejora en la creacidon de imagenes
realistas, el discriminador debe mejorar en la identificacion de imagenes falsas. Este proceso iterativo
continda hasta que el generador crea imdgenes que el discriminador no puede distinguir de entre las

imagenes reales.

En el contexto de los probadores virtuales, las GAN pueden utilizarse para generar imagenes de
personas con diferentes prendas de vestir y posturas. En los Ultimos afos, se han propuesto varias
arquitecturas de GAN y técnicas de entrenamiento para mejorar la calidad y diversidad de las imagenes

generadas (Goodfellow et al., 2018). Una arquitectura GAN relevante en este contexto es el modelo

pix2pix (Li et al., 2022), que se centra en tareas de traduccion de imagen a imagen. Su capacidad para
retener detalles finos en las imdgenes de salida es particularmente Util para la generacidon de imagenes

de personas y animales.

Por ejemplo, Zhu et al. (2017) presentaron un enfoque Ilamado SwapNet para generar imagenes de

personas con ropa nueva y posturas personalizadas (Zhu et al., 2017). SwapNet utiliza una arquitectura

GAN condicional, donde el generador crea imagenes de personas con ropa nueva basandose en las
caracteristicas extraidas de una imagen de entrada. El discriminador, a su vez, evalla si las imagenes
generadas son realistas y corresponden a la ropa y postura objetivo. El enfoque de SwapNet demostrd

ser efectivo para generar imagenes realistas de personas con diferentes estilos de ropa y posturas.

Otro ejemplo es el trabajo de Han et al. (2018), mencionado anteriormente, quienes propusieron una
arquitectura llamada VITON, que utiliza GAN condicionales junto con un mdédulo de atencién para

generar imagenes realistas de personas con ropa nueva (Han et al., 2018). VITON combina informacion

de las imagenes de entrada, como la silueta de la persona y la ropa objetivo, y la utiliza para sintetizar
imagenes realistas de personas usando la ropa seleccionada. Consta de una etapa generadora de
codificador-decodificador y una etapa de refinamiento, como se puede observar en la Figura 12. Este
enfoque también ha demostrado ser efectivo en la creacidén de imagenes realistas de personas con

diferentes prendas de vestir y posturas.
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Figura 12: Diagrama del funcionamiento de la arquitectura VITON
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Los avances mencionados en la generacidon de imagenes con GAN han permitido el desarrollo de
probadores virtuales mas realistas y personalizados. A medida que continta la investigacion en
arquitecturas GAN y técnicas de aprendizaje profundo, se espera que la calidad y diversidad de las
imagenes generadas siga mejorando, enriqueciendo aun mas la experiencia del usuario en los

probadores virtuales.

3.4.2. Generacion de imagenes con VAE

Otra técnica popular para generar imagenes es el uso de Autoencoders Variacionales (VAE, por sus
siglas en inglés). Los VAE son una clase de modelos generativos que aprenden a comprimir y reconstruir
datos de alta dimensién, como imdagenes, en un espacio latente de baja dimensién. La caracteristica
distintiva de los VAE es que imponen una estructura probabilistica en el espacio latente, lo que permite

la generacién de imagenes nuevas y realistas al muestrear puntos en dicho espacio.

Como muestra la Figura 13, los VAE constan de dos componentes principales: un codificador y un
decodificador. El codificador toma una imagen de entrada y aprende a comprimir sus caracteristicas
en un espacio latente. Este espacio latente es modelado como una distribucidon de probabilidad,

generalmente una distribucion gaussiana multivariante. Luego, el decodificador toma puntos
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muestreados en el espacio latente y reconstruye imagenes a partir de ellos. La Figura 13 muestra un

esquema de ejemplo de la arquitectura VAE.

Figura 13: Ejemplo de la arquitectura de VAE

Define
latent state
distributions

Fuente: (Jordan, 2023)

En el contexto de los probadores virtuales, los VAE pueden utilizarse para generar imagenes realistas
de personas usando diferentes prendas de vestir y adoptando diferentes posturas. Aunque los VAE no
han sido tan ampliamente utilizados en esta drea como las GAN, son capaces de generar imagenes

realistas en otros dominios y podrian adaptarse para su uso en probadores virtuales.

El-Kaddoury et al. (2019) realizaron una comparacién practica entre VAE y GAN para la generacién de

imagenes (El-Kaddoury et al., 2019). En su estudio, analizaron las ventajas y desventajas de ambas

técnicas y proporcionaron una vision detallada de su desempefio en varias tareas de generacién de
imagenes. En cuanto a calidad de las imagenes generadas, las GAN generalmente produjeron imagenes
de mayor calidad en términos de nitidez y diversidad, mientras que los VAE, por otro lado, tendian a
generar imagenes mas borrosas y suaves. Por otro lado, los VAE tienen un proceso de entrenamiento

mas estable, lo que facilita la optimizacién de sus pardmetros.

En resumen, los VAE son una técnica prometedora para la generacidon de imagenes en probadores
virtuales, aunque su aplicacion en esta drea ha sido menos explorada en comparacion con las GAN. A
medida que continde la investigacion en modelos generativos y aprendizaje profundo, es probable que

los VAE sigan mejorando y puedan ser adaptados para su uso en probadores virtuales.
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3.5. Limitaciones en los modelos de segmentacion de imagenes,

estimacion de poses y generacion de imagenes

A pesar de los avances en los modelos de segmentacidon de imagenes, estimacion de poses vy
generacion de imagenes, se analizaran las limitaciones que pueden afectar el rendimiento y la calidad

de los probadores virtuales.

En el caso de la segmentacién de imagenes, una limitacion es que los modelos como U-Net pueden
verse afectados por la variabilidad en las posturas, las apariencias y las condiciones de iluminacidn

presentes en las imagenes (He et al., 2017). Esto puede resultar en una segmentacién imprecisa, lo

gue afecta a la calidad de las imagenes generadas en los probadores virtuales.

En cuanto a la estimacién de poses, modelos como OpenPose y HRNet pueden enfrentarse a desafios
cuando las personas estan parcialmente ocluidas, en poses extremas o en entornos con multiples

personas (Cao et al., 2017). Estas situaciones pueden llevar a una estimacion de poses inexacta, lo que

dificulta la correcta adaptacion de las prendas de vestir virtuales a |la postura del cuerpo.

En el dmbito de la generacion de imagenes, las GAN y VAE pueden presentar limitaciones en términos
de calidad y diversidad de las imagenes generadas. Las GAN, por ejemplo, pueden sufrir de colapso de
modos, lo que significa que el generador produce imagenes similares o poco variadas (Arjovsky et al.,
2017). Ademds, las GAN pueden generar artefactos visuales o inconsistencias en las imagenes, lo que
disminuye la calidad y el realismo de las representaciones de personas con ropa virtual (Karras et al.,
2019). La Figura 14 muestra algunos ejemplos donde las GAN generan imagenes con malformaciones
0 poco realistas. Las VAE tienden a generar imagenes mas distintas a la original, pero con mads

probabilidad de ser inverosimiles y menos detalladas.

Figura 14: Casos de error en la generacion de imdgenes con el método de VITON

A
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Fuente: (Han et al., 2018)
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A pesar de las limitaciones, los avances en las técnicas de segmentacién de imagenes, estimacion de
poses y generacion de imagenes siguen mejorando la calidad y el rendimiento de los probadores
virtuales. Investigaciones futuras en estos campos pueden abordar las limitaciones y mejorar aiin mas

la experiencia del usuario en aplicaciones de moda virtual.

3.6. Soluciones a algunas de las limitaciones

A pesar de las limitaciones mencionadas en los modelos de segmentacidn de imdgenes, estimacién de
poses y generacion de imagenes, la comunidad de investigacidon ha propuesto varias soluciones para

abordar estos desafios y mejorar la calidad y el rendimiento de los probadores virtuales.

3.6.1.  Transfer learning para mejorar el rendimiento del modelo

El aprendizaje por transferencia, denominado transfer learning, es una técnica que permite a los
modelos de IA aprender de un conjunto de datos previamente trabajado y aplicar ese conocimiento a
otro conjunto de datos relacionado. Esta técnica es especialmente Util cuando se tiene una cantidad
limitada de datos etiquetados. Permite aprovechar el conocimiento adquirido previamente en un
conjunto de datos ya preentrenado, mejorando asi el rendimiento y reduciendo el tiempo de

entrenamiento.

El aprendizaje por transferencia funciona mediante el uso de las capas iniciales de un modelo
previamente entrenado para extraer caracteristicas generales y relevantes de las imagenes. Luego, se
pueden agregar y entrenar capas adicionales para adaptar el modelo a otras tareas especificas, como

la segmentacion de imagenes, estimacion de poses y generacién de imagenes (Kora et al., 2022).

Un estudio reciente de Mukhlif et al. (2023) propone una metodologia de transfer learning dual en la
gue se aprovechan dos modelos preentrenados para mejorar el rendimiento en la clasificacion de

imagenes médicas (Mukhlif et al., 2023), como se muestra en la Figura 15. Este enfoque innovador

demuestra cémo el transfer learning puede ser aplicado de manera efectiva en diversos contextos y
tareas, sugiriendo su posible potencial para mejorar la generacion de imagenes de personas con ropa

personalizada.
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Figura 15: Aprendizaje por transferencia del dataset de ImageNet aplicado a imdgenes médicas
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Fuente: (Mukhlif et al., 2023)

La aplicacién del aprendizaje por transferencia puede aportar varios beneficios. Entre ellos se
encuentra la mejora del rendimiento de los modelos, al aprovechar el conocimiento adquirido
previamente en conjuntos de datos similares. Ademas, se reduce el tiempo de entrenamiento al no
tener que entrenar desde cero. Finalmente, también disminuye la necesidad de grandes cantidades de
datos etiquetados, lo cual es especialmente atil para casos de uso concretos, como obtener datos de

personas con diferentes tipos de ropa y poses.

3.6.2. Enfoques de aprendizaje multi-tarea

El aprendizaje multi-tarea es otra de las técnicas utilizadas para abordar las limitaciones de Ia
segmentacion, estimacién y generacién de imdgenes. Este enfoque consiste en entrenar un Unico
modelo para realizar varias tareas relacionadas simultdneamente, en lugar de entrenar modelos
individuales para cada tarea. Al hacerlo, el modelo puede compartir informaciéon y aprender

caracteristicas comunes entre las tareas, mejorando asi el rendimiento general y reduciendo el tiempo

de entrenamiento (Ruder, 2017).

Una de las ventajas del aprendizaje multi-tarea es que puede mejorar la generalizacion del modelo al
aprender caracteristicas comunes entre las tareas. También puede reducir el riesgo de sobreajuste, ya

gue el modelo se entrena en varias tareas y no se centra Unicamente en una (Kendall et al., 2018).
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Un ejemplo reciente de la aplicacion del aprendizaje multi-tarea en la segmentacion de imagenes es el
estudio de Bischke et al. (2019), en el que se utiliza un enfoque de aprendizaje multi-tarea para la
segmentacién de huellas de edificios en imagenes satelitales. El modelo propuesto combina multiples
tareas, como la segmentacion de edificios y la clasificacion de uso del suelo, lo que permite mejorar el

rendimiento en la segmentacién de las huellas de los edificios.

La adopcion de enfoques de aprendizaje multi-tarea podria mejorar la eficiencia y la precision del
modelo, al permitir aprovechar las caracteristicas compartidas entre las diferentes tareas. Ademas, el
aprendizaje multi-tarea puede mejorar la capacidad de generalizaciéon del modelo, lo que podria

resultar en un rendimiento mas sélido en contextos no vistos previamente.

3.7. Tecnologias para la implementacion

Para desarrollar un probador virtual que aborde las limitaciones discutidas en los puntos anteriores,
es fundamental conocer las tecnologias adecuadas para la implementacién. Algunas de las tecnologias
clave que pueden ser utiles en este contexto incluyen frameworks y bibliotecas de aprendizaje

profundo, servicios en la nube y tecnologias web.

3.7.1. Frameworks y bibliotecas de aprendizaje profundo

El aprendizaje profundo ha experimentado un rapido crecimiento en los Ultimos afios, y como
resultado, han surgido varios frameworks y bibliotecas de aprendizaje profundo para facilitar el

desarrollo e implementacién de modelos de IA.

Algunos de los mas populares y ampliamente utilizados incluyen TensorFlow, PyTorch y Keras (Géron,

2019; Paszke et al., 2019). A continuacién, se presenta una descripcidon detallada de estos tres

frameworks y cdmo podrian adaptarse a este proyecto:

e TensorFlow: Desarrollado por Google Brain, TensorFlow es un framework de cédigo abierto

para el aprendizaje automatico y el aprendizaje profundo (TensorFlow, 2023). TensorFlow

ofrece una amplia gama de herramientas, bibliotecas y recursos para facilitar el disefio,
entrenamiento e implementacion de modelos de aprendizaje profundo en una variedad de

aplicaciones (Ramsundar & Zadeh, 2020). TensorFlow es especialmente util debido a su

capacidad para manejar facilmente operaciones con tensores y su flexibilidad para trabajar
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con diferentes arquitecturas de redes neuronales, como CNN y GAN. Ademads, es compatible

con la aceleracion de hardware, como GPU y TPU, lo que permite un entrenamiento y una

inferencia mas rdpidos (Géron, 2019).

® PyTorch: PyTorch es un framework de aprendizaje profundo desarrollado por Facebook Al
Research (FAIR) y es conocido por su facilidad de uso y flexibilidad (PyTorch, 2023). PyTorch
proporciona un enfoque mas dindmico para la ejecucién de graficos computacionales en
comparacién con TensorFlow, lo que facilita la depuracidn y el prototipado rapido de modelos
(Géron, 2019). PyTorch también permite la implementacion de diversas arquitecturas de redes
neuronales, como CNN, GAN y VAE. Ademas, es compatible con la aceleracién de hardware y
cuenta con una amplia comunidad de desarrolladores que contribuyen con herramientas y

recursos adicionales (Paszke et al., 2019).

o Keras: Keras es una biblioteca de alto nivel para el aprendizaje profundo que proporciona una
interfaz facil de usar y simplificada para construir y entrenar modelos de aprendizaje profundo
(Keras, 2023) . Keras esta disefiado para ser facil de entender y se ejecuta sobre TensorFlow o
Theano como backend (Géron, 2019). Aunque Keras no ofrece la misma flexibilidad que
TensorFlow y PyTorch en términos de personalizacion de modelos, su simplicidad y facilidad
de uso lo convierten en una excelente opcién para el prototipado rapido y la implementacion
de modelos. Keras proporciona soporte para la implementacién de arquitecturas de redes
neuronales populares como CNN y GAN, y es compatible con la aceleracién de hardware

(Ramsundar & Zadeh, 2020).

Al estudiar los distintos frameworks o bibliotecas de aprendizaje profundo, hay que tener en cuenta
factores como la flexibilidad, la facilidad de uso, la capacidad de personalizacion y el soporte para la
aceleracién de hardware. TensorFlow, PyTorch y Keras son opciones sélidas que ofrecen una amplia
gama de herramientas y recursos para facilitar la implementacion de las técnicas de aprendizaje
profundo. En la Figura 16 se comparan el nimero de veces que se han referenciado estos frameworks
en articulos académicos entre 2016 y 2020. La evolucién muestra como el nimero de referencias, y

por consiguiente su uso en investigacién, han aumentado considerablemente en los ultimos afios.
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Figura 16: Comparativa del numero de referencias académicas a TensorFlow y PyTorch
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Fuente: (He et al., 2020)

3.7.2. Servicios en la nube para el despliegue

Laimplementaciény el despliegue de soluciones basadas en |A, la generacidon de imagenes de personas
usando prendas de vestir personalizadas y estimacion de poses, puede beneficiarse significativamente
de los servicios en la nube. Estos servicios ofrecen una amplia gama de recursos y herramientas que
facilitan el desarrollo, entrenamiento, y despliegue de modelos de aprendizaje profundo, asi como el
escalado y la gestidon de aplicaciones. Algunos de los principales proveedores de servicios en la nube

incluyen Amazon Web Services (AWS), Google Cloud Platform (GCP) y Microsoft Azure.

e Amazon Web Services (AWS) ofrece una variedad de servicios especificos para el aprendizaje
profundo y el machine learning, como Amazon SageMaker, un servicio completamente
administrado que permite a los desarrolladores y cientificos de datos crear, entrenar y
desplegar modelos de machine learning rapidamente (AWS, 2023). AWS también proporciona
AWS Deep Learning AMIs (Amazon Machine Images), que son imdagenes de maquinas
preconfiguradas con entornos de aprendizaje profundo populares como TensorFlow, PyTorch
y Keras. En la Figura 17 podemos ver un ejemplo de arquitectura de un modelo de Machine

Learning con AWS SageMaker.
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Figura 17: Arquitectura del ciclo de vida de un modelo de Machine Learning en AWS SageMaker

Run end 10 end workfiow with SageMaker Pipelines
1. Read in flow files from Data Wrangler output

Data Wrangles

SageMaker Offline SageMaxes
Processing Feature Store Hosted
Train & Tune

with
XGBoost

Fuente: (AWS Blog, 2021)

e Google Cloud Platform (GCP) también ofrece una amplia gama de servicios en la nube para el
aprendizaje profundo y el machine learning (GCP, 2023). Google Cloud Al Platform es un
conjunto de herramientas y servicios para el desarrollo, el entrenamiento y la implementacién
de modelos de machine learning en la nube. Ademds, GCP proporciona TensorFlow Enterprise,
una plataforma optimizada y de alto rendimiento para TensorFlow en la nube de Google,

facilitando el despliegue y la escalabilidad de los modelos.

e Microsoft Azure, por otro lado, ofrece Azure Machine Learning, un servicio basado en la nube
gue permite a los cientificos de datos y desarrolladores crear, entrenar y desplegar modelos
de machine learning utilizando diversas bibliotecas y frameworks, incluyendo TensorFlow,
PyTorch y Keras (Azure, 2023). Azure también ofrece una amplia gama de servicios de IA, como

Computer Vision, que facilitan el desarrollo de soluciones en este campo.

3.7.3. Tecnologias web y aplicaciones moviles

Las tecnologias web y las aplicaciones méviles juegan un papel crucial en laimplementacién y el acceso
a soluciones basadas en IA. Permiten a los usuarios interactuar con los modelo a través de interfaces

de usuario intuitivas y accesibles en diferentes dispositivos y plataformas.
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Para el desarrollo de aplicaciones web, existen multiples frameworks y bibliotecas disponibles que
facilitan la creacién de interfaces de usuario y la comunicacidon con los modelos de aprendizaje
profundo. Algunos de los frameworks mas populares son React (React, 2023) o Angular (Angular,
2023). Estos frameworks facilitan la creacién de interfaces de usuario completas y dinamicas, lo que

podria permitir a los usuarios cargar imagenes y recibir resultados del modelo en tiempo real.

En cuanto a las aplicaciones mdviles, existen varias opciones para el desarrollo de aplicaciones nativas
y multiplataforma. Para el desarrollo nativo, los desarrolladores pueden utilizar Swift para iOS (Swift,
2023) y Kotlin para Android (Kotlin, 2023). Ambos lenguajes de programacion ofrecen un alto
rendimiento y acceso a todas las caracteristicas especificas de la plataforma. Para el desarrollo

multiplataforma, React Native (React Native, 2023) y Flutter (Flutter, 2023) son opciones populares

qgue permiten a los desarrolladores crear aplicaciones méviles para iOS y Android utilizando un unico
cddigo base. Estos frameworks también proporcionan acceso a bibliotecas y herramientas para la

integracién de modelos de aprendizaje profundo y servicios en la nube en aplicaciones moviles.

3.8. Limitaciones de las tecnologias para la implementacién

Aunque las tecnologias mencionadas anteriormente pueden ser Utiles para desarrollar un probador
virtual eficiente y eficaz, también es importante tener en cuenta sus limitaciones. Estas limitaciones
pueden afectar la calidad, el rendimiento y la accesibilidad del probador virtual en diferentes

situaciones.

3.8.1. Dependencia del hardware

Los modelos de IA, como CNN y GAN, dependen en gran medida del hardware, como las unidades de
procesamiento grafico (GPU) y las unidades de procesamiento tensorial (TPU), para llevar a cabo

calculos intensivos en paralelo de manera eficiente (Chen et al., 2015). Las GPU y las TPU son

dispositivos de hardware especializados disefiados para acelerar las operaciones matriciales y
tensoriales comunes en el aprendizaje profundo. Sin embargo, su adquisicion y mantenimiento pueden

ser costosos, especialmente para pequeias empresas y proyectos de investigacion.

Una posible solucidn para abordar la dependencia del hardware es utilizar servicios en la nube, como
AWS, GCP y Azure, vistos anteriormente, que ofrecen infraestructura de hardware escalable y

optimizada para el aprendizaje profundo. Otra opcidn es utilizar técnicas de optimizacién de modelos,
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como la cuantizacion y la poda, para reducir la dependencia del hardware y mejorar la eficiencia

computacional (Zhang et al., 2018). Estas técnicas pueden ser especialmente Utiles para

implementaciones en dispositivos moviles y dispositivos con recursos limitados.

3.8.2. Tiempos de entrenamiento prolongados

El entrenamiento de modelos de aprendizaje profundo puede requerir tiempos de entrenamiento
prolongados debido a la gran cantidad de parametros y capas que componen estos modelos. Los
tiempos de entrenamiento largos pueden presentar desafios en términos de costos y disponibilidad

de recursos para las aplicaciones que implementan estos modelos.

Una solucién para abordar los tiempos de entrenamiento prolongados es utilizar técnicas de
aprendizaje acelerado, como el aprendizaje distribuido y el aprendizaje federado. El aprendizaje
distribuido divide el proceso de entrenamiento entre multiples dispositivos de hardware, como GPU y
TPU, para acelerar el entrenamiento y mejorar la eficiencia. El aprendizaje federado, por otro lado,
permite entrenar modelos de manera colaborativa entre varios dispositivos, sin compartir datos
brutos, lo que puede ser util para proteger la privacidad de los datos y reducir la carga de comunicacion

(Yang et al., 2019).

Otra solucién es utilizar transfer learning, mencionado anteriormente, que permite aprovechar
modelos previamente entrenados en tareas relacionadas para acelerar el entrenamiento en una tarea

especifica (Kora et al.,, 2022). El transfer learning puede reducir significativamente el tiempo de

entrenamiento y mejorar el rendimiento del modelo al aprovechar el conocimiento adquirido en tareas

previas.

3.8.3. Privacidad y seguridad de los datos

La privacidad y seguridad de los datos es una preocupaciéon fundamental en la implementacién de
tecnologias de aprendizaje profundo. La recopilacidn, el almacenamiento y el procesamiento de datos
de usuarios, especialmente de imagenes y de datos personales, deben cumplir con las leyes y
regulaciones de proteccidn de datos, como el Reglamento General de Proteccién de Datos (GDPR) en

la Unién Europea (European Parliament & Council of the European Union, 2018).
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La conformidad con el GDPR implica asegurar la transparencia en la recopilaciéon y uso de datos
personales, obtener el consentimiento informado de los usuarios y garantizar la privacidad y seguridad
de los datos en todas las etapas del procesamiento. En el contexto de este proyecto, es imprescindible
garantizar que los usuarios estén informados sobre cdmo se utilizardn sus imagenes y datos
personales, y que se obtenga su consentimiento antes de la recopilacidn y procesamiento de dichos
datos. Ademas, la utilizacién de técnicas de anonimizacién puede contribuir a la proteccién de la

identidad y la privacidad de los usuarios.

3.8.4. Adaptabilidad a diferentes dominios y estilos

La adaptabilidad a diferentes dominios y estilos de ropa es un desafio clave en la implementacion de
probadores virtuales basados en aprendizaje profundo. Los modelos de aprendizaje profundo, como
las CNN y GAN, requieren una gran cantidad de datos etiquetados para entrenamiento y pueden ser
sensibles a cambios en los dominios y estilos de ropa. Los cambios en la moda, las tendencias y los
estilos de ropa pueden afectar la capacidad de los modelos entrenados para generalizar y proporcionar

resultados precisos en la generacién y adaptacion de imagenes de ropa en diferentes dominios (Zhu

etal., 2017).

Una solucién para abordar este desafio es el uso de transfer learning, mencionado en varias ocasiones,
qgue permite a los modelos aprovechar los conocimientos adquiridos en tareas relacionadas para

mejorar la adaptabilidad y el rendimiento en nuevos dominios y estilos de ropa (Kora et al., 2022).

Ademas, el uso de datos sintéticos y aumentados, junto con técnicas de regularizacion y arquitecturas
de redes mas eficientes, puede mejorar la capacidad de generalizacion de los modelos y su

adaptabilidad a diferentes dominios y estilos de ropa.

3.9. Resumen del estado del arte

En los ultimos anos, se ha observado un avance significativo en las herramientas y plataformas de
generacion de imdgenes con IA. La investigacidn en este campo se ha centrado en diversas areas clave,
gue incluyen la segmentacién de imagenes, la estimacion de poses, la generacién de imagenes, y la

aplicacion de enfoques como el transfer learning y el aprendizaje multitarea.

En la segmentacién de imagenes, las CNN han demostrado ser efectivas para identificar y separar

personas y ropa en imagenes (Wang et al., 2018). La estimacidn de poses también ha experimentado
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avances significativos, con enfoques como DensePose (Gliler et al., 2018) que proporcionan una

representacion detallada del cuerpo humano en imagenes.

La generacion de imagenes ha sido impulsada por el desarrollo de GAN y VAE. Los GAN son
especialmente Utiles para generar imagenes realistas y de alta calidad, mientras que los VAE ofrecen
un enfoque probabilistico que puede ayudar a aprender representaciones latentes de los datos (El-

Kaddoury et al., 2019).

El transfer learning ha surgido como una solucidn eficaz para superar la escasez de datos etiquetados
en dominios especificos, permitiendo el uso de modelos previamente entrenados en tareas similares

para mejorar el rendimiento (Mukhlif et al., 2023). Ademas, el aprendizaje multitarea permite entrenar

modelos para realizar varias tareas simultaneamente, mejorando la eficiencia y el rendimiento del

modelo (Bischke et al., 2019).

En cuanto a las tecnologias para la implementacién, los frameworks de aprendizaje profundo como
TensorFlow, PyTorch y Keras son ampliamente utilizados en la comunidad de investigadores y
desarrolladores. Los servicios en la nube, como AWS, Google Cloud y Microsoft Azure, proporcionan
recursos de cémputo y almacenamiento escalables y asequibles para el entrenamiento y la
implementaciéon de modelos de aprendizaje profundo. Las tecnologias web y aplicaciones maviles

permiten el desarrollo de interfaces de usuario atractivas e interactivas para probadores virtuales.

Sin embargo, también existen limitaciones en la implementaciéon de estas tecnologias, como la
dependencia del hardware, los tiempos de entrenamiento prolongados y la adaptabilidad a diferentes
dominios y estilos. Ademas, la privacidad y la seguridad de los datos son preocupaciones importantes,
ya que las leyes de proteccidn de datos, como el GDPR, deben ser tenidas en cuenta al desarrollar e

implementar probadores virtuales.
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4. Objetivos y metodologia del trabajo

El desarrollo y la implementacién de este proyecto requieren una metodologia y objetivos definidos
de manera precisa. El rapido avance de la inteligencia artificial y del aprendizaje profundo ha
proporcionado herramientas valiosas y enfoques innovadores para abordar este desafio. A
continuacion, se presenta un anadlisis detallado de los objetivos generales y especificos, la metodologia

de trabajo y las herramientas utilizadas, fundamentales para el éxito de este proyecto.
4.1. Objetivo general

El objetivo general de este proyecto es desarrollar e implementar un sistema de probadores virtuales
basado en inteligencia artificial que permita a los usuarios visualizar de forma precisa y realista c6mo
se verian con diferentes prendas de vestir. El usuario facilitara las imdgenes, tanto de la prenda como
del usuario, y la aplicacidn generara una imagen sintética realista de cédmo se ajustaria la prenda al
cuerpo del usuario. Este sistema debe estar disefiado de tal manera que garantice un tiempo de
respuesta rapido, no superior a cinco segundos, desde la carga de las imagenes hasta la generacidn de
la imagen sintética. Ademas, el sistema debe cumplir con las normas de proteccién de datos (como el

GDPR) para garantizar la privacidad y seguridad de los datos personales de los usuarios.

Como medida de éxito, se establece que el sistema obtenga una calificacion promedio de satisfaccion

del usuario de al menos 4 sobre 5 en la primera versién de prueba.

4.2. Objetivos especificos

Los objetivos especificos del proyecto son los siguientes:

1. Estudiar las técnicas IA: Profundizar en las técnicas actuales en inteligencia artificial, con

énfasis en la generacion de imdagenes, segmentacion de imagenes y estimacién de poses.

2. Seleccionar las herramientas IA: Identificar y escoger las bibliotecas y frameworks de

inteligencia artificial 6ptimos para el desarrollo del sistema de probadores virtuales.
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3. Crear un dataset: Generar un conjunto de datos adecuado que facilite el entrenamiento y

evaluacidn de los algoritmos y modelos utilizados en el sistema de probadores virtuales.

4. Desarrollar algoritmos de segmentacion, estimacion y generaciéon de imdagenes: Crear e
implementar algoritmos de segmentacion de imagenes y estimacidn de poses para un ajuste
preciso de la prenda a la imagen del usuario. Construir y entrenar un modelo de generacién
de imagenes capaz de elaborar imagenes sintéticas realistas que muestren al usuario con la

prenda seleccionada.

5. Adaptarse a la proteccidn de datos: Establecer medidas de proteccién de datos y privacidad

para asegurar el cumplimiento con las regulaciones de proteccion de datos, como el GDPR.

6. Desarrollar una pagina web para interactuar con la solucion: Desarrollar una pagina web
gue contenga el modelo entrenado, una base de datos de almacenamiento de imagenesy la

interfaz virtual para que el usuario pruebe la solucidn propuesta.
7. Evaluar la solucion propuesta: Llevar a cabo pruebas de calidad y conducir pruebas de

usabilidad para evaluar la facilidad de uso, la intuitividad y la satisfaccion general de la solucién

desarrollada.

4.3. Metodologia de trabajo

La metodologia de trabajo adoptada para este proyecto se basa en un enfoque iterativo y centrado en

el usuario, combinando las mejores practicas de las metodologias agiles y la ingenieria de software.
Aun siendo un proceso iterativo, se puede definir la hoja de ruta que se seguird para alcanzar los

objetivos especificos, culminando en el logro del objetivo general. Esta metodologia aborda el proceso

de investigacion y andlisis, el diseino y desarrollo, la implementacion, las pruebas y la evaluacion.
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4.3.1. Estructura de desglose de trabajo

Una Estructura de Desglose de Trabajo (EDT) es una herramienta de gestion de proyectos que divide

un proyecto en tareas mas pequefias y manejables, facilitando asi su planificacién, gestién y control.

En este proyecto, la EDT ayudard a desglosar los objetivos especificos en subtareas, definiendo

claramente qué se requiere para alcanzar cada objetivo. En la Figura 18 se muestra el EDT

correspondiente a este proyecto:

Figura 18: EDT del proyecto
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4.3.1.1. Descripcidn de tareas

En la Tabla 1 se muestra la descripcién de las tareas con la fecha de inicio y fin de la realizacion:

Tabla 1: Descripcion de tareas con fecha de inicio y fin

Tarea Fecha Inicio Fecha Fin

1. Estudiar las técnicas IA 1/4/23 20/a4/23
1.1. Revisar la literatura 1/4/23 15/4/23

1.2. Analizar las técnicas de generacion de imagenes 10/4/23 13/4/23

1.3. Analizar las técnicas de segmentacién de imagenes 14/4/23 17/4/23

1.4. Analizar las técnicas de estimacion de poses 15/4/23 20/4/23

2. Seleccionar las herramientas IA 21/4/23 30/4/23
2.1. Evaluar las bibliotecas de IA 21/4/23 23/4/23

2.2. Evaluar los frameworks de |A 24/4/23 27/4/23

2.3. Escoger las herramientas a implementar 27/4/23 30/4/23

3. Crear un dataset 1/5/23 20/5/23
3.1. Definir los requerimientos del dataset 1/5/23 8/5/23

3.2. Recopilar los datos necesarios 9/5/23 14/5/23

3.3. Procesar los datos 12/5/23 18/5/23

3.4, Validar el dataset 19/5/23 20/5/23
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4, Desarrollar algoritmos de segmentacién, estimacién y generacién de imagenes
4.1.Disefiar los algoritmos
4.2, Implementar los modelos de segmentacién y estimacion (CNNs)
4.3. Implementar el modelo de generacién de imagenes (GANs)

4.4, Enriquecer los modelos con transfer learning
4.5, Probar y validar los algoritmos
5. Adaptarse a la proteccién de datos

5.1. Revisar las regulaciones relevantes
5.2. Implementar las medidas de proteccion de datos
5.3. Verificar su cumplimiento

6. Desarrollar una pigina web para interactuar con la solucién
6.1. Disefiar la interfaz del usuario
6.2. Desarrollar la pagina web
6.3. Integrar la solucién de 1A en la web

6.4. Probar la pagina web
7. Evaluar la solucién propuesta
7.1. Disefiar las pruebas de calidad y usabilidad
7.2. Ejecutar las pruebas
7.3. Recopilar y analizar el feedback de los usuarios

21/5/23
21/5/23
24/5/23
30/5/23

2/6/23
9/6/23
11/6/23

11/6/23
14/6/23
16/6/23
20/6/23
20/6/23
21/6/23
23/6/23
25/6/23
26/6/23
26/6/23
27/6/23
30/6/23

10/6/23
23/5/23
29/5/23
5/6/23

8/6/23
10/6/23
19/6/23

13/6/23
18/6/23
19/6/23
25/6/23
21/6/23
23/6/23
25/6/23
25/6/23
30/6/23
26/6/23
30/6/23
30/6/23

4.3.1.2. Diagrama de Gantt

El Diagrama de Gantt se utiliza para visualizar la dedicacidn prevista para cada tarea y subtarea dentro

de un proyecto. En la Figura 19 se puede ver el Diagrama de Gantt para este proyecto, previsto en un

margen de 3 meses.

Figura 19: Diagrama de Gantt del proyecto
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4.3.2. Control de calidad, pruebas y validacion del modelo de IA

El control de calidad y las pruebas desempefian un papel crucial en la metodologia de trabajo.
Especificamente, se realizardn pruebas y validaciones tanto a nivel de los componentes individuales

del sistema como del sistema en su totalidad.

El control de calidad del modelo de IA implica pruebas de rendimiento y precisién del algoritmo de
generacion de imagenes. Se establecerdan métricas de rendimiento y precision basadas en las
necesidades del proyecto y se realizaran pruebas continuas durante el desarrollo para asegurar que

estas métricas se mantengan.

La validacién de la solucién final implicard pruebas de usabilidad con usuarios reales, asi como la
recopilacion de feedback para entender cdmo el sistema se desempefia en un escenario real y cémo

los usuarios interacttan con él.

4.4. Herramientas, bibliotecas y librerias utilizadas

Para lograr los objetivos de este proyecto, se emplearan una variedad de herramientas, bibliotecas y

librerias, asi como diversas fuentes de datos.

4.4.1. Fuentes de datos utilizadas

Las fuentes de datos para este proyecto consistiran principalmente en conjuntos de datos de imagenes
de personas con distintas prendas de vestir. Las imagenes representaran a individuos de diferentes
tamafios, formas y en distintas posiciones. Los conjuntos de datos seran extraidos de bases de dominio

publico, como el dataset de moda DeepFashion (Ge et al., 2019), ya utilizado en proyectos de

probadores virtuales como VITON (Han et al., 2018).

El uso de esta base de datos requiere de tiempo y recursos para categorizar y procesar cada imagen.
Todas las imagenes utilizadas estaran sujetas a las correspondientes regulaciones de privacidad y
consentimiento para garantizar el respeto a los derechos de los individuos representados en las

mismas.
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4.4.2. Herramientas utilizadas

En cuanto a las herramientas, se utilizara Python como lenguaje de programacion principal debido a
su versatilidad y amplio soporte en el campo de la inteligencia artificial y el aprendizaje automatico. El
entrenamiento de los modelos se realiza en plataformas del estilo Google Colab (Bisong, 2019), que
proporcionan recursos computacionales suficientes para el procesamiento de grandes volimenes de

datos.

Para el desarrollo de la pagina web, se combinard el lenguaje Python y frameworks especializados para

la creacidn de paginas web como Django y Flask (Flask, 2023).

4.4.3. Bibliotecasy librerias utilizadas

En el desarrollo de los algoritmos de segmentacién de imagenes, estimacidn de poses y generacion de

imagenes, se emplearan diversas bibliotecas vy librerias. TensorFlow (TensorFlow, 2023) y PyTorch

(PyTorch, 2023) son dos de las bibliotecas de aprendizaje profundo mas utilizadas que se utilizan para
este proyecto. También se utilizar librerias adicionales para tareas especificas, como OpenCV (OpenCV,

2023) para el procesamiento de imdagenes, Pandas (Pandas, 2023) para la manipulacidon de datos y

Matplotlib (Matplotlib, 2023) para la visualizacion de resultados. Ademds, para garantizar la
conformidad con las normas de proteccidén de datos, utilizamos la biblioteca PyDP_(PyDP, 2023) que

proporciona funcionalidades para el cifrado de datos y el mantenimiento de la privacidad.
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Identificacion de requisitos

En este capitulo, se identifican los requisitos funcionales y no funcionales de nuestra solucién, asi como

las posibles restricciones del propio sistema. Esta identificacidon de requisitos se ha basado en una

comprension detallada del problema que nuestra aplicacion esta disefiada para resolver, asi como en

la consideracién del contexto habitual en el que se utilizara la aplicacién.

5.1. Requisitos funcionales

Los requisitos funcionales son las funcionalidades que debe proporcionar el sistema. En nuestro caso,

se incluirian:

FR1. La aplicacién debe ser capaz de generar imagenes realistas de los usuarios vistiendo
diferentes prendas de vestir.

FR2. La aplicacion debe permitir a los usuarios subir sus propias imagenes para la
generacién de imagenes.

FR3. La aplicacién debe proporcionar una interfaz de usuario intuitiva y facil de usar para
interactuar con la solucion de IA.

FR4. La aplicacion debe proporcionar una visualizacidn clara y comprensible de las

imagenes generadas.

5.2. Requisitos no-funcionales

Los requisitos no funcionales son caracteristicas que el sistema debe tener, como la eficiencia, la

usabilidad, la privacidad, etc. En este caso, son:

NFR1. El sistema debe garantizar la privacidad de los datos del usuario y cumplir con las
regulaciones de proteccién de datos, como el GDPR.

NFR2. Elsistema debe ser eficiente y proporcionar tiempos de respuesta razonables.

NFR3. El sistema debe ser robusto y capaz de manejar errores y problemas de manera

adecuada.
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5.3. Restricciones del sistema

Las restricciones del sistema son las limitaciones bajo las cuales debe operar el sistema. Para este

proyecto se identifican las siguientes:

SR1. La solucién debe ser implementada como una aplicacidon web, para facilitar el acceso
y uso de los usuarios.
SR2. El sistema debe funcionar dentro de los limites de recursos disponibles, como el

almacenamiento y la capacidad de computacion.
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6. Descripcion de la herramienta software desarrollada

En esta seccidon, se describe en profundidad la herramienta de software desarrollada para este
proyecto. Esta solucién, basada en técnicas avanzadas de inteligencia artificial, permite transformar
imagenes de personas en una segmentacién detallada y una estimacion de pose para, finalmente,
generar una nueva imagen con una prenda de vestir distinta. Ademas, proporciona una interfaz web
intuitiva y facil de usar para interactuar con estos modelos de IA. En las siguientes secciones, se
exploraran los componentes clave de esta herramienta y se describird el proceso seguido para su

desarrollo.
6.1. Desarrollo del Sistema de Inteligencia Artificial

El core de este proyecto reside en un sistema de inteligencia artificial robusto y eficiente que se encarga
de procesar y transformar las imagenes de los usuarios. A continuacién, se detalla cada paso en el

proceso de desarrollo de este sistema de IA.

6.1.1. Generacion de un dataset adecuado

A continuacidn, se detallan los pasos para la generacion del dataset.
6.1.1.1.  Adquisicion de Datos

En la etapa de adquisicion de datos, se utilizé el dataset DeepFashion-MultiModal (Jiang et al., 2022),

un recurso amplio y de alta calidad por sus anotaciones. Este conjunto de datos consiste en 44.096
imagenes humanas de alta resolucidn. También contiene etiquetas manualmente anotadas que
segmentan 12.701 de las imagenes originales en 24 categorias distintas. Ademas, cada imagen viene
con anotaciones de puntos clave y descripciones textuales. El dataset también incluye una

representacion del modelo DensePose (Giler et al., 2018) que extrae para cada imagen un mapa

detallado de la pose y la forma del cuerpo humano. En la Figura 20 se puede ver una muestra de los
diferentes tipos de datos que contiene el dataset. En total, esta base de datos ocupa aproximadamente

12GB de memoria.
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Figura 20: Muestra de los diferentes tipos de datos de DeepFashion-MultiModeal
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Fuente: (Jiang et al., 2022)

6.1.1.2. Procesamiento de los datos

El procesamiento de los datos es esencial para la generacidn de un conjunto de datos adecuado. Para
este proyecto se utilizan tres componentes del conjunto de datos DeepFashion-MultiModal: (1) Las
imagenes originales, (2) las imagenes segmentadas, (3) las coordenadas que ayudan a identificar la

postura.

Las imagenes originales de este dataset son 44.096 archivos con la extensidn .jpg que ocupan en total
5,6 GB. Tienen unas dimensiones de 750 x 1101 pixeles x 3 (los 3 canales RGB). Aunque en los proyectos
de Deep Learning es comun trabajar en escala de grises, en este caso de uso es importante mantener
los canales de color para reproducir imagenes con los mismos tonos. Para reducir el coste
computacional de procesar las imagenes, se reduce la dimensionalidad de estas a 224 x 350 pixeles x
3 (aprox. un tercio de las medidas originales). En la Figura 21 se puede ver un ejemplo del tipo de

imagenes que se puede encontrar en este dataset.

Figura 21: Subconjunto del dataset de imdgenes originales
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Las imagenes segmentadas, por su parte, son clasificaciones generadas manualmente y corresponden
alasegmentacion de las imagenes originales. Cada parte de la vestimenta en laimagen esta etiquetada

con una de las 24 categorias disponibles, las cuales se pueden ver en la Tabla 2:

Tabla 2: Etiquetas de las imdgenes segmentadas por DeepFashion-MultiModal

0 fondo 1 parte superior 2 | chaquetas 3 faldilla 4 | vestido
5 | pantalén 6 leggings 7 | gorro/sombrero 8 gafas de sol 9 collares
10 | cinturon 11 calzado 12 | mochila 13 | cabello 14 | cara
15 | piel 16 anillo 17 | pulsera/reloj 18  calcetines 19 | guante
20 | collar 21 mono 22 | pendiente 23 | corbata

El dataset de imagenes segmentadas esta compuesto de 12.701 ejemplos, los cuales tenian una
dimensién original de 750 x 1101 pixeles x 1 (categoria de la imagen) y han sido redimensionados a
224 x 350 pixeles x 3. En la Figura 22 se pueden ver algunos ejemplos de las imagenes segmentadas en

las categorias anteriores:

Figura 22: Subconjunto de las imdgenes segmentas

Por ultimo, las coordenadas para estimar la posicidn de la persona también son anotaciones manuales,

y forman un conjunto de 21 puntos para cada imagen (42 coordenadas, teniendo en cuenta que son

en 2D). Al igual que las imagenes, es necesario redimensionar las coordenadas para mantener la
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proporcién. Para gestionar este tipo de datos y visualizarlos en las imagenes, se transformaron las
anotaciones a una visualizacidon 2D mas intuitiva sobrepuesta a la imagen original, como se puede ver

en la Figura 23 y Figura 24.

Figura 23: Visualizacion de la posicion a partir de las coordenadas

X coor Y coor

0 124 8
1 110 33
2 17 28
3 129 27
4 136 32
5 123 36
6 123 50
7 84 61
8 154 7
9 89 87
10 147 96
1" 78 121
12 150 128
13 77 165
14 83 166
15 139 167
16 145 160
17 94 247
18 123 247
19 110 287
20 109 328

Figura 24: Subconjunto de la visualizacion de posiciones

En un principio, se planted el aplicar Data Augmentation (aumento de los datos) para aumentar el
volumen de los datos de entrenamiento y para introducir diversidad adicional, como diferentes
angulos o condiciones de iluminacién. No obstante, estas caracteristicas ya estan presentes en el
conjunto de datos actual. Ademas, la transformacion de las anotaciones detalladas que acompafian a

cada imagen, incluyendo las etiquetas de segmentacion y los puntos clave de las poses, afiadiria una
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capa de complejidad al intentar aumentar los datos. Este factor, unido al coste computacional adicional
que implicaria, ha conducido a la decisién de no aplicarla en este proyecto. En su lugar, los recursos se

han dirigido hacia el entrenamiento y optimizacidn de los modelos.

6.1.2. Modelo de segmentacion de imagenes con CNN

Para este proyecto, se ha desarrollado un modelo de segmentacién de imagenes basado en CNN. Dicho
modelo tiene el objetivo de identificar y clasificar diferentes regiones de una imagen segun las

caracteristicas de las prendas puestas.

6.1.2.1.  Seleccion del modelo candidato para Transfer Learning

El modelo utilizado para la extraccidn de caracteristicas en la fase de codificacién es VGG16 (Pre-

trained Visual Geometry Group 16) (Simonyan et al., 2014). La seleccidn de este modelo se basé en su

capacidad para extraer caracteristicas de imagenes a varios niveles debido a su profundidad vy
arquitectura, lo que facilita el aprendizaje de representaciones mds complejas de los datos. Las capas
del modelo base se han ajustado para ser no entrenables, por lo tanto, no se actualizaran durante el
entrenamiento. En la Figura 25 se puede observar el detalle por capas de la arquitectura del modelo

VGG16.

Figura 25: Arquitectura del modelo pre-entrenado VGG16
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6.1.2.2.  Arquitectura del modelo desarrollado

La arquitectura final del modelo de segmentacién de imagenes se ha inspirado en redes de tipo U-Net

(Giang et al., 2020). Consiste en un codificador (parte de contraccién) y un decodificador (parte de

expansion).

En la parte del codificador se utiliza el modelo por transfer learning, VGG16, excluyendo las capas
superiores (fully-connected layers). Para extraer caracteristicas de las imagenes de entrada, se

mantienen sus cinco bloques de convolucién y el dltimo bloque de pooling.

En cuanto al decodificador, su funcion es la de reconstruir la imagen a partir de las caracteristicas
extraidas por el codificador, produciendo finalmente una imagen segmentada. El decodificador se
compone de una serie de capas de convolucion (Conv2D) y de aumento de la resoluciéon
(UpSampling2D). Estas capas permiten incrementar gradualmente la dimension espacial de las salidas

del codificador hasta alcanzar la dimensién de la imagen original.

Ademas, se utiliza una operacién de concatenacién en cada etapa del decodificador para fusionar las
caracteristicas del decodificador con las caracteristicas de las correspondientes capas del codificador.
Esta operacidn se conoce como una conexion de salto y es crucial para permitir que la red aprenda de

las caracteristicas a diferentes niveles de abstraccion.

Finalmente, el modelo tiene una capa de convolucién final que utiliza una funcién de activacién
softmax para producir la segmentacion final de la imagen. Esta capa se encarga de clasificar cada pixel
de la imagen en las diferentes clases definidas para la segmentacién, incluyendo el fondo. Asi, el
resultado final es una representacién de la imagen original en la que cada pixel ha sido clasificado en
una de las categorias definidas. En la Figura 26 se puede observar el detalle por capas del modelo final

para la segmentacién de imagenes.
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Figura 26: Arquitectura del modelo de segmentacion de imdgenes
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6.1.2.3. Entrenamiento del modelo

El entrenamiento del modelo se realiza con el objetivo de ajustar los pardmetros del decodificador de
la red neuronal, con base en el error de predicciéon que genera el modelo en comparacidn con las
segmentaciones verdaderas. Se utilizé una divisién de los datos en un conjunto de entrenamiento y
uno de validacion. El 80% de las imagenes se utilizd para el entrenamiento y el restante 20% para la
validaciéon. De esta manera, se puede monitorizar el rendimiento del modelo en datos no vistos
durante el entrenamiento, consiguiendo una medida m3s realista de la capacidad de generalizacidon

del modelo.

La busqueda de un modelo éptimo fue un proceso iterativo que implico la exploracién de diferentes
configuraciones e hiperparametros. Se llevaron a cabo varios experimentando con diversas tasas de
aprendizaje, tamanos de lote y funciones de activacidn, entre otros. Durante este proceso de
optimizacion, se utilizé el algoritmo de optimizacion Adam. Después de un riguroso proceso de prueba
y error, se llegé a la configuracién final del modelo, que es la que se presenta y discute en este

documento.

El criterio que guia la optimizacion es la minimizacion de la funcidn de pérdida de entropia cruzada
categérica, que es comunmente utilizada para problemas de clasificacién de multiples clases. Esta
funcion cuantifica la diferencia entre la distribucion de probabilidad generada por el modelo y Ila

distribucidn de probabilidad verdadera (es decir, las etiquetas verdaderas de los pixeles).
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En el entrenamiento con mejores resultados, se utilizé un tamafio de lote de 16 imdagenes, lo que
significa que los pesos del modelo se actualizan después de haber calculado la pérdida sobre 16
imagenes. Ademds, el entrenamiento se llevd a cabo durante casi 38 horas, correspondientes a 10
épocas. En la Figura 27 se puede observar el resumen de la ultima época y las métricas finales del

modelo.

Figura 27: Resultados de la ultima época del entrenamiento de segmentacion

Epoch 10/10
635/635 [ ] - 25392s 40s/step - loss: 0.1020 - accuracy: 0.9665 - val_loss: 0.1239 - val
_accuracy: 0.9606

Epochs Batch Size | Training Time (min) = Min (Loss) | Max(Accuracy)

10 16 2,247 0,1020 96,65%

A lo largo del entrenamiento, se observd una disminucidn en la pérdida tanto en el conjunto de
entrenamiento como en el de validacién, lo que indica que el modelo estaba aprendiendo
efectivamente a segmentar las imagenes. Ademas, la precision, que es una medida de cudntos pixeles
estan siendo clasificados correctamente, aumentd a lo largo del tiempo, llegando a valores cercanos
al 97% vy 96% en el conjunto de entrenamiento y validacién, respectivamente, lo que evidencia un buen
rendimiento del modelo. En la Figura 28 se puede ver la evolucion por época del valor de perdida y de

la precision del modelo entrenado.

Figura 28: Evolucion de la pérdida y precision del modelo de segmentacion
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6.1.2.4. Evaluacion de resultados

Para la evaluacién de resultados del modelo de segmentacién, se llevé a cabo una evaluacién
cualitativa, es decir, se examind visualmente cdmo se desempeiia el modelo en la segmentacién de

imagenes nuevas y se compard con las segmentaciones manuales.

En el proceso de evaluacion, se observé que el modelo era muy capaz de distinguir algunos segmentos
especificos. Por ejemplo, demostré una alta precisidn al separar partes inferiores como pantalones de
las partes superiores, asi como en la identificaciéon de zapatos y sombreros. Esto sugiere la capacidad

del modelo para capturar las caracteristicas relevantes de estas prendas.

Aunque la mayoria de los resultados son favorables, se detectaron algunas dificultades en la capacidad
de segmentacién del modelo. En particular, se encontré que el modelo tenia problemas para distinguir
entre la parte superior y las prendas de tipo chaqueta. Este tipo de confusion puede deberse a la
similitud en la apariencia visual y la proximidad espacial de estas categorias en las imagenes. Del mismo
modo, la distincidn entre la piel de la persona y las prendas ha resultado poco precisa. Esto puede ser
debido a las variaciones en el tono de la piel y la textura de la ropa que pueden confundir al modelo,

lo que sefiala un area de mejora potencial. En la Figura 29 se pueden ver algunos ejemplos del analisis

cualitativo.
Figura 29: Evaluacion de los resultados del modelo de segmentacion
Original Manually anotate Predicted Original Manually anotate Predicted
)
Ll
Original Manually anotate Predicted Original Manually anotate Predicted

!1
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6.1.3. Modelo de estimacién de poses con CNN

El segundo modelo de este proyecto tiene el objetivo de detallar la posicidon del cuerpo dada una
imagen para ayudar al modelo generador a adaptar las prendas al cuerpo. El desafio de la estimacién
de poses es detectar y localizar una serie de puntos clave en una imagen que representan la pose del
cuerpo humano. Se ha optado por un enfoque de aprendizaje por transferencia combinado con capas

CNN para construir dicho modelo.

6.1.3.1.  Seleccion del modelo candidato para Transfer Learning

El modelo utilizado para la extraccion de caracteristicas es ResNet50 (Theckedath et al., 2020), una red

neuronal convolucional pre-entrenada en el conjunto de datos ImageNet (Mukhlif et al., 2023). La

eleccion de este modelo se basd en su rendimiento en la extraccion de caracteristicas de imdagenes
debido a su arquitectura residual profunda. Al igual que con el modelo de segmentacidn, todas las
capas del modelo base se han ajustado para ser no entrenables, lo que significa que los pesos de estas
capas no se actualizaran durante el entrenamiento. En la Figura 30 se puede observar arquitectura del

modelo con el detalle por capas.

Figura 30: Arquitectura del modelo pre-entrenado RedNet50
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6.1.3.1.  Arquitectura del modelo desarrollado

La arquitectura del modelo de estimacidn de poses es la mezcla del modelo pre-entrenado ResNet50

y un clasificador personalizado. Como ResNet50 ya estad pre-entrenada con imagenes de personas,
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tiene una gran capacidad para extraer caracteristicas visuales Utiles para este caso de uso. Sobre el
modelo escogido, se agrega una capa de GlobalAveragePooling2D para reducir las dimensiones de
salida, lo que ayuda a prevenir el sobreajuste. Luego, se incluyen dos capas Densas con 1024 nodos y
activacion RelLU para permitir que el modelo aprenda relaciones complejas. También se introduce una
capa de Dropout entre las capas densas para mejorar la generalizacién del modelo. La Ultima capa es
una capa Densa con 42 nodos, necesaria para predecir las 21x2 coordenadas. Se utiliza una activacién
lineal aqui ya que es un problema de regresion. Solo las ultimas 10 son entrenables, lo que ayuda a
prevenir el sobreajuste en conjuntos de datos pequefios. En la Figura 31 se puede ver el detalle de

cémo ha sido disefiada la arquitectura del modelo.

Figura 31: Arquitectura del modelo de estimacion de poses
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6.1.3.2. Entrenamiento del modelo

El entrenamiento del modelo, al igual que el anterior, ha sido el resultado de una serie de pruebas con
diferentes configuraciones con el fin de perfeccionar los pardmetros de la red. Durante el
entrenamiento de la seleccién final, se observa una tendencia consistente y favorable tanto en la
pérdida como en la precisién. Se compila con el optimizador Adam vy la pérdida de error cuadratico
medio, ideal para modelos de regresién. Como en el modelo anterior, se utilizé un tamafio de lote de
16 imagenes y se llevd a cabo durante 10 épocas. En la Figura 32 se puede observar el resumen de la

ultima época y las principales métricas del modelo.
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Figura 32: Resultados de la ultima época del entrenamiento de estimacion de poses

Epoch 10/10
794/794 [================== ============ ] - 5741s 7s/step - loss: 208.8740 - accuracy: 0.5788

Epochs Batch Size | Training Time (min) = Min (Loss) = Max(Accuracy)

10 16 1.300 208,87 57,88%

A medida que avanzaban las épocas, era mds notable la disminucién en la pérdida y una leve mejora
en la precision. Al finalizar la décima época, el modelo tenia una pérdida de 208,87 y una precisién del
57,88%. En la Figura 33 se puede ver la evolucién en el rendimiento del modelo basado en la perdida

y la precision.

Figura 33: Evolucidn de la pérdida y precision del modelo de estimacion de poses

M Train Accuracy [l Train Loss

514,29 57,510 57,880 58

500

57,150

57,830

56
400
54

Loss
Accuracy

300 240 788,73

52

23378 ppp61 208,87 | gp

0 1 2 3 4 5 6 7 8 9 0 11

6.1.3.3. Evaluacion de resultados

La evaluacion de los resultados para el modelo de estimacion de poses consiste en una evaluacién
evaluacion cualitativa, comparando visualmente las estimaciones de las poses producidas por el
modelo con las anotaciones manuales. Para ello, se muestran imagenes no trabajadas por el modelo

anteriormente, con la pose anotada manualmente en verde y la estimacién del modelo en rojo.

En general, el modelo ha demostrado un buen rendimiento en la estimacidn de las proporciones del
cuerpo, aunque se han observado algunas dificultades con los puntos que representan la posicién de
los hombros y los tobillos. Estas dificultades podrian deberse a la variabilidad en la posicién y
apariencia de estos puntos en diferentes poses e imagenes. En la Figura 34 se pueden ver algunos de

los resultados obtenidos.
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Figura 34: Evaluacion de los resultados del modelo de estimacion de poses

6.1.4. Modelo de generacion de imagenes con GAN

La ultima fase del desarrollo de IA de este proyecto es el modelo de generacién de imagenes con GAN.
En este apartado se describe el modelo desarrollado, el cual consta de varias etapas que abordan
diferentes aspectos del problema: la adaptacién de la prenda a la forma del cuerpo del usuario, la
generacion de las partes del cuerpo no cubiertas por la prenda y la superposicidn final de la prenda
adaptada sobre el cuerpo del usuario. En las primeras capas de la red GAN, se utilizaran modelos

preentrenados a través del transfer learning, lo cual permite acelerar el entrenamiento.

6.1.4.1.  Seleccion de los modelos candidatos para Transfer Learning

Para la seleccién de los modelos candidatos para la aplicaciéon de transfer learning en la GAN
condicional, se exploraron varios modelos preentrenados. Entre estos, destacaron dos modelos por su
desempefio y aplicabilidad al problema en cuestion: VGG16 y pix2pix (Li et al., 2022). En la Figura 35

se puede ver una recreacion de la arquitectura de pix2pix.

Figura 35: Arquitectura del modelo pix2pix
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6.1.4.2.  Arquitectura del modelo desarrollado

l. Generador

El generador es la primera parte de la GAN, y se encarga de generar nuevas imagenes sintéticas. Para
este proyecto, el generador puede ser dividido en dos procesos: el primero para adaptar la prenda y

el segundo para generar las partes no cubiertas del cuerpo.

e Adaptacion de la prenda: Se utiliza el modelo preentrenado VGG16 para la extraccidén de
caracteristicas, seguido de una Red de transformacién espacial (Spatial Transformer Network,
STN) con Spline de placa delgada (Thin Plate Spline, TPS) para adaptar la forma de la prenda a
la pose del cuerpo. En la Figura 36 podemos ver el resultado de la primera parte de la

arquitectura del generador.

Figura 36: Arquitectura de la fase de adaptacion de la prenda (generador) del modelo de generacién de imdgenes
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e Generacion de partes no cubiertas: Se aplicardn las capas generadoras del modelo pix2pix,
red de tipo cGAN, para generar las partes no cubiertas del cuerpo. En este caso el modelo estd
centrado en aquellos pixeles que no quedan cubiertos en la superposicion de la prenda con la
forma del cuerpo. En la Figura 37 se puede ver el detalle de la segunda parte del generador

para el modelo de generacién de imagenes.
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Figura 37: Arquitectura de la fase de generacion de partes no cubiertas (generador) del modelo de generacion de imdgenes
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La combinacién de los resultados de las dos fases se realiza utilizando técnicas de superposicion y
transformacion. En este paso, la imagen generada de la prenda se superpone en la imagen del cuerpo,

mientras que las partes del cuerpo no cubiertas se transforman en piel.

1. Discriminador

El discriminador es una red convolucional que clasifica si una imagen es real (proveniente del conjunto
de datos de entrenamiento) o falsa (generada por el generador). Este componente del modelo utiliza
las imdagenes de entrada y las imagenes de salida correspondientes como pares de entrenamiento. En

la Figura 38 se puede ver el detalle de la arquitectura para el discriminador del modelo.

Figura 38: Arquitectura del discriminador en el modelo de generacion de imdagenes
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6.1.4.1. Entrenamiento del modelo

El proceso de entrenamiento del modelo de generacidon de imagenes ha representado uno de los
desafios mas significativos de este proyecto, tanto en términos de esfuerzo como de requerimientos
computacionales. Debido a la complejidad del modelo y a la gran cantidad de datos manejados, ha
sido necesario incrementar considerablemente los recursos de computo disponibles. Para ello, se ha
optado por utilizar Google Colab Pro (Bisong, 2019), lo que ha permitido ampliar la memoria RAM del

sistema, la RAM de la GPU y la memoria de almacenamiento general.

En relacién a los mejores resultados de entrenamiento, tanto el generador como el discriminador han
sido compilados utilizando el optimizador Adam vy la funcién de pérdida entropia cruzada. Se han
empleado lotes de 32 imagenes y se ha configurado el entrenamiento para llevar a cabo un total de

500 épocas.

Durante las primeras épocas del entrenamiento, se ha observado una disminucién notable en la
pérdida tanto del generador como del discriminador, lo que indica que ambos componentes estaban
aprendiendo de manera efectiva a realizar sus respectivas tareas. Sin embargo, conforme avanzaba el
entrenamiento, la pérdida en el discriminador se estabiliza, mientras que la del generador aumenta
ligeramente. Esta situacion es comun en el entrenamiento de GAN y refleja la naturaleza adversarial
de su disefio, donde el generador y el discriminador compiten entre si, llevando a que ambos
componentes mejoren conjuntamente hasta alcanzar un punto de equilibrio. En la Figura 39 se puede

ver la evolucién de la perdida tanto para el generador como para el discriminador.

Figura 39: Evolucion de la pérdida en el modelo de generacion de imdgenes
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6.1.4.2. Evaluacion de resultados

En cuanto a la evaluacién de resultados del modelo de generacidén de imagenes, se ha llevado a cabo
un analisis cualitativo, realizando pruebas con diversas prendas de vestir en diferentes individuos. En
términos generales, los resultados obtenidos han sido favorables. El modelo ha demostrado ser capaz
de reproducir la prenda deseada sobre la persona, respetando adecuadamente las formas y los colores.
En la Figura 40 se observa un ejemplo de cémo el generador aplica una camisa de color y textura

distinta a la imagen original.

Figura 40: Ejemplo de la aplicacion del modelo de generacion de imdgenes
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No obstante, durante el proceso de evaluacidn, se han identificado ciertos aspectos susceptibles de

mejora. Entre ellos, se han detectado ciertas zonas borrosas en las imagenes generadas, especialmente
en las areas donde el modelo debia generar piel. Esto podria deberse a la complejidad inherente de
generar texturas de piel realistas. Adem3s, el modelo parece tener dificultades con la generacion de
manos, resultando en ocasiones en la creacién de dedos de aspecto inusual. En la Figura 41 se

muestran dos ejemplos de la evaluacidn en los que se resaltan las zonas con incongruencias.

Figura 41: Resultados de la evaluacion del modelo de generacion de imdgenes
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Otro aspecto para mejorar es que, en algunas instancias, el modelo ha recortado de manera incorrecta
el cabello de la persona. Esto podria ser debido a la dificultad de diferenciar entre el cabello y el fondo

en algunas imagenes.

A pesar de estas areas de mejora, los resultados obtenidos han sido en su mayoria positivos,
demostrando la capacidad del modelo para generar imagenes de prendas de vestir sobre personas de

una manera convincente.

6.1.5. Integracion de los modelos

Para poder integrar todo el proceso, los modelos de segmentacion de imagenes, estimacion de poses
y generacién de imagenes han sido almacenados como archivos pickle en Google Drive. Esta
metodologia permite la flexibilidad de poder descargar o conectarse desde la pdgina web a la nube

cuando sea necesario, facilitando la implementacion.

Ademas, para adaptar el sistema a las necesidades y condiciones especificas de los usuarios finales, se
ha incorporado una fase previa de eliminacién de fondo para imdgenes nuevas. Esta es una
transformacion relativamente sencilla que, no obstante, juega un papel crucial en la mejora de los
resultados. La eliminacion de fondo contribuye a que las imagenes 'no profesionales', como las que
probablemente tengan los usuarios, se asemejen mas a las imagenes con las que los modelos han sido

entrenados.

En la Figura 42 se muestra el proceso que seguiria una nueva imagen subida por el usuario para ser

procesada y finalmente reconstruida con la nueva prenda de vestir.

Figura 42: Diagrama de la integracion de la herramienta
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En resumen, el proceso de integracion de los modelos ha requerido una cuidadosa consideracién tanto
de los aspectos técnicos, como el almacenamiento y recuperacién de los modelos, como de las
necesidades especificas de los usuarios finales, con el objetivo de proporcionar una herramienta

efectiva y usable en diversas condiciones.

6.1.6. Limitaciones del Sistema de Inteligencia Artificial

El sistema presenta varias limitaciones que deben ser tomadas en consideracién. En algunos casos, se
han observado resultados que no se ajustan completamente al cuerpo de la persona original,
especialmente cuando la prenda a probar es compleja en términos de textura y diseno. Esta limitacién
puede ser atribuida, en parte, al proceso secuencial del sistema, donde un error en la estimacion de la
posicidn o la segmentacidn en las etapas iniciales puede tener un efecto en cascada en el modelo de

generacién de imagenes.

El modelo de generacion de imagenes también presenta algunas incongruencias, como zonas borrosas
y deformaciones en las manos y el cabello. Estas imperfecciones podrian ser el resultado de la

dificultad inherente en la generacién de estas caracteristicas finas y detalladas.

Una de las limitaciones mas relevantes del sistema, e independiente del desarrollo técnico, se
encuentra en el propio conjunto de datos de entrenamiento. Aunque la intencidn inicial era
proporcionar una solucién que pudiera ser representativa de cualquier usuario, la diversidad de tipos
de cuerpo en la realidad supera las representaciones disponibles en los conjuntos de datos actuales.
Como resultado, la precision de la herramienta podria estar condicionada por la similitud del aspecto

del usuario con los ejemplos vistos por el modelo durante su entrenamiento.
A pesar de estas limitaciones, el sistema logra cumplir con su objetivo general y ofrece resultados

satisfactorios en muchos aspectos. Sin embargo, es importante destacar que estos desafios

representan oportunidades para futuros trabajos de mejora y optimizacién del sistema.

6.2. Desarrollo de la pagina web

Este apartado explica el proceso y las tecnologias utilizadas para desarrollar la pagina web que permite

la interaccion con el sistema. Esta interfaz desempefia un papel crucial, ya que proporciona una
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plataforma facil de usar y accesible para que los usuarios interactien con los modelos de aprendizaje

profundo.

6.2.1. Introduccion y Tecnologias Usadas

El desarrollo de la pagina web se realizé en el lenguaje de programacion Python, como ya se hizo para
el entrenamiento de los modelos, por su facil integracién entre las herramientas de aprendizaje

profundo y las de desarrollo web.

Para la creacion de la pagina web, se recurrié a Flask (Flask, 2023), un microframework de Python que
provee las funcionalidades necesarias para el desarrollo de aplicaciones web. Su simplicidad vy
flexibilidad, ha permitido crear una interfaz web personalizada, evitando la complejidad de otros
frameworks mads robustos. El disefio inicial de la interfaz se ha llevado a cabo utilizando la aplicacion
Uizard (Uizard, 2023). Esta aplicacién de prototipado y disefio de interfaz permite visualizar y planificar

la estructura de la pagina web antes de iniciar el desarrollo.

La aplicacién estd configurada para poder acceder a los modelos, almacenados en Google Drive,
evitando la necesidad de almacenar los modelos en el servidor de la aplicacidn, ayudando a una gestion

eficiente de los recursos.

En las secciones siguientes, se detalla la estructura y funcionalidad de la pagina web, asi como las

medidas tomadas para garantizar la seguridad y proteccion de los datos del usuario.

6.2.2. Estructura de la Pagina Web

Para lograr una experiencia de usuario agradable, la pagina web se divide en tres secciones principales:

la pagina de inicio, la pagina del probador, y la pagina de informacidn.

6.2.2.1. Pagina de inicio

La pagina de inicio actia como la puerta de entrada a la aplicaciéon web. En la misma, se presenta un
disefo limpio y minimalista, evitando distracciones innecesarias y concentrandose en la funcionalidad
central del proyecto. En la parte superior de la pagina se puede encontrar el logo del proyecto y un
titulo que da la bienvenida a los usuarios y ofrece una breve descripcién de lo que pueden esperar de

la aplicacién. Ademas, esta pdagina cuenta con tres enlaces destacados que dirigen a los usuarios hacia
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la pagina del probador, la pagina de informacién y una breve demo de cémo utilizar todas las
funcionalidades. En la Figura 43 se muestra una captura de pantalla de cdmo se visualiza la pdagina de

inicio.

Figura 43: Pdgina de inicio de la web

6.2.2.2.  Pagina del probador

La pdgina del probador es donde reside la funcionalidad principal de la aplicacién. En ella, se solicita al
usuario que suba dos imagenes: una de cuerpo entero y otra de la prenda que desea "probar". Se
ofrece una interfaz de usuario sencilla que guia al usuario a través del proceso de subida de las
imagenes. En la Figura 44 se puede observar la interfaz de la pagina del probador antes y después de

afiadir las imagenes para probarse.

Figura 44: Pdgina del probador mientras se afiade una imagen
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Una vez cargadas las imagenes, el sistema inicia el proceso de analisis utilizando los modelos de
inteligencia artificial previamente entrenados. En primer lugar, se ejecutan los modelos de estimacién
de poses y segmentacion de imagenes con redes neuronales convolucionales (CNN). Los resultados de
estos modelos se utilizan como entrada para el modelo de generacion de imagenes con redes
generativas antagdnicas (GAN), que finalmente produce la imagen de la persona "vistiendo" la prenda
seleccionada. En la figura se muestra una captura de pantalla del resultado de la generacidén de imagen

en la pagina del probador.

Figura 45: Pdgina del probador mostrando la nueva imagen generada
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Después de que se genera la imagen, esta se muestra al usuario en la misma pagina del probador.
Debajo de la imagen generada, se proporciona una funcionalidad que permite al usuario puntuar la
precision de la prediccidn en una escala de una a cinco estrellas. Este sistema de calificacion sirve tanto
para recoger feedback de los usuarios sobre la calidad de las predicciones como para que los usuarios

se sientan mas involucrados en el proceso.

6.2.2.3.  Pagina de informacion

La pagina de informacidén proporciona contexto y transparencia acerca de la aplicacion. Aqui se ofrece

un resumen que explica la funcionalidad de la pagina web y los detalles sobre su desarrollo. Se describe

la motivacion detras del proyecto, los problemas que se propone resolver y los beneficios que ofrece
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a los usuarios. Ademas, se incluye una descripcion de la creadora, afiadiendo un toque personal a la

pagina web.

En esta pagina también se abordan importantes cuestiones de privacidad y seguridad. Un botén de
tipo pop up con los Términos y Condiciones aclara que las imagenes subidas por los usuarios no se
almacenan de forma permanente y que se eliminan de la memoria al cerrar la pagina. Ademas, se
enfatiza que estos datos no se utilizan para reentrenar los modelos en futuras versiones. En la Figura

46 se muestra una captura de la pestafia de informacion de la pagina web.

Figura 46: Pdgina de informacion de la web
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6.2.3. Términos y condiciones

Una adicidn importante a la pagina de informacion es una seccion dedicada a los "Términos y
Condiciones". Esta seccidn es crucial para establecer las reglas y pautas que los usuarios deben seguir

al usar la aplicacién, y también sirve para proteger legalmente al creador y al proyecto en general.

Los términos y condiciones explican en detalle cdmo los usuarios pueden y no deben usar la aplicacién.
Este conjunto de reglas cubre temas como el uso aceptable de los servicios, la responsabilidad de los
usuarios en relacién con su conducta y sus contenidos, y las limitaciones del uso de los servicios

proporcionados por la aplicacién. Entre las reglas establecidas, se encuentra que los usuarios solo
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pueden subir imagenes de personas fisicas si ellos mismos son la persona que aparece en la imagen.

Esta norma es crucial para respetar la privacidad y los derechos de las personas.

Ademas, esta seccidén también aborda temas relacionados con los derechos de propiedad intelectual.
Se especifica que, aunque los usuarios tienen la libertad de subir imagenes para probar los servicios
de la aplicacién, siguen siendo los Unicos propietarios de los derechos de propiedad intelectual de esas

imagenes.

Otro aspecto importante que se cubre en los términos y condiciones es la politica de privacidad. Esta
politica detalla cdmo se recopilan, utilizan, protegen y, en algunos casos, comparten los datos
personales de los usuarios. Se subraya que la pagina web se adhiere a las leyes y regulaciones de
proteccion de datos vigente, como el Reglamento General de Proteccidn de Datos (GDPR) de la Unién

Europea (European Parliament & Council of the European Union, 2018), garantizando que los usuarios

tengan control total sobre su informacion personal.

Por ultimo, en los términos y condiciones se aclara que cualquier posible actualizaciéon o cambio en los

servicios ofrecidos por la pagina web se comunicard a los usuarios a través de la web.

6.2.4. Almacenamiento, seguridad y proteccion de los datos

La seguridad de los datos del usuario y la proteccion de su privacidad son consideraciones clave en la
construccion y operacion de la pagina web. Se han tomado medidas para garantizar que se manejen

de manera segura y se respeten plenamente los derechos del usuario.

e Almacenamiento de datos: Las imdgenes que los usuarios cargan en la pagina web para usar
el servicio no se almacenan de manera permanente. En cambio, las imagenes se mantienen en
caché temporalmente durante la sesidn activa del usuario para el procesamiento y generacion
de las nuevas imagenes. Una vez que el usuario cierra la pagina o termina la sesidn, estas
imagenes se eliminan de la memoria. Esta medida garantiza que no se retenga ninguna

informacion personal sin el consentimiento del usuario.

e Seguridad de datos: La pagina web utiliza tecnologias de encriptacién y seguridad para

proteger cualquier dato transmitido durante el uso del servicio. Esto garantiza que la
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informacion del usuario se mantiene segura y protegida contra cualquier intento de acceso no

autorizado o uso indebido.

e Proteccion de datos: En términos de proteccidon de datos, la pagina web se adhiere a el

Reglamento General de Proteccién de Datos (GDPR) (European Parliament & Council of the

European Union, 2018). Los usuarios tienen el derecho de saber qué datos se recopilan, cémo

se utilizan y cdmo pueden controlar o eliminar estos datos. En los términos y condiciones, se
proporciona una descripcién detallada de estas politicas de privacidad. Ademds, es importante

sefialar que los datos del usuario no se utilizan para reentrenar el modelo en futuras versiones.
En resumen, la pdgina web se ha desarrollado con un enfoque en la seguridad y proteccion de datos,

garantizando que los usuarios puedan utilizar el servicio con plena confianza en el manejo seguro y

respetuoso de su informacioén.
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7. Evaluacion de la herramienta desarrollada

La finalidad de esta seccidon es proporcionar una evaluacién detallada de la herramienta desarrollada
en términos de su usabilidad y su potencial impacto y utilidad. Se consideran aspectos tanto
cuantitativos como cualitativos, con un enfoque en la experiencia real del usuario y en la eficacia de la
herramienta para cumplir su propdsito previsto. La metodologia ha consistido en permitir a un grupo
de usuarios interactuar con la herramienta para después calificarla a través de un formulario de Google

Docs. En la Figura 47 se pueden observar dos ejemplos de los resultados obtenidos por los usuarios.

Figura 47: Ejemplos de las pruebas de usuario realizadas

7.1. Evaluacion de usabilidad

La usabilidad de la herramienta se mide en términos de su facilidad de uso y de cuan intuitiva es para
los usuarios. Durante la evaluacién, se ha observado que los usuarios no tuvieron problemas para
interactuar con la herramienta de generacién de imagenes. Se proporciond una interfaz de usuario
sencilla y bien disefiada, permitiendo a los usuarios cargar facilmente las imagenes de entrada
necesarias, y recibir las imagenes generadas sin complicaciones. La valoracion general de la
herramienta ha obtenido una puntacion de 4,75 sobre 5. La Figura 48 muestra la distribucion de los

resultados.
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Figura 48: Resultados a la puntuacion general de la herramienta
Puntuacién general de la herramienta
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A pesar de la alta puntuacion media, un andlisis mas detallado de las respuestas de los usuarios y de
sus interacciones con la herramienta reveld varias areas potenciales de mejora. En particular, se
observd que, aunque la mayoria de las predicciones generadas por la herramienta eran realistas, hubo
ciertos casos en los que la correspondencia entre la prenda o el cuerpo del usuario y la imagen
generada no era la esperada. Un problema recurrente en los resultados fue la representacion borrosa

de las manos, o la aparicién de extremidades adicionales.

En resumen, la evaluacion de la usabilidad de la herramienta fue positiva, con una respuesta general
de que la herramienta era facil de usar. No obstante, aunque la herramienta es funcional y puede
generar resultados realistas en la mayoria de los casos, hay aspectos de la generacidn de imagenes que

convendria investigar para mejorar la calidad y la precision de las predicciones.

7.2. Evaluacién de impacto y utilidad

La herramienta fue valorada positivamente en términos de su potencial impacto y utilidad. Los
usuarios reconocieron que la herramienta podria transformar su experiencia de compra online,
permitiéndoles visualizar cémo las prendas se ajustarian a su cuerpo antes de hacer la compra. Esto
tiene el potencial de reducir las devoluciones de productos y aumentar la satisfaccion del cliente, lo

gue es beneficioso tanto para los consumidores como para los vendedores.

Los usuarios también indicaron que estarian dispuestos a utilizar la herramienta de forma regular
durante sus compras en linea. Lo que indica que ven un valor real en el servicio proporcionado y que
podria tener un impacto significativo en su comportamiento de compra. El resultado de algunas de las

preguntas del formulario se puede ver en la Figura 49.
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Figura 49: Respuestas a un subconjunto de las cuestiones planteadas a los usuarios

¢Crees que esta herramienta podria cambiar tu experiencia de compra online? ¢Cémo de Util encuentras esta herramienta?

4 respuestas 4 respuestas

3

@si
® No
2
1
00 %) 0(0%) 00 %)
0
1 2 3 4 5
¢Las imdgenes generadas se asemejan a como esperabas que se viera la prenda en (Cémo de realistas eran las imagenes? Independientemente de si han representado LD Copiar
el cuerpo? fielmente el cuerpo y prenda original.
4 respuestas
4 respuestas
4
2
3
2
1
1
0(0%) 0(0%) 0(0%) 00%)

0(0%) 010 %) 0(0%)

En cuanto a las recomendaciones de mejora, la mayoria de las sugerencias se centraron en la calidad
y el realismo de las imdgenes generadas. Aunque en general se encontraron satisfactorias, se sefialé
gue habia espacio para mejorar en términos de la precisién con la que la herramienta recreaba la forma
del cuerpo y la ropa. Trabajar en estos aspectos podria aumentar ain mas el impacto y la utilidad de

la herramienta.

En general, la evaluacién de impacto y utilidad fue muy positiva. Los usuarios valoraron la herramienta
como una adicion util a su experiencia de compra en linea, y expresaron su disposicion a usarla
regularmente. La mejora del realismo y la precision de las imagenes generadas podria incrementar aln

mas el impacto y la utilidad de la herramienta.
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8. Conclusiones y trabajo futuro

Este trabajo ha descrito el desarrollo y evaluacion de una herramienta de inteligencia artificial para la
generacion de imdagenes de prendas de vestir sobre personas. Las conclusiones se extraen de cada uno

de los componentes y se presentan a continuacion.
8.1. Conclusiones

El avance de este proyecto ha permitido desarrollar una herramienta robusta para la generacién de
imagenes de personas vistiendo diferentes prendas de ropa. A través del empleo de tecnologias como
las redes neuronales convolucionales, redes neuronales generativas adversarias y el aprendizaje por
transferencia, se han podido abordar desafios complejos como la segmentacién, la estimacion de
poses y la generacién de imagenes. De acuerdo con los resultados obtenidos, se evidencia el progreso

significativo logrado en cada una de estas areas.

A pesar de las limitaciones observadas, como la dificultad en la segmentacion de prendas similares y
la distincion entre la piel de la persona y las prendas, el modelo de segmentacién ha demostrado ser
efectivo en la identificacion y separacién de diferentes categorias de prendas. La estimacién de poses,
a pesar de presentar dificultades en la identificacién de puntos como hombros y tobillos, ha
proporcionado una representacion acertada de las proporciones del cuerpo. El modelo de generacidn
de imagenes ha mostrado la capacidad de reproducir prendas sobre individuos con bastante precision,
aunque con areas identificadas para mejorar, como la distorsiéon de las manos y la distinciéon entre

cabello y fondo.

Con respecto al primer objetivo especifico, estudiar las técnicas de IA del estado del arte, se ha logrado
una comprensién profunda de tecnologias como las redes neuronales convolucionales y el aprendizaje
por transferencia, particularmente en la generacidn, segmentacién de imagenes y estimacién de
poses. Ademas, se identificaron nuevos desafios, como la segmentacién de prendas similares y la

diferenciacion entre piel y ropa.

En cuanto al segundo objetivo especifico, seleccionar las herramientas de |A, se escogieron y utilizaron

las bibliotecas y frameworks mas destacados en inteligencia artificial para el desarrollo del sistema de
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probador virtual. Cabe destacar que se incrementaron los recursos planteados inicialmente para poder

soportar el coste de desarrollo del proyecto.

El tercer objetivo especifico, crear un conjunto de datos, se cumplié combinando un dataset multi
modal open source previamente etiquetado, y adaptando dicha base de datos para el correcto
desarrollo de los modelos. El gran volumen de datos incremento el tiempo estimado de

entrenamiento, pero a su vez contribuyo a la precisidn de los resultados obtenidos.

En referencia al cuarto objetivo especifico, desarrollar los algoritmos de segmentacién, estimacién y
generacién de imagenes, se lograron construir modelos efectivos. Se encontraron dificultades en la
identificacion de ciertos puntos, tales como poca precision en la distincion entre la piel y las prendas
de vestir y la generacion de algunas imdgenes con zonas borrosas. A pesar de las dificultades, se
lograron resultados significativos, alcanzando una precisiéon del 96.6% en la segmentacion de
imdagenes, un 57.9% en la estimacion de poses, y un equilibrio sélido en la generacién y discriminacién

de imagenes en el modelo GAN.

Respecto al quinto objetivo, adaptarse a la proteccion de datos, se establecieron medidas adecuadas,
como anonimizar los identificadores de cada imagen trabajada, para garantizar la privacidad de los

usuarios, cumpliendo con las regulaciones vigentes como el GDPR.

En relacion con el sexto objetivo, desarrollar una pagina web para interactuar con la solucion, se
disefidé una interfaz intuitiva y facil de usar. Para agilizar el desarrollo se implementé el disefio en
Uizard, y posteriormente se trasladé el cddigo a la libreria Flask de Python para mantener la unicidad

del lenguaje de programacion entre los modelos y la web.

Finalmente, el séptimo objetivo especifico, evaluar la solucién propuesta, se cumplié realizando
pruebas de calidad y usabilidad. Estas pruebas revelaron un alto nivel de satisfaccion entre los usuarios,
aunque también se identificaron dreas de mejora en cuanto a la calidad de las imagenes generadas. La
herramienta ha sido bien recibida, logrando una alta calificacién de 4.75 sobre 5 en la evaluacién con

usuarios.

Para concluir, a pesar de las limitaciones y desafios, el desarrollo de la herramienta ha demostrado ser

un logro significativo en la aplicacién de la inteligencia artificial en la industria de la moda. La
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investigacion y los desarrollos realizados apuntan a un futuro prometedor en el que la inteligencia

artificial puede mejorar aun mas la experiencia de compra en linea y superar las limitaciones actuales.

8.2. Trabajo futuro

Los resultados obtenidos en el presente trabajo sentaron una base para la continuacion de las
investigaciones en el campo de los probadores virtuales con tecnologia de Inteligencia Artificial.
Aunque la herramienta desarrollada logrd satisfacer la mayoria de los requisitos identificados, también

se presentaron diversas areas de mejora y oportunidades de investigacion para futuros trabajos.

Una linea de trabajo futuro relevante se refiere a mejorar la calidad y el realismo de las imagenes
generadas. Se podrian explorar nuevos modelos GAN, que se vayan descubriendo en el futuro, para
mejorar la precision y calidad de las imagenes. Especificamente, la representacion de texturas de piel

mas realistas, es un area en la que se podrian centrar futuras investigaciones.

Otra drea para explorar es la inclusién de tallas de prendas en la herramienta, lo que podria mejorar la
precisidn en la decision del usuario. La integracion de un sistema de recomendacién de tallas basado
en las medidas corporales de los usuarios podria proporcionar un valor afiadido a la herramienta y

aumentar su utilidad y satisfaccién para los usuarios.

En términos de diversidad de tipos de cuerpo, es vital extender el conjunto de datos de entrenamiento
para incluir una mayor variedad de tipos de cuerpo, géneros y grupos étnicos. Esto podria mejorar la
capacidad del modelo para generar imagenes precisas para una gama mas amplia de usuarios

aumentando su accesibilidad y aplicabilidad.
En conjunto, estos posibles trabajos futuros podrian permitir mejorar ain mas la eficacia de la

herramienta de probadores virtuales y potenciar su utilidad tanto para los comerciantes como para los

usuarios finales.
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Anexos

Se incluyen 3 anexos, entre ellos, el articulo cientifico asociado al trabajo realizado.

Anexo |: Capturas de pantalla de la pagina web

Este apartado incluye algunas capturas de pantalla de la pagina web desarrollada.

Anexo ll: Resultados de las pruebas de usuario

Este apartado recoge los resultados de las pruebas de usuario realizadas a 4 voluntarios.

Anexo lll: Preguntas y respuestas de la encuesta realizada

Este apartado incluye las preguntas y respuestas de la encuesta completa realizada a través de Google

Docs a los usuarios de la web.

Anexo IV: Articulo de investigacion

Este apartado incluye el articulo académico de investigacién que resumen el trabajo realizado durante

el proyecto.
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Anexo |: Capturas de pantalla de la pagina web

Este apartado incluye algunas capturas de pantalla de la pagina web desarrollada y elaborada con
Flusk.

EMPEZAR

Pagina de inicio

TRY IT ON!

Foto de

Tu foto la prenda

Pagina del probador (sin imagenes cargadas)
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TRY IT ON!

i

Foto de
la prenda

Pagina del probador (con imagenes cargadas)

@)

TRY IT ON!

Foto de
la prenda

Pagina del probador (con imagenes cargadas y la nueva imagen generada)
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o @
4 PROBADOR TRY IT ON!

i INFORMACION

Creadora:

¢De que trata?

Este proy utiliza de
profundo (CNNs y GANs) para analizar imagenes de
productos y generar simulaciones realistas de cémo le
Qquedarian al usuario. =

Permite explorar una amplia variedad de prendas desde <
la comodidad del hogar, ayudando a la toma de Marina Palma

antes de reali;

pra.

Proyecto motivado por el

trabajo de fin de méster
Master en 3
TERMINOS Y CONDICIONES
g inc UNIR

Pagina de informacion
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Anexo lI: Resultados de las pruebas de usuario

Este apartado recoge los resultados de las pruebas de usuario realizadas a 4 voluntarios.
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Anexo lll: Preguntas y respuestas de la encuesta realizada

Este apartado incluye las preguntas y respuestas de la encuesta completa realizada a través de Google

Docs a los usuarios de la web.

Encuesta sobre la herramienta

Evaluacion de usabilidad, impacto y utilidad

Tryiton

Foto de
la prenda

{Crees que esta herramienta podria cambiar tu experiencia de compra online? *

Qs
O No

¢Considerarias la posibilidad de utilizar herramientas de este tipo regularmente? *

QO s
O No

VI
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dCoémo de (til encuentras esta herramienta? *

Nada atil O O O O O Muy atil

¢Estas satisfech@ con la calidad de las imagenes generadas? *

Nada satisfech@ O O O O O Muy satisfech@

éLas imagenes generadas se asemejan a como esperabas que se viera la prenda en el *
cuerpo?

Poco O O O O O Mucho

¢Como de realistas eran las imagenes? Independientemente de si han representado
fielmente el cuerpo y prenda original.

Poco realistas O O O O O Muy realistas

¢{Recomendarias la herramienta a otras personas? *
Os
O o

¢Tienes alguna recomendacién de mejora?

Tu respuesta

Puntuacién general de la herramienta

Mo me gusta O O O O O Me encanta

Vil
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Probador virtual basado en redes neuronales
convolucionales (CNN) y redes

generativas antagonicas (GAN) UniR

LA UNIVERSIDAD

EN INTERNET
Marina Palma Lorita
Universidad Internacional de la Rioja, Logrofio (Espafia)
PALABRAS
20/07/2023 CLAVE
CNN,
RESUMEN Deep Learning,

Este trabajo propone un sistema inteligente de probador virtual en linea para mejorar la experiencia de compra en
la industria de la moda. Mediante técnicas de inteligencia artificial, especificamente Redes Neuronales

GAN,

Convolucionales (CNN) y Redes Generativas Adversarias (GAN), se desarrollé un sistema que permite la
segmentacion de iméagenes, la estimacion de poses y la generacion de imagenes para probar diferentes prendas
virtualmente. Ademas, se implementd una pagina web funcional para facilitar la interaccion con el sistema. Los
resultados demuestran una notable mejora en la precision de la segmentacidn y estimacion de poses, 1o que conduce
a una simulacién mas realista de la prueba de ropa. El sistema demostré su eficacia alcanzando una precision del
96.6% en la segmentacion de imagenes, un 57.9% en la estimacion de poses, y un equilibrio sélido en la generacion
y discriminacion de imégenes en el modelo GAN. Las conclusiones apuntan a un potencial significativo de la
herramienta en la mejora de la experiencia de usuario en el comercio electronico de moda, a la vez que sugieren

oportunidades para futuras mejoras e investigaciones.

|. INTRODUCCION

La proliferacion del comercio electrénico y las crecientes
demandas de personalizacién han amplificado la necesidad de
soluciones tecnoldgicas que aborden los desafios inherentes a la
compra de ropa en linea. Este trabajo se centra en la
implementacion de un probador virtual basado en inteligencia
artificial (IA), especificamente, utilizando redes neuronales
convolucionales (CNN) y redes generativas antagdnicas (GAN),
para simular el ajuste de ropa al cuerpo de cualquier usuario. Este
enfoque se basa en recientes avances en vision por computadora
y aprendizaje profundo que han permitido una generacién y
manipulacion de imagenes més efectiva.

La idea principal es proporcionar a los compradores una vista
previa realista de cdmo les quedard la ropa, superponiéndola
sobre una imagen sintética de ellos mismos. Esta solucién puede
transformar no solo la experiencia del consumidor, sino también
la toma de decisiones en la industria de la moda al permitir a los
fabricantes una vista previa de como se veran sus productos en
diferentes tipos de cuerpos antes de iniciar la produccion en masa.

El desafio de crear un probador virtual realista es considerable.
Existen varios problemas técnicos a resolver, como la
segmentacion de la ropa y el cuerpo en las imagenes, la
generacion de imagenes artificiales y la superposicion de la ropa
de manera realista. Sin embargo, el rapido progreso en el campo
de las GAN y las CNN, especialmente en el Gltimo trienio, ha
hecho que estos desafios sean menos insuperables.

Este trabajo se basa en el estudio y aplicacion de los avances
mas recientes, utilizando conjuntos de datos existentes, como

DeepFashion [1] y el uso de transfer learning en el aprendizaje
profundo, con el objetivo de superar los obstaculos técnicos y
proporcionar una solucién que sea tanto técnicamente sélida
como comercialmente viable.

Il. ESTADO DEL ARTE

La revolucion digital en la industria de la moda ha generado
una ola de innovacion en cuanto a la generacion de iméagenes, la
segmentacion de imagenes y la estimacion de poses mediante el
aprendizaje profundo y las redes neuronales. Este documento
ofrece una descripcion pormenorizada del estado actual de la
tecnologia y sus implicaciones para el desarrollo de probadores
virtuales.

1. Conjuntos de Datos Actuales

La eficacia de los modelos de aprendizaje profundo depende,
en gran medida, de la calidad y diversidad del conjunto de datos
utilizado para el entrenamiento. DeepFashion [1] y DeepFashion2
[2] son conjuntos de datos prominentes en el &mbito de los
probadores virtuales, que contienen mas de 800.000 imagenes
etiquetadas de ropa. Ambos conjuntos de datos ofrecen variedad
en poses, pesos, alturas y detalles de disefio, proporcionando un
recurso valioso para el entrenamiento y evaluacion de modelos.

2. Soluciones Actuales para la Segmentacion de
Imagenes con CNN

La segmentacion de imagenes es esencial para separar a las

distintas prendas de vestir y partes de las imégenes. Las
arquitecturas de codificador-decodificador, como U-Net [3] y

IX
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SegNet [4], son populares para esta tarea. Estas arquitecturas,
basadas en CNN, extraen caracteristicas de la imagen de entrada
y reconstruyen la segmentacion a partir de estas caracteristicas, lo
que permite una segmentacion precisa.

3. Soluciones Actuales para la Estimacion de Poses con
CNN

La estimacion de poses, esencial para comprender la postura y
la orientacion del cuerpo humano, también ha avanzado gracias
al uso de las CNN. Un enfoque reciente utiliza mapas de calor
para las articulaciones del cuerpo humano, que la CNN combina
para obtener la postura humana completa [5]. Deep High-
Resolution Representation Learning (HRNet) [6], y DensePose
[7] son ejemplos destacados de estas arquitecturas.

4. Soluciones Actuales para la Generacion de Imagenes
de Personas con GAN

En la generacion de imégenes, las GAN han demostrado ser
una herramienta poderosa y efectiva para crear imagenes
realistas. VITON [8] es un sistema notable que utiliza GAN y
CNN para crear imagenes realistas de personas con ropa
seleccionada a partir de imagenes de catélogos.

5. Limitaciones de los modelos actuales

A pesar de los avances en la generacion de imagenes, la
segmentacion de imagenes y la estimacion de poses, los modelos
actuales aun enfrentan varios desafios. Uno de ellos es la
variabilidad y diversidad en los datos, como diferentes posturas y
apariencias que pueden afectar el rendimiento de los modelos [1].
Ademés, el manejo de poses poco comunes y entornos con varias
personas sigue siendo un desafio para los modelos de estimacion
de poses. En cuanto a la generacidn de imagenes, los problemas
como el colapso de modos, donde el generador produce iméagenes
poco variadas o similares, y la generacion de artefactos visuales
o inconsistencias en las imagenes, limitan la calidad y el realismo
de las representaciones generadas. La Fig. 1 muestra algunos
ejemplos en los que la red generativa no produjo imagenes
realistas en el trabajo de VITON [8].

&y

Fig. 1. Casos de fallo en el trabajo de VITON [8]

6. Transfer learning para mejorar el rendimiento

Para superar estos desafios, el aprendizaje por transferencia ha
demostrado ser una herramienta eficaz para mejorar el
rendimiento de los modelos de IA. Al utilizar modelos
previamente entrenados en grandes conjuntos de datos, se puede
mejorar el rendimiento y reducir el tiempo de entrenamiento. Se
ha demostrado que el aprendizaje por transferencia puede mejorar
significativamente el rendimiento de los modelos de estimacion
de poses, incluso en condiciones desafiantes como las oclusiones
y las poses extremas [9].

6.1. VGG16
El modelo preentrenado VGG16 [10] consiste en 13 capas

convolucionales, organizadas en blogues con un ndmero
creciente de filtros, y 3 capas completamente conectadas. Los

filtros extraidos por este modelo son altamente generalizables vy,
por lo tanto, proporcionan una base sélida para muchas tareas de
deep learning, como por ejemplo, la segmentacion de imagenes.

6.2. ResNet50

El modelo preentrenado ResNet50 [11] es una red
convolucional profunda que se destaca por sus conexiones
residuales, permitiendo la propagacion directa de la sefial de
entrada a capas mas profundas y aportando una alta precision en
la estimacién de poses.

6.3. Pix2pix

El modelo preentrenado Pix2pix [12] se centra en tareas de
generacion de imagenes. Su capacidad para retener detalles finos
en las imagenes de salida es particularmente atil para la
generacion detallada de imagenes de personas y animales.

7. Tecnologias para la implementacién

Para el desarrollo e implementacion de los modelos de
aprendizaje profundo es necesario conocer los principales
frameworks y bibliotecas de aprendizaje profundo, asi como
servicios en la nube que amplien los recursos locales.

7.1. Frameworks y bibliotecas

Para implementar estos modelos, se utilizan varios
frameworks y bibliotecas, entre los que se encuentran
TensorFlow, PyTorch y Keras, que ofrecen herramientas y
funcionalidades para facilitar el entrenamiento y la evaluacion de
modelos de 1A [13]. Ademas, las bibliotecas como OpenPose
proporcionan herramientas para la estimacion de poses y
StyleGAN ofrece un marco para la generacion de imagenes con
GAN [14].

7.2. Tecnologias de despliegue en la nube

La implementacion y el despliegue de estos modelos pueden
beneficiarse de las herramientas de la nube, como AWS
SageMaker, Google Al Platform y Azure Machine Learning, que
proporcionan recursos para el entrenamiento, la evaluacion y el
despliegue de modelos de 1A a gran escala.

I11. OBJETIVOS Y METODOLOGIA

1. Objetivos y requisitos del sistema

Este proyecto tiene como objetivo general el desarrollo y la
implementacidn de un sistema de probadores virtuales basado en
IA que genere una imagen sintética de los usuarios vistiendo
diferentes prendas de manera realista y rapida. Mas
especificamente, se incluyen la investigacion y aplicacion de
técnicas de 1A, la seleccién de bibliotecas y frameworks
adecuados, la creacion de un dataset de entrenamiento y
evaluacion de los algoritmos, el desarrollo de algoritmos de
segmentacion, estimacion de poses y generacion de imagenes, y
la evaluacién exhaustiva de la solucién propuesta.

2. Creacion del dataset

En esta etapa, se utilizo el dataset DeepFashion-MultiModal
[15], el cual consiste en 44.096 imagenes humanas de alta
resolucion con anotaciones detalladas de las prendas de vestir.
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El procesamiento de los datos se aplic6 a tres componentes del
conjunto de datos: Las imagenes originales, las iméagenes
segmentadas y las coordenadas que identifican la postura. Estos
datos se procesan para reducir su dimensionalidad y adaptarlos al
tamafio requerido para el sistema.

Se contempld la idea de aplicar Data Augmentation para
aumentar la diversidad de los datos, pero se decidié no hacerlo
debido a la complejidad adicional que representaria transformar
las anotaciones detalladas que acompafian a cada imagen vy al
costo computacional que esto implicaria. En su lugar, los recursos
se han destinado a la optimizacion de los modelos y al
entrenamiento.

3. Entrenamiento del modelo de segmentacion de
imagenes

Se desarrollé un modelo de segmentacion de imagenes que se
basa en las Redes Neuronales Convolucionales (CNN). El
prop6sito de dicho modelo es identificar y clasificar diferentes
regiones en una imagen correspondientes a las prendas de vestir
representadas.

Para llevar a cabo el entrenamiento del modelo, se recurrié al
enfoque de aprendizaje por transferencia, utilizando el modelo
VGG16 para la extraccion de caracteristicas en la fase de
codificacion [16]. La arquitectura del modelo de segmentacion
esta basada en U-Net [3], muy utilizada en tareas de segmentacion
de iméagenes. La red se compone de un codificador (o fase de
contraccién) y un decodificador (o fase de expansién). EI modelo
VGG16 [10], menos las capas completamente conectadas,
conforma el codificador, el cual se encarga de extraer las
caracteristicas de las imagenes de entrada. Por su parte, el
decodificador estd compuesto por una serie de capas de
convolucion y aumento de resolucion con el propésito de
reconstruir la imagen a partir de las caracteristicas extraidas. En
la Fig. 2 se puede ver la arquitectura del modelo de segmentacién
definido.

ENCODER DECODER

Fig. 2. Arquitectura del modelo de segmentacién

4. Entrenamiento del modelo de estimacion de poses

El segundo modelo del proyecto se desarrolla con el propésito
de detallar la posicion del cuerpo a partir de una imagen. Este
desafio se aborda detectando una serie de puntos clave denotan la
pose del cuerpo humano. Se emplea un enfoque combinado de
transferencia de aprendizaje y CNN para construir este modelo.

La arquitectura del modelo de estimacion de poses es una
combinaciéon del modelo preentrenado ResNet50 [11] y un
clasificador  personalizado. ~Se incorporan capas de
GlobalAveragePooling2D, capas Densas y de Dropout.
Finalmente, se utiliza una funcién de activacion lineal ya que es
un problema de regresion. En la Fig. 3 se puede observar el detalle

de la construccién de la arquitectura para el modelo de estimacion
de poses.

12722048

Fig. 3. Arquitectura del modelo de estimacion de poses

5. Entrenamiento del modelo de generacion de imagenes

La ultima etapa del desarrollo de 1A en este proyecto consiste
en el modelo de generacién de imagenes con Redes Generativas
Antagbnicas (GAN). Esta fase es integral y se compone de
multiples etapas que abordan diferentes aspectos del problema:
adaptacion de la prenda al cuerpo del usuario, generacion de
partes del cuerpo no cubiertas por la prenda y la superposicion
final de la prenda adaptada sobre el cuerpo del usuario.

Laarquitectura de la GAN se divide en dos partes: el generador
y el discriminador. El generador, responsable de generar nuevas
imagenes sintéticas, se divide en dos procesos: adaptacion de la
prenda y generacion de partes no cubiertas del cuerpo. Se emplea
el modelo preentrenado VGG16 [10] para la extraccién de
caracteristicas y una Red de transformacion espacial (STN) para
adaptar la forma de la prenda a la pose del cuerpo. Luego, se
aplican las capas generadoras del modelo pix2pix [12] para
generar las partes no cubiertas del cuerpo. El discriminador, por
otro lado, es una red convolucional que clasifica si una imagen es
real o sintética, utilizando las imagenes de entrada y salida
correspondientes como pares de entrenamiento. Las figuras Fig.
4y Fig. 5 muestran la arquitectura de la fase de adaptacion de la
prenda y generacion de partes no cubiertas del generador,
respectivamente.

Locatsaton Net

Fig. 4. Arquitectura del generador en la fase de adaptacion de la prenda

Pro- Tt Py
oz |

Fig. 5. Arquitectura del generador en la fase de generacion de partes no
cubiertas
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IV. CONTRIBUCION

Este trabajo contribuye significativamente al campo de la
inteligencia artificial y el aprendizaje profundo, proporcionando
un marco eficiente y sofisticado para la generacién automatica de
imagenes de usuarios vistiendo diferentes prendas de vestir.
Mediante la combinacién de técnicas avanzadas como la
segmentacion de imagenes y la estimacion de poses con redes
neuronales convolucionales (CNN) y la generacion de imagenes
con Redes Generativas Antagénicas (GAN), este trabajo ofrece
un método potente y adaptable para generar imagenes de alta
calidad que se adaptan a las formas y posturas del cuerpo del
usuario. Este avance podria tener aplicaciones significativas en
comercio electrénico y marketing de moda, mejorando la
experiencia de los clientes y acelerando la produccion y
promocion de nuevas lineas de ropa.

V. EVALUACION Y RESULTADOS

A continuacion, se evaltan los resultados de la metodologia
empleada.

Evaluacion del modelo de segmentacion de imagenes

El modelo de segmentacion de imagenes se entrend en 10
épocas con lotes de 16 imagenes durante casi 38 horas. La pérdida
minima conseguida fue de 0,1020 y la precision maxima del
96,65%. La Tab. 1 muestra el resumen de los resultados
obtenidos.

Epochs | Batch Size | Training Time (min) = Min (Loss) = Max(Accuracy)
10 16 2.247 0,1020 96,65%
Tab. 1. Resultados del entrenamiento del modelo de segmentacion

Durante la evaluacion cualitativa del modelo de segmentacion,
se pudo observar su desempefio al analizar visualmente la
segmentacion de nuevas imagenes y compararla con las
segmentaciones realizadas manualmente. En general, el modelo
demostro una alta capacidad para distinguir ciertos segmentos, lo
que indica que el modelo puede capturar las caracteristicas
relevantes de las prendas. La Fig. 6 siguiente muestra algunos de
los mejores resultados obtenidos.

Original Manually Annotate  Predicted Original Manually Annotate  Predicted
e
N 5
j
4
| n
Original Manually Annotate  Predicted Original Manually Annotate  Predicted

[ ¢ [

Fig. 6. Resultados del modelo de segmentacion

Aun con la notable precision del modelo, se identificaron
problemas para diferenciar entre partes superiores y prendas tipo
chaqueta, posiblemente debido a la similitud visual y proximidad
espacial de estas categorias en las imagenes. Ademas, la
distincion entre la piel de la persona y las prendas no fue tan
precisa, probablemente debido a las variaciones en el tono de piel

y textura de la ropa. Estas areas de mejora sefialan oportunidades
para continuar optimizando el modelo y su capacidad de
segmentacion.

Evaluacion del modelo de estimacién de poses

El modelo de segmentacion de imagenes se entrend en 10
épocas con lotes de 16 imagenes durante aproximadamente 22
horas. La pérdida minima conseguida fue de 208,87 y la precision
maxima del 57,88%. La Tab. 2 muestra el resumen de los
resultados obtenidos.

Epochs | Batch Size = Training Time (min) | Min (Loss)  Max(Accuracy)
10 16 1.300 208,87 57,88%
Tab. 2. Resultados del entrenamiento del modelo de estimacion de poses

Durante la evaluacion cualitativa del modelo de estimacion de
poses, se compararon visualmente las predicciones del modelo
con las anotaciones manuales. En la Fig. 7 se pueden ver algunos
resultados de las poses anotadas manualmente en verde y las
estimaciones del modelo en rojo.

B Manually Annotate Predicted
Fig. 7. Resultados del modelo de estimacion de poses

En lineas generales, el modelo ha demostrado un rendimiento
satisfactorio en la estimacion de las proporciones del cuerpo. Sin
embargo, se observaron algunas dificultades especificas en la
representacion de los puntos que indican la posicién de los
hombros y los tobillos. Estas dificultades pueden atribuirse a la
variabilidad en la posicion y apariencia de estos puntos en
diferentes poses e imagenes. Estas areas identificadas para
mejorar sugieren oportunidades de optimizacion para lograr
estimaciones de poses alin mas precisas y consistentes.

Evaluacion del modelo de generacion de imagenes

El entrenamiento del modelo de generacién de imagenes ha
sido un desafio significativo en términos de esfuerzo y
requerimientos computacionales. El entrenamiento ha consistido
en 500 épocas con lotes de 32 imagenes. En la Fig. 8 se puede
observar como la pérdida en el discriminador se estabilizaba
mientras a lo largo de las épocas, mientras que en el generador
aumentaba ligeramente, reflejando la naturaleza adversarial de las
GAN.

M Discriminator loss

Loss evolution during GAN training
Generator loss

70
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Fig. 8. Evolucion de la perdida durante el entrenamiento de la GAN
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En cuanto al andlisis cualitativo, los resultados fueron
favorables, con el modelo reproduciendo las prendas deseadas de
manera precisa en términos de formas y colores. La Fig. 9 muestra
un ejemplo de cdmo una nueva prenda se ajusta al cuerpo de la
imagen original.

ﬂ,%a

Fig. 9. Resultados del modelo de generacion de imagenes

AUn asi, se identificaron areas de mejora, como zonas borrosas
en la generacion de piel y dificultades en la creacion de manos y
el recorte de cabello. La Fig. 10 muestra en aumento algunas de
estas incongruencias.

i

Fig. 10. Ejemplos de areas de mejora en el modelo GAN
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A pesar de estas areas de mejora, en general los resultados
fueron positivos, demostrando la capacidad del modelo para
generar imagenes convincentes de prendas de vestir sobre
personas.

VI. DISCUSION

Una limitacién adicional, reside en el conjunto de datos de
entrenamiento utilizado. A pesar de la intencién inicial de crear
un sistema que sea representativo de cualquier usuario, la realidad
es que la diversidad de los tipos de cuerpo en la poblacion supera
las representaciones disponibles en los conjuntos de datos
actuales. Como resultado, la eficacia del sistema puede verse
limitada por la similitud entre el usuario y los ejemplos utilizados
durante el entrenamiento del modelo.

A pesar de estos desafios, es crucial destacar que el sistema en
general logra cumplir con sus objetivos y produce resultados
satisfactorios en maltiples aspectos.

VII. CONCLUSIONES

La discusion de los resultados revela varias limitaciones a
abordar en futuras iteraciones del sistema de Inteligencia
Artificial. Uno de los retos clave radica en la precision en la
adaptacion de las prendas al cuerpo al usuario, especialmente en
casos de prendas con disefios y texturas complejas. Este desafio
podria verse exacerbado por errores en las etapas iniciales del
proceso, tales como la estimacion de la pose y la segmentacién de
la imagen, que pueden propagarse y afectar la calidad del
generador. Adicionalmente, el modelo de generacién de imagenes
ha demostrado dificultades en la reproduccion precisa de ciertos
detalles, como las manos y el cabello, generando en ocasiones
areas borrosas o deformadas. Esto podria atribuirse a la
complejidad de generar estas caracteristicas tan detalladas.

A través del desarrollo de un sistema de inteligencia artificial
secuencial que integra tres modelos de aprendizaje profundo:
segmentacion de prendas, estimacion de poses y generacion de
imagenes, se ha avanzado considerablemente en la adaptacion de
prendas virtuales al cuerpo de los usuarios. En particular, el
sistema propuesto ha demostrado su capacidad para segmentar
prendas de una imagen, estimar la pose del cuerpo humano y
generar una nueva imagen que superpone la prenda segmentada
en la pose estimada.

Respecto a los objetivos planteados inicialmente, los
resultados obtenidos revelan que se ha conseguido un grado
notable de éxito. El sistema demostro su eficacia alcanzando una
precision del 96.6% en la segmentacion de iméagenes, un 57.9%
en la estimacion de poses, y un equilibrio sélido en la generacion
y discriminacion de imagenes en el modelo GAN. Aunque se han
identificado desafios y limitaciones, como la precision en la
adaptacion de prendas y la representacion detallada de ciertos
aspectos, en términos generales, el sistema propuesto demuestra
su capacidad para producir resultados satisfactorios en una amplia
gama de casos.

Este trabajo abre numerosas lineas de investigacion y
desarrollo futuro. Las limitaciones identificadas proporcionan un
claro marco para futuras mejoras del sistema. Por ejemplo,
podrian desarrollarse técnicas mas sofisticadas para la generacion
de iméagenes, para manejar mejor la complejidad de las texturas y
disefios de las prendas.

Por ultimo, la contribucion de este trabajo tiene aplicaciones
potenciales mas alla de la prueba de vestimenta virtual. Podria
emplearse en el comercio electrénico, la moda, la industria del
entretenimiento, entre otros, proporcionando un valor afiadido
significativo en estos campos. De hecho, el sistema podria ser un
paso crucial hacia una experiencia de compra en linea mas
personalizada y atractiva, que podria transformar el panorama del
comercio electrénico y de la moda en el futuro.
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