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Resumen

En laindustria metalurgica, los defectos que se producen durante la laminacidn en ca-
liente tienen una notable relevancia ya que demasiadas veces no son detectables hasta
etapas mads avanzadas del proceso, con el consiguiente perjuicio. La solucidn mas exten-
dida en la industria es la utilizacion de Sistemas de Monitorizacién de Condiciones (SMC)
gue generan alarmas cuando una variable de proceso infringe los limites admisibles fija-
dos en funcidn del tipo de producto. En este trabajo, se propone una monitorizacién de
estado de defecto basado en un modelo de aprendizaje automatico como alternativa a
los SMC. Este sistema proporcionaria un indicador de la propensién del sistema de fabri-
cacion a generar el defecto en los productos de acero. Ademas, serviria como una guia
para conducir el sistema a un estado de menor riesgo gracias a un modelo explicativo y

graficas de dependencias parciales.

Palabras Clave: aprendizaje automatico, acero inoxidable, laminacién en caliente
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Abstract

Regarding the metallurgical industry, defects produced during hot rolling processes
are of the utmost importance because too often they are not detectable until more ad-
vanced stages of the process, with the consequent added cost. The most extended solu-
tion is based on Monitoring Condition Systems (MCS) that trigger alarms when a process
variable violates the admissible limits set according to the type of product. In this work,
a defect-related state monitoring system based on machine learning is proposed as an
alternative to MCS. This system would provide an indicator of the propensity of the pro-
duction system to produce a defect in steel products along with a guide to steer the pro-

duction system to a safer one thanks to an explainer model and partial dependence plots.

Palabras Clave: machine learning, stainless steel, hot rolling
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1. Introduccion

1.1 Motivacion

La exigencia de calidad en la industria metallrgica es cada vez mayor. Los defectos
gue se producen durante la colada continua y la laminacidn en caliente tienen un fuerte
impacto negativo en la fabricacién y procesado en frio de productos de acero. Los de-
fectos no solo tienen un coste en cuanto al desperdicio de material o la necesidad de
procesos adicionales necesarios para su eliminacion, sino que suponen ademas un enor-
me impacto medioambiental. La industria metaldrgica es una de las industrias con mayor
demanda energética y con mayores emisiones de gases que causan el efecto invernadero.
Sin embargo, la variabilidad de composiciones quimicas, la extremada complejidad de los
procesos y la diversidad de los productos producidos dificulta el analisis de los procesos
y los factores que inciden en la presencia de los distintos defectos.

Durante la deformacién del metal, debido a las fuerzas de compresién ejercidas por
los rodillos de laminacion en caliente, se producen esfuerzos cortantes superficiales como
consecuencia de la friccidn entre los rodillos y el metal. Varios parametros influyen, tales
como el factor de reduccidn, alargamiento, velocidad, temperatura, microestructura, etc.
Para abordar el analisis de estos factores suelen utilizarse simulaciones mediante mode-
lado por elementos finitos que consideran el compromiso entre el comportamiento ductil
y el endurecimiento del metal durante su laminacion, asi como métodos experimentales
(Dwivedi et al.,[2017; Ervasti y Stahlberg, 2000; Gonzalez-Castillo et al., 2021; Drobne et
al.,[2017 |Commission et al.,[2009} [Mirjanal, 2007).

Sin embargo, el enfoque seguido en este trabajo es diferente. La utilizacién combi-
nada de modelos matematicos junto con métodos de aprendizaje automatico permitiria
abordar la problematica desde una perspectiva mas global asi como encontrar las depen-

dencias multidimensionales entre defectos y la composiciéon quimica junto con la infor-
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macién de proceso para paliar la complejidad de los modelos de simulacion y el elevado
coste de los experimentos. Este enfoque esta en linea con la actual tendencia de generar

informacion util a partir de los datos que habilite una toma de decisiones mas eficaz.

1.2 Planteamiento del problema

El enfoque habitual es, después del pertinente analisis exploratorio de datos, cons-
truir un modelo de prediccidén de defectos mediante aprendizaje automatico supervisa-
do de tipo clasificacién donde cada instancia consiste en una palanquilla laminada junto
con sus caracteristicas, composicion y variables de proceso, mientras que la variable a
predecir es la presencia o ausencia del defecto considerado. Para ello se entrenan va-
rios modelos diferentes con un conjunto de datos reservados para el entrenamiento y se
evaltan con un conjunto de datos diferente, seleccionando aquel que evidencia mejor
desempenio para ser desplegado y puesto en produccion. Los inconvenientes habituales
en este tipo de aproximaciones es el desequilibrio de clases (generalmente el nimero
de instancias con defecto es mucho menor) y su solapamiento (Napierala y Stefanows-
ki, 2015} |[Krawczyk, 2016; |Xiong et al., 2010). A estos inconvenientes podemos anadir la
incertidumbre en la calificacion del defecto que es realizada por diferentes inspectores
humanos. La salida probabilistica del modelo de clasificaciéon podria servir como indica-
dor del estado del proceso en relacidn con el defecto considerado: cuanto mayor sea su
valor, mas probable que aparezca el defecto. De esta forma, este indicador del estado del
proceso podria guiar la modificacion de las consignas de trabajo para llevar al proceso a
un estado mds seguro.

Sin embargo, en este trabajo consideraremos un enfoque alternativo que sera compa-
rado con el anterior. Determinaremos un indicador del estado del proceso de laminacion
en caliente basado en el porcentaje de rollos procesados defectuosos que sera calcula-
do mediante una media mévil. Cuanto mayor sea este indicador, podemos suponer mas
marcadas las condiciones que favorecen la aparicion del defecto que son compartidas

por los productos que son procesados en proximidad temporal. Asi, convertimos un pro-
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blema de aprendizaje automatico de clasificacién en otro de regresién que predice este
indicador de estado. Compararemos el indicador asi obtenido con la salida probabilistica
del modelo de clasificacidon anterior para evaluar cudl tiene mejor desempefio en la pre-
diccion de defectos utilizando distintas métricas de modelos de clasificacién. Asimismo,
se comparara el desempeno del mejor modelo obtenido con un Sistema de Monitoriza-
cion de Condiciones que ha sido aplicado en la industria para la laminacién de cierto tipo
de acero.
Finalizaremos con un andlisis explicativo del mejor modelo predictivo obtenido que
muestre la influencia de cada variable en la aparicion del defecto proporcionando asi una

guia que permita conducir el estado del proceso en relacion con la calidad a una situacién

mas segura.

1.3 Estructura de la memoria

En el capitulo 1, introductorio, se ha expuesto la problematica asociada a la aparicién
de defectos en el proceso de laminacién en caliente en la fabricacién de acero inoxida-
ble, exponiendo distintas formas de abordarla y justificando la utilizacién de técnicas de
aprendizaje automatico. Como planteamiento del problema se ha optado por contrapo-
ner la solucién habitual consistente en obtener un modelo de prediccion mediante algo-
ritmos de clasificacion, con una solucién basada en algoritmos de regresién que predigan
un indicador de riesgo de aparicion del defecto y comparar el modelo mas eficiente con
un Sistema de Monitorizacidn de Condiciones de aplicacidn real.

En el segundo capitulo se describe el contexto y el estado del arte. En la primera
seccion se explicara cdmo se desarrolla el proceso de fabricacién y cdmo se generan los
datos que serdn utilizados en el entrenamiento y evaluacidn de los modelos. La siguiente
seccion describe el estado del arte relativo a la aplicacion de técnicas de aprendizaje au-
tomatico en la prediccidén de defectos en procesos de fabricacion del acero, con especial
atencién a la laminacidn en caliente.

El tercer capitulo expondra los objetivos general y especificos y detallara la metodo-
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logia de trabajo a seguir.

El desarrollo del trabajo centra el cuarto capitulo, cuya estructura sigue, de forma
general, la metodologia CRISP-DM, es decir, dedica secciones al andlisis exploratorio de
datos, modelado, evaluacion, explicacion y despliegue. Adicionalmente, se analiza la sa-
lida del modelo de prediccién como indicador del estado de calidad del proceso. El ana-
lisis exploratorio de datos incluye la transformacidn de los datos, visualizaciones varias,
analisis de correlaciones y el uso de Mapas Autoorganizados en modo supervisado y no
supervisado. El objetivo ultimo de este capitulo es la comparacién de dos aproximacio-
nes diferentes para resolver el problema de la construccidn del modelo de prediccidén de
astillado, buscando una solucion adecuada al problema de determinacion de un indica-
dor del estado del proceso, asi como comparar el desempefio de este indicador con un
Sistema de Monitorizacién de Condiciones de aplicacion real. Finalmente, se expondran
las técnicas de explicacion del modelo que permitirian guiar el sistema productivo a un

estado libre de defectos.

El trabajo finaliza con las conclusiones y lineas de trabajo futuras.
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2. Contexto y Estado del Arte

2.1 Proceso de fabricacion y generacion de los datos

Los datos de composicién quimica y de proceso se han obtenido de una fabrica de
produccion de producto largo de acero inoxidable utilizando palanquillas como materia
prima. Estas son barras de acero inoxidable fabricadas a partir de acero en crudo, que no
tienen las esquinas pulidas. Tienen una seccidn cuadrada de 200 mm y longitud entre 5y
8 metros, y son suministradas desde otra fabrica que realiza la colada continua, que es el
proceso de fabricacidon consistente en la solidificacion del metal fundido en la palanqui-
lla, tocho o planchdn para su posterior laminado en caliente. La laminacién en caliente
consiste en el calentamiento de la palanquilla en un horno de calentamiento que permi-
ta la reduccién y conformacién de la seccion de la palanquilla mediante la comprensién
realizada por diversas cajas laminadoras. Finalmente, un inspector humano identifica y
califica la calidad del rollo de alambrén resultante mediante un software de trazabilidad
que asegura la correcta identificacion del producto a lo largo del proceso. La figura

muestra un esquema del proceso de laminacion en caliente objeto de este estudio.

Figura 2.1: Esquema del proceso productivo objeto de estudio.

5: DN
/ — g = @M )

\!
1),
BOBINADORAS NS,
PALANQUILLA HORNO DE VIGAS GALOPANTES DESBASTADO (DUO) TREN DE LAMINACION EN CALIENTE

BLOQUE DE ACABADO

Fuente: Elaboracion propia.

Uno de los defectos caracteristicos es el astillado que consiste en una rotura mas o
menos grave detectable en la superficie del material. Si no es grave, el problema se puede
eliminar descortezando el rollo lo cual supone un coste adicional. Si el astillado es grave,

el rollo es rechazado como chatarra. La figura [2.2lmuestra los criterios de calificacion del
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Figura 2.2: Calificacion del defecto “Astillado”.

ASTILLADO MUY GRAVE ASTILLADO GRAVE ASTILLADO LEVE

Longitudinal (diente de sierra) Longitudinal

Longitudinal (abierto) Longitudinal (abierto) Puntual

Fuente: Elaboracion propia.

defecto astillado.

El proceso de laminacién en caliente distingue dos caminos de proceso. Cuando el
didametro del alambrdn es igual o superior a 16 mm. el proceso de laminacién en caliente
termina en una pareja de bobinadoras e inmersidon en agua para continuar después a las
etapas de inspeccion, flejado, compactado, pesado y etiquetado. Si el diametro es infe-
rior a 16 mm., el proceso requiere una laminacion adicional en un bloque de finalizacidn,
inmersidn en una balsa de agua y dispositivo de formacidn de espiras. A continuacion es
inspeccionado, flejado, compactado, pesado y etiquetado. Por esta razén se consideraran
dos procesos de laminacion diferentes en funcidn del didmetro: bobinadoras y bloque.

Un sistema informatico realiza la trazabilidad completa de cada palanquilla/rollo a
lo largo del proceso, incorporando a cada producto una estadistica de las variables de
proceso. Este sistema informatico, ademads, estima la temperatura de calentamiento en
el corazén de la palanquilla asi como en su exterior utilizando el método de elementos
finitos y un modelo del intercambio de calor por radiacion en el horno. Cuando esta ha-
bilitado, el médulo del Sistema de Monitorizacién de Condiciones comprueba en linea si
se produce una desviacidn en el proceso de acuerdo a las especificaciones del Departa-

mento Técnico v, si es asi, genera una alarma que informa al operador sobre la accién a
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Figura 2.3: Arquitectura informdtica para la adquisicion y almacenamiento de informa-

cion de proceso.
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Fuente: Elaboracion propia.

realizar. Ademas, almacena esta informacidn estadistica de proceso en una base de datos
NoSQL para ser explotada posteriormente combinada con otras informaciones. La figura
[2.3]muestra un esquema de la arquitectura informética que permite la insercion de infor-
macién de proceso contextualizada para cada producto procesado en bases de datos con
propdsitos especificos: una base de datos No-SQL para informacion estadistica de pro-
ceso e InfluxDB para series de tiempo. La figura [2.4 muestra la integracion de las bases
de datos con la plataforma de Ciencia de Datos para la analitica de datos y la puesta en

produccion de los modelos predictivos.

2.2 Estado del arte

Mirjanal(2007) realiza un analisis exhaustivo de los defectos que se producen duran-
te la laminacidn en caliente de barras y alambrén de acero. Explica que el disefo de la

configuracién de rodillos es determinante para la forma y calidad del producto laminado,



Miguel Angel Gonzélez Gonzalez
Monitorizacidn del estado de calidad en un proceso de laminacién en caliente de acero inoxidable
mediante técnicas de aprendizaje automatico

Figura 2.4: Integracion de bases de datos de caracteristicas y proceso con herramientas
de Ciencia de Datos.
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enumerando algunas variables influyentes tales como el ratio de reduccién de area, la ta-
sa de deformacion, el histérico de temperatura y la composicién quimica. Establece una
clasificacidon de defectos que se pueden producir en la laminacidn de barra y alambrén
dividiéndolos seglin su origen: defectos producidos en la metalurgia o por su composi-
cion quimica, defectos debidos a una practica de laminacién inadecuada y defectos como
consecuencia de un diseio deficiente de configuracion de rodillos. Dentro de los defectos
metalurgicos, menciona las grietas longitudinales (longitudinal surface cracks) en la pa-
lanquilla, dificiles de eliminar y que contindan como defectos en el rollo o barra laminada.
Por otra parte, las grietas (cracks), los arafiazos (scratches), las aletas (fins), los pliegues
(laps), las grietas transversales (corner cracks), los astillados (slivers) y la porosidad (poro-
sity) se originan por una laminacién incorrecta o por superficies de rodillos defectuosas.
Estos defectos se propagan extendiéndose a lo largo de la pieza durante el resto de la
laminacién. Sin embargo, los defectos en ocasiones presentan apariencias similares que,

junto a diferencias de criterio por parte de los inspectores humanos, contribuye a crear

cierta incertidumbre en esta calificacion (Yun et al.,[2008).




Miguel Angel Gonzélez Gonzalez
Monitorizacién del estado de calidad en un proceso de laminacidn en caliente de acero inoxidable
mediante técnicas de aprendizaje automatico

Cser et al. (1999) realizan una sintesis general de las lineas principales de investiga-
cion relativas al uso de la mineria de datos y otras técnicas de inteligencia artificial para
la prediccidn de defectos asi como para la comprension de sus causas subyacentes en el
proceso de laminacidon en caliente de acero. Proponen una monitorizacion del estado del
proceso relacionado con la calidad de la produccidon apoyandose en Mapas Autoorgani-
zados que permiten reconocer dependencias ocultas que influyen en los parametros de
calidad. Asimismo, senalan la utilizacion creciente de Redes Neuronales para la predic-
cion de variables de proceso en combinacion con modelos matematicos de los procesos.
También destacan el valor de la mineria de datos para el andlisis de la influencia de dife-
rentes parametros y variables del proceso como alternativa a los caros experimentos de
laboratorio.

El objetivo de |[Haapamaki et al.| (2005) es identificar las condiciones de proceso de
alto riesgo asi como la parte del proceso que favorece la aparicidon del éxido. Los mo-
delos de prediccidn se implementan mediante Redes Neuronales utilizando un sistema
de visidon por computador para etiquetar las instancias con defecto asi como un conjun-
to de datos a partir de un proceso de laminacion en caliente real. Los datos utilizados
consistian en valores estadisticos relativos a la composicion, dimensiones, temperaturas,
fuerzas y velocidades de laminacidn asi como flujos y presiones de las cajas de agua de
enfriamiento. La variable objetivo era el contaje del defecto de éxido que era obtenido
mediante el sistema automatico de inspeccion de defectos. Los resultados obtenidos se-
falan una importancia compleja debida al efecto de la temperatura. El mejor modelo
basado en Mapas Autoorganizados tuvo una sensibilidad de 0,54 y precisién de 0,88. La
red neuronal proporciond una sensibilidad de 0,16 y una precision de 0,27. En otro tra-
bajo, |[Haapamaki y Roning (2005) utilizaron Algoritmos Genéticos como alternativa a las
Redes Neuronales para obtener una solucion matematica para la formacion del éxido.

El modelo desarrollado por|Sayed y Hamid| (2010) predice defectos de hoyuelos y am-
pollas en productos de acero de bajo contenido en carbono, los cuales, cuando se pro-

ducen, requieren el rectificado de la superficie para eliminarlos. Un modelo de mineria
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de datos basado en Arboles de Decisién, Redes Neuronales y Reglas de Asociacién pre-
dice la aparicién del defecto a partir de informacion del andlisis del material junto con
informacion de proceso. El conjunto de datos incluye la composicidon quimica asi como
parametros efectivos del proceso de colada. El modelo de reglas de asociacién, que fue el
gue tuvo el mejor desempefio para los productos de bajo carbono, tuvo una exactitud de
0,64. Para productos de muy bajo carbono, el mejor modelo fue de arboles de decisién,
con una exactitud de 0,83. Finalmente, la red neuronal ofrecid la mejor exactitud para
productos con molibdeno, con una exactitud de 0,76.

Vlado et al. (2011) predicen la evoluciéon de grietas longitudinales y transversales en
la superficie de una plancha continua de acero colado durante la laminacion en caliente
en relacidon con una simulaciéon numérica y un modelo de aprendizaje automatico basado
en arboles de decision.

El trabajo de|Hietaniemi et al.|(2008) trata sobre la prediccion de defectos en pletinas
de acero utilizando Redes Neuronales y Mdaquinas de Vectores de Soporte combinadas
con métodos de seleccidon de caracteristicas. Los defectos son, frecuentemente, debidos
a temperaturas inadecuadas o medidas dimensionales, y suponen un sobrecoste por el
requerimiento de un proceso manual de inspeccién y las pérdidas por postprocesado del
material defectuoso. Se utilizaron datos de una fabrica de laminaciéon de pletinas de Fin-
landia que incluia temperaturas a lo largo del proceso, velocidades y tiempos. El desem-
peno logrado fue evaluado con una sensibilidad de 0,73 con Redes Neuronales y de 0,71
con Maquinas ce Vectores de Soporte. La precisién fue de 0,48 y 0,50, respectivamente.
Como método de aprendizaje no supervisado, se utilizaron Mapas Autoorganizados.

Lieber et al.| (2013) inciden en la prediccién de la calidad fisica de productos inter-
medios en procesos interrelacionados de fabricacién de productos de acero mediante
procesos de laminacidn en caliente como uno de los prodsitos principales de su trabajo.
Para ello utilizan una combinacién de métodos de mineria de datos supervisada (Arboles
de Decisidn, k-Vecinos, Maquinas de Vector de Soporte) y no supervisada (k-Vecinos, Ma-

pas Autoorganizados). El modelo que mejor predijo la dimensidn final del producto fue
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el algoritmo de k-Vecinos con una exactitud de 0,97.

En (Jokhakar y Patel, [2015) el defecto a predecir es la desviacién de temperatura de
bobinado en la produccidon de bobinas de acero. Los autores presentan un modelo de
aprendizaje automatico basado en Bosques Aleatorios cuyos resultados se traducen en
reglas para generar nuevos modelos de control. Como métrica de desempeno, publican
un area bajo la curva ROC de 0,833.

Ruiz et al.|(2021) proponen un modelo de clasificacion para la prediccién de presen-
cia de inclusiones a partir de un conjunto de datos que incluye informacidn experimental
de acero conformado en frio fabricado mediante un horno de arco eléctrico y laminado
en caliente. Evaluaron distintos algoritmos tales como Regresién Logistica, k-Vecinos Mas
Préximos, Arbol de Decisidn, Bosques Aleatorios, AdaBoost, Potenciacién de Gradiente,
Clasificador por Vectores de Soporte y Redes Neuronales, optando finalmente por los
Bosques Aleatorios. Ademads, utilizaron el método de la caracteristica de la permutacién
para identificar las variables que influyen en el defecto asi como graficos de dependencias
parciales para determinar el impacto de las variables en la presencia del defecto. El mejor
resultado se obtuvo con Bosques Aleatorios, con un area bajo la curva ROC de 0,822, una
sensibilidad de 0,709 y una precisidon de 0,749.

El trabajo presentado por Takalo-Mattila et al. (2022) consiste en un sistema de pre-
diccién de calidad en el acero basado en Arboles de Potenciacién de Gradiente (gradient
boosting trees) con el objetivo de detectar defectos superficiales en las primeras eta-
pas del proceso de fabricacidn. Los datos se obtuvieron de una fabrica de produccién de
acero. El modelo se integré con una herramienta de monitorizacién de calidad con el pro-
posito de centrar la atencion durante la tarea de inspeccion en aquellos productos con
mayor riesgo de presentar defectos segun la prediccién del modelo. Finalmente, se utilizé
una herramienta de explicacion de modelos para obtener mayor conocimiento sobre la
relacién de las variables de proceso y los defectos superficiales. El modelo obtenido fue
finalmente desplegado en produccidn. La métrica de desempefio empleada fue el area

bajo la curva ROC, con un valor de 0.81 y de 0,71 para cada uno de los conjuntos de datos
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utilizados.

La tabla [2.1]muestra un resumen del estado del arte relativo a la prediccion de defec-
tos en procesos de produccidn de productos de acero que fue anteriormente descrito. Los
distintos trabajos que abordan esta problematica siguen unas lineas generales comunes,
consistentes en la prediccién de defectos superficiales mediante algoritmos de aprendi-
zaje automatico a partir de informacidn caracteristica de la materia prima asi como de
informacion del proceso. En alglin caso se complementan con modelos matematicos o
técnicas de aprendizaje no supervisado para facilitar el analisis exploratorio o proporcio-
nar claves para el posterior aprendizaje supervisado. En lo relativo al desempefio de las
distintas soluciones, resulta complicado comparar los resultados obtenidos porque los
defectos a predecir, los procesos y las métricas son diferentes. De forma general, podria-
mos decir que los modelos mas eficaces arrojan un area bajo la curva ROC proxima al 0,8.

Por otra parte, no siempre se hace explicito el propdsito ultimo del modelo de pre-
diccidn. Es necesario que éste ayude a evitar, de una forma u otra, que se produzca el
defecto. No aporta mucho valor predecir un defecto cuando el proceso de produccién
se ha completado y el dafio esta hecho. Asi,[Haapamaki et al.[(2005) indican que su pro-
puesta permitiria reconocer las condiciones del proceso que favorecen la aparicién del
defecto, asi como la etapa del proceso en el que se producen. Esta es la solucién que
ademads se aproxima mas a la propuesta de|Cser et al. (1999) en cuanto a la monitoriza-
cion en linea del estado del proceso relacionado con la calidad de la produccion. Otros
aplicaciones se refieren al aumento del conocimiento del proceso creando reglas de cara
a nuevos modelos de control (Sayed y Hamid, [2010) o mediante la utilizacion de herra-
mientas de explicacién de modelos (Ruiz et al.,|2021; Takalo-Mattila et al.,|2022).

Este trabajo incidird en la creacién de un indicador del estado del proceso relaciona-
do con la aparicidon del defecto de astillado siguiendo asi el enfoque de|Cser et al.|(1999)
y planteara ademads una alternativa al habitual modelo supervisado de clasificacion. Asi-
mismo, extendera la aplicacidn de técnicas de aprendizaje automatico a la prediccién de

defectos en la produccién de acero inoxidable en aras de una mejor comprensién de las
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Tabla 2.1: Estado del arte de soluciones de prediccion de defectos en la fabricacion de
productos de acero

Trabajo

" |Haapamaki
et al.|(2005)
Haapamaki
\ Roning
(2005)

Sayed y Ha-
mid|(2010)

Vlado_et_al.
(2011)

Hietaniemi
et al.|(2008)

Lieber et al.
(2013)

Jokhakar vy
Patel|(2015)

Ruiz__et al.

(2021)

Takalo-
Mattila et al.
(2022)

Proceso Defectos Aprendizaje supervisado Aprendizaje no supervisa- | Desempefio
do
Laminacién Oxido Red neuronal Mapas Autoorganizados 0,54 (TPR) y
en caliente 0,88 (PPV)
Laminacién Oxido Modelo matematico | Mapas Autoorganizados
en caliente de prediccion de Oxido
resuelto mediante Algorit-
mos Genéticos
Colada conti- | hoyuelos y | Arboles de Decisién, Re- 0,64, 0,83 y
nua ampollas des Neuronales y Reglas 0,76 (ACC)
de Asociacion
Laminacién Grietas lon- | Arboles de Decisién
en caliente gitudinales y
transversales
Laminacién Redes neuronales y Ma- 0,73 (TPR) y
en caliente quinas de Vectores de So- 0,48 (PPV)
porte
Laminacién Arboles de Decisién, k- | k-Vecinos, Mapas Autoor- | 0,97 (ACC)
en caliente Vecinos, Maquinas de Vec- | ganizados
tores de Soporte
Laminacién Desviacién Bosques Aleatorios 0,83 (AUC)
en caliente de tempe-
ratura de
bobinado
Horno de ar- | Inclusiones Regresion Logistica, 0,82 (AUC),
co eléctrico k-Vecinos Mdés  Proxi- 0,71 (TPR) y
y laminacién mos, Arbol de Decisidn, 0,75 (PPV)
en caliente Bosques Aleatorios, Ada-
Boost, Potenciacion de
Gradiente, Clasificador
por Vectores de Soporte y
Redes Neuronales
Colada conti- Arboles de Potenciacion 0,81 (AUC)
nua de Gradiente

Nota: En la columna de desempefio, TPR es sensibi

idad, PPV es precision, AUC es area bajo la curva ROC y ACC es exactitud.

Fuente: Elaboracion propia.
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3. Objetivos

En este capitulo se enuncian los objetivos general y especificos, asi como la descrip-
cion de la metodologia de trabajo a seguir, en el marco de la creacidon de un indicador
del estado de proceso relacionado con el defecto de astillado durante el calentamiento y

laminacidn en caliente de rollos de acero inoxidable.

3.1 Objetivo general

La contribucién de este trabajo consistira en:

= Extender la aplicacion de técnicas de aprendizaje automatico para la prediccion de
cierto tipo de defectos superficiales, los astillados, en procesos de laminacién en

caliente de acero inoxidable.

= Desarrollar la propuesta relativa a la monitorizacidn del estado del proceso creando
unindicador vinculado a la probabilidad de aparicidon del defecto mediante técnicas
de aprendizaje automatico. Este indicador permitiria la observacién de una variable
de estado oculta del sistema de fabricacién, determinado por las caracteristicas del
producto procesado y por las variables de proceso, que indica la propensién del
sistema a causar la aparicidén del defecto. El siguiente apartado, que describe los

objetivos especificos, ofrece mas detalles sobre este proceso.

s Comparar el desempeiio del indicador de defecto con un Sistema de Monitoriza-
cion de Condiciones que ha sido aplicado en la industria para la laminacion de cierto
tipo de acero. Para ello, consideraremos este sistema como un clasificador basado

en reglas.

= Proporcionar una guia basada en esta variable de estado, junto con un modelo
explicativo con graficas de dependencias parciales, que indicaria a qué valores hay

gue guiar ciertas variables de proceso para llevar al sistema a un estado mas seguro.
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3.2 Objetivos especificos

La prediccion de defectos mediante técnicas de aprendizaje automatico suele abor-
darse mediante la construccién y evaluaciéon de un modelo supervisado de clasificacion.
Este serd el enfoque a seguir en la primera parte del desarrollo de este trabajo, y para ello
se entrenaran, evaluaran y compararan diferentes algoritmos de aprendizaje automatico
de clasificacién.

Sin embargo, también se determinara un indicador de estado que mida el riesgo de
aparicion del defecto. Este indicador sera predicho utilizando algoritmos de aprendizaje
automatico de regresion. Igualmente, se entrenaran, evaluardn y compararan diferentes
algoritmos de aprendizaje automatico de regresion.

Posteriormente, se compararan las dos opciones con el objetivo comun de predecir
el estado de defecto en el conjunto de datos de test. Para ello, se utilizara el valor del
indicador como la probabilidad de que cada instancia a predecir corresponda a la clase
positiva, es decir, sea defectuosa.

Por uUltimo, se comparara el desempefio y coste asociado del modelo obtenido me-
diante aprendizaje automatico con modelo de clasificacion basado en las reglas de un
Sistema de Monitorizacidon de Condiciones. Para ello se calcularan las métricas de de-
sempeiio como clasificador y el coste debido a los falsos positivos y negativos.

La siguiente seccion expondra de forma precisa la metodologia del trabajo a seguir.

3.3 Metodologia del trabajo

En primer lugar se hard referencia a las fuentes de datos. Las estadisticas de informa-
cion de proceso estan disponibles en una base de datos NoSQL mientras que la informa-
cion sobre las caracteristicas y calidad de los productos residen en la base de datos DB2
del sistema informatico de gestion de recursos de la compaiiia. La poblacién estudiada
data desde junio hasta mediados de octubre del 2022. Estas serdn nuestras fuentes de
datos. El conjunto de datos se divide en dos: uno relativo a la laminacién en caliente si-

guiendo el proceso de bobinadoras y otro para el proceso del bloque. Se utilizard como
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variable a predecir la calificacion de defecto, en la opcidon de modelo de clasificacidn, y el

indicador de probabilidad defecto en la opcién del modelo de regresidn. Los atributos o

predictores seran las estadisticas de proceso durante su calentamiento en el horno (tiem-

pos y temperaturas), caracteristicas dimensionales, composicién quimica y variables de

proceso durante la laminacion en caliente. Estas ultimas son diferentes segun el camino

bobinadoras o bloque. El preprocesamiento de los atributos incluird un escalado y una
codificacion de variables categoricas de tipo one-hot.

La metodologia para la obtencién de los modelos de aprendizaje automatico es CRISP-
DM 6 Cross Industry Standard Process for Data Mining (Gallardo Arancibial [2009) en la
gue se siguen iterativamente las fases que se relacionan a continuacion: comprension de
los objetivos del proyecto, estudio y comprension de los datos, andlisis de los datos y se-
leccion de caracteristicas, modelado y evaluacién. El modelo resultante sera desplegado.
La consulta de los datos, limpieza, andlisis exploratorio asi como el entrenamiento, eva-
luacion y seleccién de modelos sera realizado utilizando el ecosistema del lenguaje R, en
particular con la coleccién de librerias de tidyverse (Wickham et al.,2019) y mlir3 (Lang
et al.,[2019).

Siguiendo las lineas planteadas en el estado del arte, durante en analisis exploratorio
de datos utilizaremos mapas Autoorganizados(Kohonen),[1995), que permiten agrupar los
datos utilizando un algoritmo de red neuronal no supervisado que crea representaciones
internas organizadas espacialmente preservando las propiedades topoldgicas de los da-
tos de entrada de modo que pueden ser visualizados en mapas de dos dimensiones. Nos
serviremos de la libreria en R kohonen (Wehrens y Buydens, [2007; Wehrens y Kruissel-
brink,{2018)

Los algoritmos utilizados son ranger(Wright y Ziegler, 2017) que es una implemen-
tacion de Bosques Aleatorios(Breiman, (2001), rpart(Therneau y Atkinson, 2019) que son
Arboles de Decisién, xgboost(Chen y Guestrin, 2016; (Chen et al.,[2022) que es un algo-
ritmo de Potenciacion de Gradiente Extremo, glmnet(Friedman et al., 2010) 6 Modelo

Lineal Generalizado, kknn(Schliep y Hechenbichler, 2016) 6 Clasificacién de k-vecinos y
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svm (Dimitriadou et al.,[2009) 6 Maquinas de Vectores de Soporte(Cortes y Vapnik,/1995).

El area bajo la curva ROC (Caracteristica Operativa del Receptor) sera utilizada como
métrica de comparacion de los modelos de clasificacion mientras que el desempefio de
los modelos de regresion sera evaluado mediante la raiz del error cuadratico medio y me-
diante el coeficiente de determinacién 6 R?. Asimismo, el valor continuo generado por
el modelo de regresidn sera utilizado como la prediccidon de probabilidad de defecto de
un modelo de clasificacion, lo que permitira la seleccidon del mejor modelo entre las op-
ciones de clasificacion y de regresion como modelos de prediccion de defecto utilizando
como métrica el area bajo la curva ROC. Para ello realizaremos un test estadistico que
ponga a prueba que hay una mejor en el desempefio de ambas opciones. Realizaremos
10000 remuestreos con repeticién del conjunto de datos de test, y para cada conjunto
muestral calcularemos el area bajo la curva ROC mediante las dos opciones: modelo de
clasificacion de defecto y modelo de regresion de probabilidad de defecto. Posteriormen-
te, se realizard la prueba t de Student mediante la funcidn R t.test donde la hipétesis nula
consiste en que no hay diferencia entre ambas distribuciones.

El siguiente paso sera comparar el mejor modelo con un sistema de reglas de un Sis-
tema de Monitorizacidon de Condiciones que ha sido aplicado en la industria para la la-
minacién de cierto tipo de acero. Podemos considerar la activaciéon de las alarmas por
infraccién de limites como una prediccién de defecto. Es decir, el Sistema de Monitoriza-
cion de Condiciones se comporta como un clasificador basado en reglas y, consiguiente-
mente, su desempefio puede evaluarse con las mismas métricas que cualquier modelo
de clasificacion. Obviamente, los datos con los que se realizara la evaluacion no estaran
influidos por la habilitacidon de este sistema, sino que se aplicaran sus reglas a los valores
de las variables de proceso registradas. La comparacion se realizara basada en el coste
total debido a los falsos positivos y falsos negativos de las dos soluciones y aplicando un
test estadistico como el descrito con anterioridad.

Sea p, el porcentaje de astillados calculado como el ratio de falsos negativos respecto

al total; p, el porcentaje de recuperacion calculado como la relacién de verdaderos positi-
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vos y falsos positivos respecto al total; ry el sobrecoste unitario de reproceso de los rollos
con defecto.; C, el coste unitario producto correcto y C, el coste de cada reproceso. Se

ignoran las pérdidas por chatarra debidas a defectos graves.

B FN (3.1)
Pa = T .
TP+ FP
e 3.2
p T (3.2)
Coste = (1 — pa)Cy + prCr + po (1 +14)C,, (3.3)

donde FN es el numero de falsos negativos, TP el nUmero de verdaderos positivos, FP el
numero de falsos positivos y T el nimero total de instancias de test.

Se realizard un test estadistico que valide si existe una diferencia estadisticamente sig-
nificativa en los costes incurridos por ambos sistemas. Se realizaran 10000 remuestreos
con repeticion del conjunto de datos de test, y para cada conjunto muestral calcularemos
FN, TP y FP segun el modelo de aprendizaje automatico y segun el conjunto de reglas
del Sistema de Monitorizacidon de Condiciones. Posteriormente, se realizara la prueba t
de Student mediante la funcién R t.test donde la hipdtesis nula consiste en que no hay
diferencia entre ambas distribuciones.

Finalmente, el modelo de aprendizaje automatico generado sera interpretado me-
diante DALEX (Biecek, [2018) lo que permitird, por una parte, profundizar en el conoci-
miento sobre la relacidon de los distintos atributos y la aparicidon del defecto, y por otra,

como orientacion sobre la seleccion y transformacion de atributos mas adecuados.
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4. Desarrollo del trabajo

El desarrollo del trabajo comenzara con una analisis exploratorio de los datos, pos-
terior a la adquisicién de los mismos. La primera parte consistird en la transformacién
de los datos, resolviendo el problema de datos perdidos y seleccionando o creando nue-
vas variables. A continuacidn se realizaran distintas visualizaciones, se hara un analisis
de correlaciones y se aplicardn técnicas de aprendizaje no supervisado, como los Mapas
Autoorganizados.

Durante el proceso de modelado, se entrenaran varios algoritmos en las dos modali-
dades: el modelo de clasificacion de astillado y el modelo de represion de probabilidad
de astillado.

A la etapa de modelado, seguira la de evaluacién y seleccidn del mejor modelo. Se
compararan los resultados de los diferentes modelos de clasificacién utilizando como mé-
trica el area bajo la curva ROCy se compararan los modelos de regresion mediante la raiz
del error cuadratico medio y el coeficiente de determinacién. A continuacién,se compa-
raran los distintos modelos como clasificadores, utilizando la prediccién de probabilidad
de astillado como la probabilidad de pertenencia a la clase positiva, es decir, el astilla-
do. Finalmente se determinara el umbral de deteccién que minimice el coste total de los
errores de prediccion, falsos positivos y falsos negativos. Tanto en el modelado como en
la evaluacidn, se utilizaran dos conjuntos de datos diferentes: uno para los rollos lamina-
dos en bobinadoras y otro para los productos procesados en el bloque. La realizacion de
un test de Student del drea bajo la curva ROC junto con un remuestreo con repeticion del
conjunto de datos de test permitira la seleccidon del mejor modelo.

Una vez seleccionado del mejor modelo para la prediccion de astillado mediante
aprendizaje automatico, se comparard con un clasificador basado en reglas de acuerdo a
un Sistema de Monitorizacién de Condiciones. Con este fin se llevara a cabo un test de

Student del coste debido a los errores de prediccidn junto con un remuestreo con repe-
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ticion del conjunto de datos de test.

El capitulo dedicado al desarrollo finaliza con una explicacién de la puesta en pro-
duccion el modelo resultante, incluyendo herramientas de visualizacion de alto nivel que
habiliten la toma de decisiones, facilitadas por métodos de interpretaciéon del modelo
predictivo. Los mejores modelos a aprendizaje automatico suelen ser modelos de caja
negra en los que es dificil determinar la relacién entre los atributos y la salida del modelo
de prediccion. Existen diferentes técnicas, agndsticas al modelo, que permiten analizar
estas relaciones. Asi, proporcionan una guia que permitiria conducir al sistema producti-
vo a un estado que ofrezca una mejor calidad de los productos. Se utilizaran graficos de

importancia de variables basadas en permutacion, perfiles de dependencias parciales,

graficos de descomposicidn y perfiles Ceteris Paribus.

4.1 Analisis Exploratorio de los Datos

El proceso basico del Analisis Exploratorio de los Datos incluye una etapa de transfor-
macién de datos en la que se eliminan los valores faltantes o andmalos, se crean variables
mas utiles y se realiza una seleccion de predictores. Este proceso requiere ademas dis-
tintas visualizaciones que permitan el analisis y comprension del problema mediante la
informacidn que los datos proporcionan en cuanto a estructura, relacion entre variables y
patrones. Este analisis sera complementado con al creacidn de Mapas Autoorganizados,

tanto en modo no supervisado como supervisado.

4.1.1 Transformacion de los datos
El conjunto de datos inicial consta de 17675 instancias y 622 atributos seleccionados
con base en el criterio del experto de dominio. Agruparemos estas variables segun los

siguientes grupos:

1. Caracteristicas. Incluye variables relativas a las caracteristicas fisicas de la palan-
quilla original, pesos de entrada y salida asi como el tipo del producto y didmetro

al que fue asignada.
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. Composicion quimica. Incluye valores de composicidon quimica asi como valores qui-

micos elaborados.

. Recepcion. Cédigos de calidad de recepcidn de palanquilla. Han sido transformados

en codificacidn one-hot.

. Horno. Valores medidos de tiempos, temperaturas y caudales de gas en el horno
de recalentamiento de palanquillas asi como temperaturas estimadas obtenidas

mediante un modelo matematico de estimacion del calentamiento de las mismas.

. Duo. Valores de proceso en el desbaste del duo incluyendo fallos, luces, intensida-

des, temperaturas de pasada y tiempos.

. Laminacion general. Alargamientos, intensidades, alturas de lazo, tiros, pares, tem-
peraturas y tiempos de las cajas de laminacidn, asi como velocidades de entrada y

salida del tren.

. Bobinadoras. Diferentes variables de proceso de las bobinadoras incluyendo cajas

de agua, enfriamiento, temperaturas y tiempos.

. Blogque. Alargamientos, intensidades, alturas de lazo, tiros, pares, temperaturas y

tiempos de las cajas del bloque, incluyendo cajas de agua, temperaturas y tiempos.

La primera tarea de la transformacién de variables consiste en obtener la variable a

predecir, la que indica que el rollo producido ha sido calificado como astillado. Para ello se

comprueba si en alguno de los cédigos de calificacién del inspector aparece el cédigo que

indica este defecto. La inspeccidn se realiza en dos etapas del proceso, al final del pro-

ceso de laminacion con el rollo en negro o después del decapado donde es mas sencillo

apreciarlo. Sera el resultado de esta ultima inspeccidn la que serd utilizada. Consiguien-

temente, se eliminan todas las instancias que no han sido inspeccionadas después del

decapado. Posteriormente, se calcula la variable indicativa de probabilidad de astillado

para cada rollo como el porcentaje de rollos con astillado de los cinco rollos mas préximos
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en el tiempo al dado.

Asimismo, se realiza la codificacién one-hot de los cédigos de recepcién de la palan-
quilla, se calculan los retardos en las medidas de temperatura a lo largo del proceso de
laminacién y se eliminan todos aquellos atributos con un porcentaje de valores faltantes
superior al 20 %. El tratamiento de los valores perdidos termina con la eliminacion de to-
das las instancias con valores perdidos.

Finalmente, se separa el conjunto de datos en dos partes, una relativa a la laminacién
en bobinadoras y otra en el bloque. El conjunto de datos dedicado al proceso en bobina-

doras tiene 2792 instancias y 260 atributos, mientras que el relativo al bloque cuenta con

10174 instancias y 310 atributos.

4.1.2 Visualizaciones generales y analisis de correlaciones

La figura muestra el porcentaje de instancias defectuosas en funcién del diame-
tro. En principio, se observa que los diametros inferiores a 14.5 son menos problematicos
siendo 14.5 el que mayor porcentaje arroja. Recordemos que los didmetros inferiores a
16 son los se laminan en la seccién del bloque mientras que los didmetros iguales o supe-
riores a 16 por bobinadoras. Es decir, parece que los productos procesados por el bloque
tienen los mejores pero también los peores porcentajes de defecto, empeorando con el
aumento del didametro. Sin embargo, este argumento se debilita al observar la figura |4.2
gue senala el nUmero de unidades producidas y defectuosas: los elevados porcentajes de
defecto no son fiables debido al reducido numero de ejemplares que corresponden a su
medida. De acuerdo a este grafico, los didmetros mas problematicos resultan ser el 11,
13, 15, 17 y, especialmente, el 21 para los cuales tenemos una mayor confianza por el
nuimero de rollos que considera. Con menos dudas, los didmetros mas eficientes son los
inferiores o iguales a 8,5.

Por otra parte, la figura [4.3|muestra el porcentaje de instancias defectuosas en fun-
cién del tipo de acero mientras que la figura [4.4]indica el nimero de unidades producidas,

distinguiendo las defectuosas, en funcidn del tipo de acero. Los tipos de acero con mayor
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Figura 4.2: Unidades producidas en funcion del didgmetro.
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incidencia son el 076, 903, 915 y 917.
Finalmente, la figura muestra la incidencia del astillado en funcién del tipo de

acero y del diametro. En gris se muestran aquellas combinaciones de tipo de acero y dia-
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Figura 4.3: Astillado respecto al tipo de acero.
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metro sin representacion.

Figura 4.5: Frecuencia relativa del astillado en funcidon del diametro y tipo de acero.

n
|| tillad
IR .-
e poembews = I°-75
0.50

EE M E N n m

B EEEE T EE EEEN EEEE N 0.25
0.00

LD OO MO0 D OO N LO NN OO OO O OO0 0 O = NM SO
B © NN 00 67T ocoT =T aaNT o TETInT 0T NT T NANNAN
- -

—_—_— = - o -

diametro

A continuacion, calcularemos y visualizaremos la correlacidn entre las variables.

» Entre pares de variables numéricas se calculard el coeficiente de correlacién de

Spearman, mediante la funcidon cor con pardametro method="spearman”(R Core

2021)

» Entre variables categdricas se calculara la V de Cramér basada en la estadistica x?

de Pearson 1946) mediante la funcién cramerV (Mangiafico| [2022).

» Entre una variable categodrica y otra numérica, mediante el analisis de varianza de

una via (One-Way ANOVA). Para ello se extrae la estadistica R? del resumen (fun-

cién summary) del modelo obtenido con la funcién Im (R Core Team, 2021).

Obtenemos una matriz de correlacién cuadrada de dimensiéon 326 que no es posible
visualizar de forma matricial. Una alternativa es representarla como una red en la que solo

se consideran los nodos o variables unidos por correlaciones superiores a cierto valor, en
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este caso 0.8. Para ello, utilizaremos el paquete ggraph (Epskamp et al.,2012). La figura

[4.6lmuestra las correlaciones entre variables superiores a 0.8.

Figura 4.6: Correlaciones superiores a 0.8 entre variables.

Generalmente corresponden a similitudes de valores entre cajas de laminacién que
se justifica porque su regulacion en la automatizacion esta ligada. También se reconocen
similitudes entre temperaturas entre dos puntos consecutivos del proceso. Seria conve-
niente eliminar aquellas variables con fuertes correlaciones. Sin embargo, el propdsito de
este trabajo no es encontrar el mejor modelo de clasificaciéon, sino comparar entre dos
opciones: un modelo supervisado de clasificacion de defecto y un modelo de regresién
que estime la probabilidad de defecto. Las dos opciones tendran que resolver la seleccién
optima de caracteristicas.

Se observan los siguientes agrupamientos:

= Velocidades de las cajas de laminacidn.

= Velocidad de salida del tren ligada a la infravelocidad y periodo de wobulacién de
bobinadoras, por una parte, y al alargamiento, velocidad, intensidad y par en el

bloque.
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= Tiro en las cajas 01, 02, 03 04 y 05.
» [ntensidades entre distintas pasadas del duo.
= [ntensidades en las cajas 01, 02, 03 y 04.

» Pesos en entrada y salida y retardos entre punta y cola de los pirémetros de lami-

nacion.

= Temperatura estimada en el corazdn, temperatura en las segunda y quinta pasada
del dio, temperaturas medidas en el horno en calentamiento e igualacién y tem-

peraturas de punta y cola en la caja 01.
= |ntensidades y pares en las cajas 10y 11.
= Velocidades mdximas en las Ultimas pasadas del duo.
» Pares promedio, maximo y minimo en las cajas 01 a 04.

En la figura muestran las variables mas correladas con el astillado mientras que en
la figura [4.8 muestra las variables mas correladas con la probabilidad de defecto. Las
correlaciones no son muy elevadas, pero se observan diferencias importantes entre las

variables mas correladas con las variables astillado y probabilidad de astillado.

4.1.3 Aprendizaje no supervisado: Mapas Autoorganizados

En el capitulo relativo al andlisis del estado del arte, varios autores hicieron referen-
cia a la utilizacion de Mapas Autoorganizados para reconocer dependencias ocultas que
influyen en la calidad de los productos fabricados. En la descripcién de la metodologia
de trabajo, se indicd que se utilizarian Mapas Autoorganizados durante el andlisis explo-
ratorio de datos y que, con este fin, seria utilizada la libreria en R kohonen (Wehrens y
Buydens, [2007; \Wehrens y Kruisselbrink,|{2018)

Los Mapas Autoorganizados fueron presentados por Teuvo Kohonen en 1982 (Koho-

nen| |1982). Se trata de una red neuronal que utiliza aprendizaje competitivo para ajustar
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Figura 4.7: Variables con mayor correlacion con astillado.
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Figura 4.8: Variables con mayor correlacion con probabilidad astillado.

diametro
retardo_entrada_balsa_punta

velocidad_caja05ta
velocidad_entrada_ta
velocidad_caja03ta
velocidad_c ca|a01ta

velocidad caJa1ta
velocidad_caja03ta
velocidad_cajadta
velocidad_taja02ta
caJaSta
temperatura hcrno igualacior_inferior
sidad_maximo_cajalita
par_maximo; ca|a11ta
ocidad_caja2ta
temperatura_horno_calentamiento Superior
temperatura_caja0Tta_punta
temperatura_horno_calenfamiento_inferior
par_promedio_cajalita
temperatura horno igualacion_superior
nténsidad_promedio_cajalita
lemperatura corazon igualacion
velccldad minima_duo_T0pasada
mperatura_entrada_bal:
mperatura caja01ta_col
temperatura_salida_formador_espiras_col
locidad_caja3f

par_minimo_caja
temperatura_dug_5pasada_med

retardo sahda formador_espiras_pun
S_igualacion_ superlor_promed

_laZo_cajab

r maxlmc _caja10f

temperatura_salida fnrmaior esplras pun

MY P VOV OV DV DO

o

=)

=)
o
w

a_horno, perior
{‘ sidad_minimo, ca|a11ta

as. |gualac|on Superia_minimo
orio_pr nferior
altura_lazo ca]aB!g

temperatura_pirometro_horno
|ntens|dad maximo, ca]aOSa
promedio_caja10ta

\o_plnc roll_bobinadoras
temperatura_dug_2pasada_r medﬁ

gas_igualacion_inferior_promedio
gas, \gualac\cn mfenor minimo

. S MD4
gas_igualacion_inferior_maximo

correlacién con probabilidad astlllado

sus pesos con el fin de crear una representacién organizada espacialmente que permita
la reduccién de dimension de los datos. Como no utiliza la propagacién hacia atras de
errores ni el método del gradiente descendente, es capaz de conservar las propiedades
topoldgicas del espacio de entrada. Consta de dos capas importantes, la de entrada y
la de salida, también denominada mapa de caracteristicas. Cada instancia en la entrada

compite por su representacion en la salida, de modo que se van ajustando los pesos que
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minimicen la distancia entre el vector mas préximo en la salida y la entrada.

Se prefiere al Andlisis de Componentes Principales (ACP) como técnica de compresién
de datos cuando estos tienen muchas dimensiones que son utiles. El nimero de compo-
nentes principales extraidos con ACP aumenta con el nimero de variables del conjunto de
datos y éstos son combinaciones lineales de las variables extraidas. Dado que las variables
no son generalmente combinaciones lineales de otras, estas limitaciones generalmente
dificultan el analisis de datos multivariable, mientras que los Mapas Autoorganizados re-
conocen relaciones no lineales entre variables y permiten la representaciéon en un mapa
bidimensional. (Yin,|2007; |Das et al.,[2016).

La figura muestra los mapas de color correspondiente a las variables de tempe-
ratura estimada en el corazén en la salida del horno, temperaturas medidas mediante
termopares en las distintas zonas del mismo y temperaturas medidas mediante pirome-
tros en la segunda y quinta pasada del duo y en la caja de laminacién 01. Para ello calcula
el promedio del valor de cada variable indicada agrupado con base en la unidad del mapa
autoorganizado correspondiente que finalmente convierte a un color. Puede observarse
la similitud entre ellas como consecuencia de la fuerte correlacidon que habiamos sefiala-
do en la seccion anterior. De forma similar podrian observarse correlaciones entre otras
variables.

La figura [4.10muestra los Mapas Autoorganizados correspondientes a bobinadoras
y al bloque, en celdas de 10x7 y 10x13, respectivamente. En rojo se sefalan las instan-
cias defectuosas mientras que en gris se grafican las instancias correctas, las cuales han
sido asignadas a determinada unidad por la red segln su similaridad topolégica. No se
reconoce una distribucion de las instancias con astillado que indique que los Mapas Au-
toorganizados han reconocido un patrén que pueda relacionarse con el defecto, si bien
si se reconocen unidades con una mayor concentracién de instancias defectuosas.

A continuacion, utilizaremos los Mapas Autoorganizados en modo supervisado, de
modo que pueda ser evaluada su capacidad predictora. Para ello, utilizaremos la funcién

xyf. La figura muestra los Mapas Autoorganizados correspondientes a bobinadoras
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Figura 4.9: Mapas de color correspondientes a temperaturas en horno, duo y caja 01.
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Figura 4.10: Mapas Autoorganizados correspondientes a bobinadoras y al bloque.

Bobinadoras

Bloque

y al bloque, en celdas de 10x7 y 10x13, respectivamente con aprendizaje supervisado. Al

igual que la anterior, en rojo se sefialan las instancias defectuosas mientras que en gris se

grafican las instancias correctas. Obsérvese cdmo se concentran todas las instancias de-
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fectuosas en una unidad. La similaridad de los mapas de color de temperaturas en horno

y proceso representados en la figura |4.12|confirman la fuerte correlacion de estas varia-

bles.

Las tablas [4.1]y muestran las matrices de confusidn de los Mapas Autoorgani-

Figura 4.11: Mapas Autoorganizados correspondientes a bobinadoras y al bloque con

aprendizaje supervisado.

Bobinadoras

Bloque

Tabla 4.1: Matriz de confusion para la prediccion del astillado mediante mapa autoorga-

nizado para bobinadoras

Astillado calificado

Positivo | Negativo | Total

. . Positivo 5) 78 83
Astillado predicho Negativo 9 160 169
Total 14 238 252

Tabla 4.2: Matriz de confusion para la prediccion del astillado mediante mapa autoorga-

nizado para el bloque

Astillado calificado

Positivo | Negativo | Total

. . Positivo 10 303 313
Astillado predicho Negativo 56 673 699
Total 36 976 1012

zados de bobinadoras y bloque entrenados en modo supervisado. En el primer caso, la

sensibilidad resultante es del 36 % con precision de 65 %, mientras que para el bloque
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Figura 4.12: Mapas Autoorganizados correspondientes a bobinadoras y al bloque con
aprendizaje supervisado.

temperatura_corazon_igualacion temperatura_duo_2pasada_media temperatura_duo_Spasada_media

1200
1320 1160

1140
1300
1150 1120
1280
1100

1260 1080
1100

1240 1060

temperatura_horno_calentamiento_inferior temperatura_horno_calentamiento_superior temperatura_horno_igualacion_inferio

r
1340
1320
1300
1280
1260
1240

temperatura_caja01ta_cola

1020
1000
880
S60
940

resulta una sensibilidad del 28 % y una precision del 67 %. En la seccidn siguiente avanza-
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remos en el entrenamiento de modelos con mayor poder predictivo.

4.2 Modelado

Disponemos de dos conjuntos de datos, uno para rollos laminados en bobinadoras y
otro para productos procesados en el bloque. En cada uno de ellos existe una variable
categoérica, astillado, que indica si el rollo correspondiente fue calificado como astillado y
probabilidad_astillado, una variable numérica calculada como el porcentaje de astillados
en el entorno temporal del rollo correspondiente. Entrenaremos modelos supervisados,

de clasificacion para astillado o regresidn para probabilidad_astillado, utilizando algo-

ritmos ranger(Wright y Ziegler,2017), rpart(Therneau y Atkinson||2019), xgboost(Chen y

\Guestrin, 2016; Chen et al.,[2022), glmnet(Friedman et al.,[2010), kknn(Schliep y Hechen-|
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bichler,|2016) y svm (Dimitriadou et al.,|2009). El desarrollo sera llevado a cabo mediante
mlir3 (Lang et al.,[2019), un conjunto de paquetes en lenguaje R, con disefio orientado a
objetos R6, con herramientas que permiten el preprocesamiento, ajuste de parametros,
seleccidn de caracteristicas, entrenamiento, evaluacion y visualizacion relativa a la cons-
truccién de modelos de aprendizaje automatico.

Se crearan cuatro objetos Task, combinando los conjuntos de datos de bobinadoras o
bloque y la variable a predecir. El listado[4.1]ilustra la creacién de la tarea de bobinadoras
para predecir el astillado, asi como la division de las tareas de entrenamiento y test. Para

ello se instancia un objeto de tipo TaskClassif.

Listado 4.1: Creacion de tarea y division en conjuntos de datos de entrenamiento y eva-
luacidn para clasificacion

# Inicializacién de la tarea a partir del conjunto de datos df.bob
# La variable a predecir es astillado, y el valor positivo 'Y'
tarea.bob.astillado <- mlr3::TaskClassif$new(

id = "tarea.bob.astillado",

backend = df.bob %»>%

dplyr::select (-probabilidad_astillado,-acero),

target = "astillado",

positive='Y'
)
# Divisidon del conjunto de datos en los conjuntos de entrenamiento y test
# Creacidon de tareas con estos conjuntos
holdout <- rsmp("holdout", ratio = 0.8)
holdout$instantiate(task = tarea.bob.astillado)
train.bob.astillado <- holdout$train_set(i = 1)
test.bob.astillado <- holdout$test_set(i = 1)
tarea.bob.astillado.train <- tarea.bob.astillado$clone()$filter(train.bob.astillado)

tarea.bob.astillado.test <- tarea.bob.astillado$clone()$filter(test.bob.astillado)

Para cada tarea u objeto Task, se crearan los distintos objetos Learner que definen
el algoritmo de aprendizaje. El objeto Learner es encapsulado en un objeto Graph que
combina las tuberias de preprocesaiento y de ajuste del modelo. El preprocesamiento,
en este caso, consiste en escalado y codificacidon one-hot. LA funcién /ts permite encap-

sular el objeto Graph en un objeto TuningSpace que devuelve el espacio de ajuste de
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hiperparametros correspondiente a cada algoritmo. Esto proporciona un nivel de abs-
traccidn que evita la engorrosa especificacidon de hiperpardmetros y sus limites o valores
discretos a evaluar por el método de autoajuste. Finalmente, el objeto AutoTuner en-
capsula al anterior, aumentdndolo para permitir el ajuste de los hiperparametros. Se ha
establecido como método de autoajuste la optimizacién bayesiana multiobjetivo, valida-
cion cruzada de 5 iteraciones y 3 repeticiones y métrica de desempeiio de clasificacidn:

area bajo la curva ROC. El listado [4.2]ilustra la creacion de los objetos necesarios para el

preprocesamiento, entrenamiento y autoajuste para el algoritmo de clasificacion ranger.

Listado 4.2: Creacion del algoritmo de aprendizaje e instancia de autoajuste de parame-

tros en clasificacion

# Preprocesamiento
preproces <- po('"scale", param_vals = list(center = TRUE, scale = TRUE)) ¥%>>}
po("encode" ,param_vals = list(method = "one-hot"))
# Algoritmo de clasificacién ranger
graph.lrn.ranger <- GraphLearner$new(preproces ¥%>>%
1ts(lrn("classif.ranger",predict_type = "prob")), predict_type = "prob")
# Creacidén del objeto para autoajuste de la tarea de clasificacién
tuner.ranger.bob.astillado = auto_tuner(
method = "mbo",
learner = graph.lrn.ranger,
resampling = rsmp("repeated_cv", folds = 5, repeats=3),
measure = msr("classif.auc"),
term_evals = 30
)
# Autoajuste

tuner.ranger.bob.astillado$train(task = tarea.bob.astillado.train)

Una vez que se ha completado el autoajuste y se han determinado los hiperparame-
tros que optimizan la métrica de desempefio indicada, se realiza una validacién cruzada
que facilite la comparacion entre los modelos de clasificacidn y permita la seleccién del
mejor modelo. El listado [4.3] realiza una validacion cruzada de 10 iteraciones y 3 repeti-

ciones con el modelo final obtenido anteriormente.

Listado 4.3: Validacion cruzada con el modelo resultante de clasificacion

res.ranger.bob.astillado <- resample(
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task = tarea.bob.astillado.train,
learner = tuner.ranger.bob.astillado,
resampling = rsmp("repeated_cv", folds = 10, repeats=3),

store_models = FALSE

La creacidn de las tareas para la prediccion de probabilidad_astillado es algo diferen-
te. En el listado [4.4] se ilustra como se instancia un objeto de tipo TaskRegr para crear
la tarea de prediccidn por regresidon. Igualmente se separan los conjunto de datos que

utilizaremos para construir el modelo y para evaluar y seleccionar el mejor.

Listado 4.4: Creacion de tarea y division en conjuntos de datos de entrenamiento y eva-
luacion para regresion

# Inicializacién de la tarea a partir del conjunto de datos df.bob
# La variable a predecir es probabilidad_astillado
tarea.bob.probabilidad_astillado <- mlr3::TaskRegr$new(
id = "tarea.bob.probabilidad_astillado",
backend = df.bob %>’ dplyr::select(-astillado,-acero),
target = "probabilidad_astillado"
)
# Divisidén del conjunto de datos en los conjuntos de entrenamiento y test
# Creacidén de tareas con estos conjuntos
holdout <- rsmp("holdout", ratio = 0.8)
holdout$instantiate(task = tarea.bob.probabilidad_astillado)
train.bob.probabilidad_astillado <- holdout$train_set(i = 1)
test.bob.probabilidad_astillado <- holdout$test_set(i = 1)
tarea.bob.probabilidad_astillado.train <- tarea.bob.probabilidad_astillado$
clone()$filter (train.bob.probabilidad_astillado)
tarea.bob.probabilidad_astillado.test <- tarea.bob.probabilidad_astillado$

clone()$filter (test.bob.probabilidad_astillado)

La implementacion de la construccidn del modelo con autoajuste de hiperparametros

en regresion también tiene algunas diferencias, como se observa en el listado[4.5]

Listado 4.5: Creacion del algoritmo de aprendizaje e instancia de autoajuste de pardme-

tros en regresion

# Preprocesamiento
preproces <- po("scale", param_vals = list(center = TRUE, scale = TRUE)) ¥>>7

po("encode",param_vals = list(method = "one-hot"))
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# Algoritmo de clasificacién ranger
graph.lrn.ranger <- GraphLearner$new(preproces_pipeline ¥>>Y%
lts(lrn("regr.ranger")))
# Creacidén del objeto para autoajuste de la tarea de regresiédm
tuner.ranger .bob.probabilidad_astillado = auto_tuner(
method = "mbo",
learner = graph.lrn.ranger,
resampling = rsmp("repeated_cv", folds = 5, repeats=3),
measure = msr("regr.rmse"),
term_evals = 30
)
# Autoajuste
tuner.ranger.bob.probabilidad_astillado$

train(task = tarea.bob.probabilidad_astillado.train)

Finalmente, se realiza la validacién cruzada con el modelo resultante como se ve en

el listado[4.61

Listado 4.6: Validacidn cruzada con el modelo resultante de clasificacion

res.ranger.bob.probabilidad_astillado <- resample(
task = tarea.bob.probabilidad_astillado.train,
learner = tuner.ranger.bob.probabilidad_astillado,
resampling = rsmp("repeated_cv", folds = 10, repeats=3),

store_models = FALSE

4.3 Evaluacion

En esta seccidn se evaluardn los distintos modelos de acuerdo a las dos opciones de
modelado que hemos seguido: modelo supervisado de clasificacidn de astillado y modelo
supervisado de regresion de probabilidad_astillado. Para ello seran graficados los valores
de las métricas de desempefio correspondientes, area bajo la curva ROC y raiz de valor
cuadratico medio, obtenidos mediante la validacion cruzada del modelo final.

Finalmente, los modelos de clasificacion y regresidn seran comparados entre si como
clasificadores del defecto astillado utilizando una métrica comun, la curva ROC vy el drea
bajo ésta. Para ello, se utilizara el valor predicho por el modelo de regresion, probabili-

dad_astillado, como la probabilidad de cada instancia de pertenecer a la clase positiva
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de un modelo de clasificacion.

4.3.1 Evaluacion de los modelos de clasificacion de astillado

La figura[4.13]muestra una comparacién de la caracteristica operativa del receptor o
curva ROC para la prediccién de astillado en el conjunto de datos correspondiente a bo-
binadoras, mientras que la figura[4.14]muestra los distintos valores del drea bajo la curva
ROC obtenidos durante la validacion cruzada para los modelos de clasificacion entrena-
dos.

La Caracteristica Operativa de Receptor, o curva ROC, es un grafico que representa
la tasa de falsos positivos (FPR) en el eje horizontal y la tasa de verdaderos positivos o
sensibilidad (TPR) en el eje vertical para cada valor del umbral de decisidn del clasificador
con el que se compara la salida de probabilidad de que una instancia corresponda a la
clase positiva.

FP

FPR= ———+1— N
R FP+TN (4.1)

donde FP es el niumero de falsos positivos y TN el nimero de verdaderos negativos.

TP

TPR= ————
=FpPy PN

(4.2)

donde TP es el numero de verdaderos positivos y FN el nimero de falsos negativos.

Cuanto mayor sea la sensibilidad o tasa de verdaderos positivos, mayor capacidad
tendra el clasificador de reconocer la clase positiva. Cuanto menor sea la tasa de falsos
positivos, mayor es la capacidad del clasificador de predecir certeramente instancias co-
mo clase positiva, es decir, menor serd el niumero de falsos positivos.

Los mejores resultados se obtienen con los algoritmos de Bosques Aleatorios (ran-
ger) y de Potenciacion de Gradiente Extremo (xgboost). Sin embargo, son bastante malos
y exhiben una gran dispersidén durante la validacidn cruzada, especialmente la Maquina
de Vectores de Soporte (svm). El peor resultado es producido por los Arboles de Decisidn

(rpart).
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Figura 4.13: Caracteristica operativa del receptor: prediccion astillado para bobinadoras.
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Figura 4.14: Area bajo curva ROC: prediccion astillado para bobinadoras.
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Los resultados del modelo de clasificacién son mucho mejores para el conjunto de

datos del bloque. Las figuras y muestran la comparacion de la curva ROC Yy el
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area bajo su curva relativos a la prediccion de astillado en el conjunto de datos corres-
pondiente al bloque, para los modelos de clasificacion entrenados.

Nuevamente, los mejores modelos resultan ser los Bosques Aleatorios y la Maquina

Figura 4.15: Caracteristica operativa del receptor: prediccidn astillado para blogue.
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de Potenciacién de Gradiente Extremo, si bien ésta uUltima con demasiada dispersién en
la validacion cruzada. Los Bosques Aleatorios presentan unos resultados mas compactos
y ligeramente mejores mientras que la Maquina de Vectores de Soporte arroja el peor
desempeniio tanto en la métrica como en su dispersién durante la validacién cruzada.
Tanto por el valor de la métrica de area bajo la curva ROC como por su menor varian-
za, podemos considerar que los Bosques Aleatorios o ranger es el modelo seleccionado

como clasificador de la clase astillado.
4.3.2 Evaluacion delos modelos de regresion de probabilidad_as-

tillado

En este apartado abordaremos el andlisis del desempefio de los distintos algoritmos

como predictores de probabilidad_astillado. Las figuras y muestran respectiva-
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Figura 4.16: Area bajo curva ROC: prediccién astillado para blogue.
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mente la comparacién de los algoritmos de regresiéon en términos de raiz de error cua-
dratico medio y de coeficiente de determinacién ¢ R2.

Referente al conjunto de datos de bobinadoras, los Bosques Aleatorios y Mdaquinas
de Potenciacion de Gradiente Extremo tienen el mejor desempefio como predictores de
la probabilidad de astillado con el menor error cuadratico medio y el mayor coeficiente
de determinacién. A la cola se encuentran el Modelo Lineal Generalizado y la Maquina de
Vectores de Soporte. El analisis es idéntico al considerar el conjunto de datos del bloque,
como se hace patente en las figuras[4.19y[4.20] Sin embargo, el desempefio es mejor
que con el conjunto de datos anterior.

Al igual que sucedid con el clasificador de defecto, el algoritmo de Bosques Aleato-
rios (ranger) predice mejor la probabibilidad de defecto que habiamos estimado como el
porcentaje de rollos defectuosos en el entorno temporal de produccion.

Las figuras[4.21]y[4.22) muestran el grafico de puntos con los valores de probabilidad
de astillado calculada como porcentaje de defectos contra la probabilidad de astillado

predicha por el modelo de Bosques Aleatorios. Los puntos estan coloreados en funcion
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Figura 4.17: Raiz de Error Cuadrdtico Medio: prediccion de la probabilidad de astillado
para bobinadoras.
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Figura 4.18: Coeficiente de Determinacion 6 R?: prediccidn de la probabilidad de astillado
para bobinadoras.
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Figura 4.19: Raiz de Error Cuadrdtico Medio: prediccion de la probabilidad de astillado
para el bloque.
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Figura 4.20: Coeficiente de Determinacion 6 R?: prediccidn de la probabilidad de astillado
para el bloque.
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de si fueron o no astillado.

La dispersion que se observa en el eje de abscisas en torno a los valoresde 0 a 1 en pa-
sos de 0,2 es artificial ya que se ha creado con el fin de clarificar el grafico. En realidad, los
valores reales coinciden exactamente con estos valores discretos por la manera en que
fueron calculados. Esta discretizacidon es asimismo responsable de parte de la disgrega-
cion que se observa en la prediccidn. A pesar de ello, los valores de probabilidad_astillado
predichos tienden a tomar un valor mayor cuando el rollo tiene astillado, circunstancia
gue era desconocida para el modelo predictivo, lo cual es interesante pero también con-

veniente. Esto sugiere que el modelo esta capturando el patrén que favorece la apariciéon

del defecto.

Figura 4.21: Valor predicho contra valor real: prediccion de la probabilidad de astillado
para bobinadoras.
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Siguiendo esta linea de pensamiento, se ha graficado la relacion entre la probabili-
dad de defecto predicha en funcion de la clase astillado en las figuras y En el
siguiente apartado, plantearemos utilizar la probabilidad de defecto predicha como pro-

babilidad de pertenencia a la clase positiva de un clasificador de defecto y compararemos
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Figura 4.22: Valor predicho contra valor real: prediccion de la probabilidad de astillado
para el bloque.
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su desempeno con el clasificador de astillado basado en Bosques Aleatorios seleccionado

anteriormente.
4.3.3 Comparacion de los modelos de clasificacion de defecto
con los modelos de regresion de probabilidad_astillado

como clasificadores de astillado
Para construir una curva ROC de un clasificador se precisa, para el conjunto de da-
tos a evaluar, los valores de probabilidad de pertenencia a la clase positiva y la clase real

a la que pertenecian las instancias correspondientes. Para ello utilizaremos las librerias

ROCR(Sing et al.,|2005) y purrr(Henry y Wickham, [2022). El listado muestra el cédigo

gue realiza la prediccion de la probabilidad de pertenencia a la clase positiva de un clasifi-
cador de defecto asi como la construccion de la curva ROC mientras que [4.9]lista el codigo
correspondiente para realizar el mismo cometido a partir de un modelo de regresién que

predice la probabilidad de pertenencia a la clase positiva.
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Figura 4.23: Diagrama de cajas de la probabilidad de defecto predicha en funcion del
astillado real para bobinadoras.
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Figura 4.24: Diagrama de cajas de la probabilidad de defecto predicha en funcion del
astillado real para el bloque.
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Listado 4.7: Cédigo en R para curva ROC del modelo de classificacion de astillado

tuner.ranger .bob.astillado$predict (tarea.bob.astillado.test) %>%
as.data.table() %
dplyr::mutate(probabilidad_astillado=prob.Y) %>%
dplyr::mutate(astillado=truth) %>/
list () »%
purrr::map(~ fortify(performance(prediction(.x$probabilidad_astillado,
.x$astillado), "tpr","fpr"))) %
map_df (I, .id = "metodo") %%
ggplot (aes(x=False.positive.rate,y=True.positive.rate,color=metodo))+

geom_line ()

Listado 4.8: Cédigo en R para curva ROC del modelo de regresion de probabilidad_asti-

llado como modelo de clasificacion

tuner.ranger.bob.probabilidad_astillado$predict (tarea.bob.probabilidad_astillado.test) %>%
as.data.table() %»>%
dplyr::mutate(probabilidad_astillado=response) %>%
dplyr::mutate(astillado=astillado=df.bob ¥%>% slice(test.bob.
probabilidad_astillado) %>% pull(astillado)) %»%
list () %%
purrr::map(~ fortify(performance(prediction(.x$probabilidad_astillado,
.x$astillado), "tpr","fpr"))) %
map_df (I, .id = "metodo") %%
ggplot (aes(x=False.positive.rate,y=True.positive.rate,color=metodo))+

geom_line ()

Las figuras [4.25]y [4.26] muestran la comparacion de las curvas ROC de las dos solu-
ciones consideradas: el modelo clasificador de defecto que fue entrenado inicialmente
y el modelo de regresién de la probabilidad de astillado como clasificador del astillado,
ambos utilizando el algoritmo de Bosques Aleatorios (ranger). Puede constatarse que el
modelo de regresion supone una mejora sensible en la capacidad de prediccién del asti-
llado para ambos conjuntos de datos, tanto de bobinadoras como del bloque.

A continuacion, seremos mas exhaustivos en la comparacion de las dos modalidades
de clasificacion de defecto (clasificacidn al uso y represién como probabilidad de perte-
nencia a clase positiva) para todos los algoritmos utilizados en la construccién de modelos

de clasificacion y regresién, como se ilustra en las figuras y La modalidad de
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Figura 4.25: Comparacion curvas ROC del modelo de regresidon de probabilidad_astillado
como modelo de clasificacion y del modelo de clasificacion para bobinadoras.
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Figura 4.26: Comparacion curvas ROC del modelo de regresion de probabilidad_astillado
como modelo de clasificacion y del modelo de clasificacion para el bloque.
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regresiéon proporciona un desempeiio sensiblemente mejor que el modelo de clasifica-
cion que se sirve del mismo algoritmo, continuando en cabeza el algoritmo de Bosques
Aleatorios, bastante igualado con la Maquina de Potenciacidon de Gradiente Extremo. El
valor del drea bajo la curva ROC para el conjunto de datos de bobinadoras es ligeramente
inferior a 0,9, con un orden comparable al desempefio publicado para soluciones simila-
res de prediccién de defectos del estado del arte. Sin embargo, para el conjunto de datos
del bloque, es un resultado bastante notable. Posiblemente, el elemento clave de esta
distincion sea nimero de instancias presentes en cada conjunto de datos, bastante supe-
rior para el bloque. Otra explicacion podria estar en que, a pesar de contar con muchas
variables comunes, tales como el calentamiento en el horno, el duo o las primeras cajas

de la laminacion en caliente, existan variables exclusivas al bloque que influyan de una

forma mas destacado en el resultado de la calidad.

Figura 4.27: Comparacion del drea bajo la curva ROC de ambas modalidades de clasifi-
cacion y de los distintos algoritmos considerados para bobinadoras.
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Figura 4.28: Comparacion del drea bajo la curva ROC de ambas modalidades de clasifi-
cacion y de los distintos algoritmos considerados para el blogue.
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4.3.4 Seleccion de modelo y determinacion del umbral de de-

teccion optimo

En el apartado anterior se realizé una comparacion de los modelos de clasificacion
de astillado y de los modelos de regresién la probabilidad de astillado como modelos de
prediccidn de astillado. Para ello, se convirtio la salida del modelo de regresién en la pro-
babilidad de pertenencia a la clase positiva. Los resultados, para los conjuntos de datos
de boninadoras y del bloque, se muestran en las figuras[4.27y[4.28] En ambos casos, el
algoritmo de Bosques Aleatorios (ranger) entrenado para predecir la probabilidad de as-
tillado, es decir, la opcidn de regresidn, resultd la mejor, seguida de cerca por la Maquina
de Potenciacion de Gradiente Extremo (xgboost).

Sin embargo, para no dejar a la simple apreciacidn, la conclusiéon de que la opcidn
de regresién es mejor que la de clasificacién habitual para implementar un clasificador
de astillado, se va a realizar una validacidn estadistica de esta hipdtesis. La razén para

ello es que, al comparar simplemente dos valores numéricos, es decir, las métricas de
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clasificacién, no estamos considerando la variacién que se puede producir, y que la dife-
rencia observada no sea estadisticamente relevante. Para ello utilizaremos el método de
bootstrap, generando distintos conjuntos de datos realizando remuestreo con repeticion
del conjunto de datos de test inicial utilizando la libreria Rsampling. A partir de cada uno
de estos conjuntos de datos artificiales, se calculara el area bajo la curva ROC utilizan-
do las dos modalidades de prediccion consideradas, clasificacién y regresién, utilizando
el algoritmo de Bosques Aleatorios. El listado muestra el codigo en R para realizar
el bootstrapping y el test estadistico mientras que las figuras[4.29]y [4.30| grafican la dis-
tribucién de los valores del area bajo la curva ROC para los remuestreos aleatorios con

repeticion del correspondiente conjunto de datos de test.

Listado 4.9: Validacion estadistica de la hipdtesis de que el método de regresion es mejor
que el de clasificacion para la prediccion de defectos en base a la métrica del drea bajo la

curva ROC

calcula_auc.bob.regr<-function(df){
prob<-tuner.ranger.bob.probabilidad_astillado$
predict_newdata(df %>% select(-astillado,-probabilidad_astillado))$
response
truth<-df %> % pull(astillado)
fortify(performance (prediction(prob,truth),"auc")) %%
pull (Area.under.the.ROC. curve)
i
calcula_auc.bob.classif<-function (df){
prob<-tuner.ranger.bob.astillado$
predict_newdata(df >’ select(-astillado,-probabilidad_astillado))$prob
[,1]
truth<-df 9%>J% pull(astillado)
fortify (performance (prediction(prob,truth),"auc")) %%
pull (Area.under.the.ROC.curve)
}
auc.regresion.bob<-Rsampling(

type="rows_as_units",

dataframe=df.bob %>% slice(test.bob.astillado) %>% as.data.frame(),
statistics = calcula_auc.bob.regr,

ntrials=10000,

replace = TRUE)

auc.clasificacion.bob<-Rsampling(
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type="rows_as_units",
dataframe=df.bob %>’ slice(test.bob.astillado) %>% as.data.frame(),
statistics = calcula_auc.bob.classif,
ntrials=10000,
replace = TRUE)

auc.bob<-rbind(data.frame (auc=auc.regresion.bob,tipo='regresién'),
data.frame (auc=auc.clasificacion.bob,tipo="'clasificacién'))

t.test(auc.clasificacion.bob,auc.regresion.bob,alternative="'1less')

Figura 4.29: Bootstrapping del drea bajo la curva ROC para la comparacion de las dos
modalidades de prediccidn de astillado para bobinadoras.
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Puede observarse cierto solapamiento entre la distribucién de la métrica de clasifi-
cacion de las modalidades de clasificacién y regresidon con el conjunto de datos de bo-
binadoras, asi como una mucho mayor dispersién con el algoritmo de clasificacién. Se
realizara la prueba t de Student mediante la funcidn R t.test donde la hipdtesis nula con-
siste en que no hay diferencia entre ambas distribuciones. Como puede comprobarse, la
hipotesis nula es rechazada por el test, por lo que se valida la hipdtesis alternativa por la
cual hay diferencia significativa estadisticamente entre ambas distribuciones.

Su salida, para el conjunto de datos de bobinadoras:
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Figura 4.30: Bootstrapping del drea bajo la curva ROC para la comparacion de las dos

modalidades de prediccion de astillado para el blogue.
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Welch Two Sample t-test

data: auc.clasificacion.bob and auc.regresion.bob

t = -245.95, df = 15924, p-value < 2.2e-16

alternative hypothesis: true difference in means is less than O
95 percent confidence interval:

-Inf -0.1154602

sample estimates:

mean of x mean of y

0.7150880 0.8313256

Y para el conjunto de datos del bloque:

Welch Two Sample t-test

data: auc.clasificacion.blq and auc.regresion.blq

t = -422.98, df = 12242, p-value < 2.2e-16

alternative hypothesis: true difference in means is less than O
95 percent confidence interval:

-Inf -0.08736793

sample estimates:

mean of x mean of y

0.8586832 0.9463923

0.95

De acuerdo a los resultados de la comparacion de modelos y a la validacién estadisti-
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ca realizada, se concluye que el modelo de aprendizaje automatico para la prediccidén de

astillado que proporcionara un indicacién del estado del sistema de fabricacién en rela-

cién con este defecto sera el que utilice el algoritmo de Bosques Aleatorios (ranger) en

la modalidad de regresién, es decir, para la prediccién de defecto calculada como el por-

centaje de rollos defectuosos en la vecindad temporal. A continuacién se determinara el
umbral de deteccidn dptimo de este clasificador.

La modificaciéon del umbral de deteccidon del modelo de clasificacion determina un
valor de sensibilidad y especificidad de acuerdo a la curva ROC, y consiguientemente, un
porcentaje de falsos negativos y de falsos positivos. Cada falso positivo, es decir, una ins-
tancia clasificada como defectuosa sin serlo y cada falso negativo, es decir, una instancia
gue escapa a la deteccidn, tienen su coste respectivo. El valor del umbral de deteccién
gue minimiza el coste neto, sera el umbral 6ptimo de deteccidn.

Se calculara el coste debido a los errores del clasificador mediante la ecuacién[3.3l A
cada valor del umbral de deteccién le corresponde un valor de coste del clasificador. En
las figuras [4.31]y [4.32]se grafica esta relacion y la obtenciéon del umbral de deteccion
gue minimiza el coste del clasificador, para los conjuntos de datos de bobinadoras y del
bloque.

Las tablas [4.3]y muestran las matrices de confusion del clasificador de defecto
obtenido mediante los modelos de regresidén de prediccién de probabilidad_astillado y
el umbral de deteccidon que minimiza el coste del clasificador calculado mediante la ecua-
cion Las sensibilidades obtenidas son 0,77 y 0,74, con precisiones de 0,37 y 0,38,
respectivamente. Son valores muy similares, aunque el area bajo la curva para el bloque
es mucho mejor que para bobinadoras. La razén se debe a que el conjunto de datos del

bloque estd mucho mas desequilibrado, con muchos mas negativos.
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Figura 4.31: Coste del clasificador en funcion del umbral de deteccion, para bobinadoras.
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Figura 4.32: Coste del clasificador en funcion del umbral de deteccion, para el blogue.
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Tabla 4.3: Matriz de confusion para la prediccion del astillado mediante modelo de regre-
sion, algoritmo de Bosques Aleatorios, para bobinadoras

Astillado calificado

Positivo | Negativo | Total

. . Positivo 49 82 131
Astillado predicho Negativo 5 193 438
Total 64 505 569

Tabla 4.4: Matriz de confusion para la prediccion del astillado mediante modelo de regre-

sién, algoritmo de Bosques Aleatorios, para el bloque

Astillado calificado

Positivo | Negativo | Total

. . Positivo 58 96 154
Astillado predicho =g o T 20 1929 | 1949
Total 78 2025 2103

4.4 Indicador del estado de calidad del proceso

En el apartado anterior, se determind el umbral de deteccidn a partir de la prediccién
de la probabilidad de astillado en base a los costes de falsos positivos y falsos negati-
vos. Este valor, calculado en linea, puede servir como indicador del estado del proceso
en relacién con la aparicidn del defecto astillado y como aviso de la necesidad de realizar
correcciones en el proceso para corregirlo. En el siguiente apartado, se propondra una
guia de correccidn a partir de la explicacién del modelo.

Existen otras alternativas a este indicador. Una de las mas extendidas en los proce-
sos industriales son los Sistema de Monitorizacion de Condiciones (SMC). Estos sistemas
consisten en el establecimiento de un conjunto de alarmas que comprueban que las va-
riables de proceso no se alejan de unos limites preestablecidos que dependen de las ca-
racteristicas del producto a producir. Estos limites suelen obtenerse mediante costosos
experimentos. Sin embargo, este conjunto de reglas puede asimilarse a un modelo de
clasificacion cuyo desempeiio puede determinarse calculando el nimero de verdaderos
positivos, falsos positivos, verdaderos negativos y falsos negativos y, con éstos, el cos-

te del clasificador de acuerdo a la ecuacion Es improbable que un clasificador sim-
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ple basado en reglas tenga un desempeno superior a un modelo supervisado mediante

aprendizaje automatico. Incluso, podria suceder que la puesta en produccién de un sis-

tema de monitorizacidon de condiciones suponga un sobrecoste si no se ha realizado un

estudio adecuado del desempefio del mismo como clasificador y del coste que conlleva.

Parailustrar esta problematica, se va a comparar el modelo de prediccion de astillado que

hemos obtenido con un conjunto de reglas que estuvo vigente para cierto tipo de acero,
el 076, con el expreso propdsito de reducir el nimero de astillados.

La tabla [4.5muestra la matriz de confusidn del clasificador de defecto obtenido me-
diante el modelo de regresién de prediccion de probabilidad_astillado y el umbral de
deteccidn que minimiza el coste del clasificador, para el tipo de acero 076. El coste unita-
rio es 2134,

Por otra parte, el conjunto de reglas del sistema de monitorizacién de condiciones,
qgue debe cumplir el proceso, se muestra en la tabla La tabla muestra la matriz
de confusidn correspondiente, con coste unitario 2142. Para convertir este conjunto de
reglas en un clasificador, podemos considerar que, si se incumplen, se predice la apari-
ciéon del astillado.

El coste de la solucidon basada en las reglas del Sistema de Monitorizacion de Con-
diciones es superior debido al mayor niumero de falsos positivos y falsos negativos. La
diferencia, de 2134 a 2142, no parece muy importante pero ha de tenerse en cuenta un
peso muy importante del coste de la materia prima. Prueba de ello es que hay una di-
ferencia significativa en el poder predictivo de ambos clasificadores. El desempefio del
clasificador basado en el modelo de regresién tiene una sensibilidad de 0,72 con una
precision de 0,24, mientras que la del modelo basado en reglas tiene una sensibilidad de
0,43 y una precision de 0,10. Una ventaja adicional es la capacidad que ofrece el mode-
lo basado en la prediccion de probabilidad_astillado para ofrecer una guia que permita
la correccion del sistema a un estado mas seguro, frente a la mas limitada del modelo
basado en reglas que Unicamente ofrece indicacién para las variables consideradas en

las reglas que, como hemos visto, es bastante mas limitado en su capacidad predictiva.
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En el préximo apartado, profundizaremos en las herramientas que ofrecen esta guia de

correccién del sistema basada en técnicas de interpretacion de modelos de aprendizaje

automatico.

Tabla 4.5: Matriz de confusion para la prediccion del astillado mediante modelo de regre-
sion, algoritmo de Bosques Aleatorios, para tipo de acero 076

Astillado predicho

Astillado calificado

Positivo | Negativo
Positivo 49 153
Negativo 19 512
Total 68 665

Total
202
531
733

Tabla 4.6: Reglas del Sistema de Monitorizacion de Condiciones para prevenir el astillado

para el tipo de acero 076.

2. permanencia_igualacion < 120

3. temperatura_corazon_igualacion >1320

1. permanencia_igualacion + permanencia_calentamiento < 300

4. temperatura_bobinadoras_cola >1020, si 16 < diametro < 26,5

5. temperatura_bobinadoras_cola >990, si 27 < diametro < 30,5

6. temperatura_bobinadoras_cola >950, si 31 < diametro < 41,5

7. temperatura_entrada_bloque_cola >1040, si 5,5 < diametro < 6

8. temperatura_entrada_bloque_cola >1020, si 6,5 < diametro < 15,5

Tabla 4.7: Matriz de confusion segun las reglas del Sistema de Monitorizacion de Condi-

ciones para tipo de acero 076

Astillado predicho

Astillado calificado

Positivo | Negativo
Positivo 29 234
Negativo 39 431
Total 68 665

Total
263
470
733

59



00 N o B~ W N

Miguel Angel Gonzélez Gonzalez
Monitorizacidn del estado de calidad en un proceso de laminacién en caliente de acero inoxidable
mediante técnicas de aprendizaje automatico

4.5 Explicacion del modelo

Generalmente, los modelos de aprendizaje automatico que ofrecen mejores resulta-
dos suelen ser muy flexibles y dificilmente interpretables, y por esta razéon son denomi-
nados modelos de caja negra. Con el fin de interpretarlos se han desarrollado gramati-
cas agnosticas para la exploracion y explicacion de modelos como la implementada en
la libreria DALEx(Biecek, [2018). Para ello ofrece distintos métodos como los graficos de
dependencias parciales, graficos de efectos locales acumulados, graficos de unificacién
de caminos, graficos de descomposicion y graficos de importancia de variables.

El primer paso necesario es crear un objeto explainer a partir del modelo final y del
conjunto de datos para el cual se desea restringir la explicacion. La razén por la que se
desea esta restriccidon es por asegurar la consistencia de las variables de proceso segun
el tipo de producto a analizar. El listado [4.10|muestra el cddigo que permite la creacidn

de este objeto limitado al tipo de acero 076.

Listado 4.10: Creacion del explicador

idx.bob.076 <- df.bob¥%>% pull(acero) %in% c("076")
modelo <- tuner.ranger.bob.probabilidad_astillado$learner
datos <- tarea.bob.probabilidad_astillado$data() %>% slice(which(idx.bob.076))

exp.ranger.bob.probabilidad_astillado.076 <- explain_mlr3(modelo,

data = datos,
y = datos %>% pull(probabilidad_astillado),
label = "exp.ranger.bob.probabilidad_astillado.076",

colorize = FALSE)

4.5.1 Importancia de las variables basada en permutacion

Para obtener la importancia de variables, el método basado en permutacién anula el
efecto de cada variable y evalta la pérdida de poder de prediccién realizando una mez-
cla aleatoria de los valores en esta variable. Con objeto de obtener esta indicacién de
importancia se utilizara la funcion model_parts. Las figuras [4.33]y [4.34)muestran las 20

variables mas importantes para bobinadoras y en el bloque.
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Obsérvese laimportancia de varias variables del proceso de calentamiento en el horno
tales como tiempos de permanencia, temperaturas en ciertas zonas y, curiosamente, va-
lores estadisticos del gas en ciertas zonas. Este Ultimo dato es relevante porque el modelo
matematico que realiza la estimacién de temperaturas de calentamiento de palanquilla
en el horno no tiene en cuenta los caudales de gas que, por otra parte, parecen impor-
tantes en el resultado de calidad final. En el conjunto de variables relativo a bobinadoras
destaca laimportancia del codigo de recepcién P803, cédigo de calidad de palanquilla que
significa “palanquilla torcida”, mientras que para el bloque se acusa la importancia de va-
riables en la parte del acabado final, tales como caudales y presiones de cajas de agua
y velocidades, pares y alargamientos en las cajas del bloque. Igualmente, en funcion del
tipo de acero, la variacién de ciertos componentes quimicos parece tener gran influen-
cia, como el vanadio, el niquel, el boro o el azufre. Sin embargo, la fuerte correlaciéon
entre variables de proceso podria estar confundiendo la determinacién de su importan-
cia. Incluso aunque mermase el poder predictivo del modelo, seria conveniente limitar
los atributos reduciendo la influencia de esta correlacion.

No obstante, si limitamos el explorador a los conjuntos de datos relativos al tipo de
acero 076, obtenemos otros graficos de importancia de variables. Dado que el tipo de
acero determina la consigna de calentamiento en el horno, tendremos ahi cierta uni-
formidad en los datos relativos a la composicidon quimica, calentamiento en el horno y
temperaturas a lo largo del proceso. Sin embargo, las variables procedentes de las cajas
de laminacién varian en funcién del didmetro del producto final. Por esta razén, estas
variables seran excluidas de los graficos de importancia de variables de las figuras [4.35]y
Para bobinadoras, destaca la permanencia en el horno y los caudales de gas en las
distintas zonas del horno, asi como algunas variables de composicién quimica. Respecto
al bloque, prevalecen variables relativas a las cajas de agua, pero también caudales del
gas en el horno

La figura [4.37]muestra las variables mds significativas, en cuanto a cajas de lamina-

cion, en la laminacion del didmetro 15 donde se pone de manifiesto que la variable mas
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Figura 4.33: Importancia de variables en bobinadoras.

Feature Importance
created for the exp.ranger.dfX.bob._probabilidad_astillado model
exp.ranger dfX bob probabilidad astillado

P806
permanencia_homo

gas_igualacion_superior_promedio
par_promedio_cajal2ta
alargamiento_caja02ta

V'
temperatura_duo_5pasada_media
alargamiento_cajalta
alargamiento_cajallta

Mn

FD

alargamiento_caja04ta
permanencia_igualacion
par_promedio_cajallta
velocidad_cajal3ta

i
gas_igualacion_inferior_promedio
temperatura_pirometro_homo
velocidad_caja0dta

velocidad_minima_duo_10pasada

0.05 0.06
Root mean square error (RMSE) loss after permutations

Figura 4.34: Importancia de variables en el bloque.

Feature Importance
created for the exp.ranger.dfX blg.probabilidad_astillado model
exp.ranger.diX.blg.probabilidad astillado

apertura_caja_agua_blogue2
alargamiento_FFB

caudal_caja_agua_bloque3
presion_caja_agua_blogue3
apertura_caja_agua_bloque3

velocidad_rodillos_evacuacion_blogue2
velocidad_FFB
velocidad_rodillos_evacuacion_blogue
intensidad2_promedio_FFB

5
gas_calentamiento_superior_promedio
diametro

gas_igualacion_superior_promedio

temperatura_corazon_igualacion
B
alargamiento_caja2ta

permanencia_horno
alargamiento_cajal5ta
retardo_entrada_balsa_punta

velocidad_rodillos_evacuacion_bloque3

0.032 0.036 0.040
Root mean square error (RMSE) loss after permutations

influyente en la aparicion del defecto de astillado es la velocidad en el bloque, seguida

por los alargamientos en las cajas 1y 03.
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Figura 4.35: Importancia de variables para el acero 076 en bobinadoras.

permanencia_horno
gas_igualacion_superior_promedio

W

temperatura_duo_Spasada_media

Mi

velocidad_minima_duo_10pasada
permanencia_igualacion
gas_calentamiento_superior_promedio
gas_calentamiento_inferior_promedio
gas_igualacion_inferior_promedio

FD

temperatura_pirometro_horno
permanencia_precalentamiento

Mn
temperatura_corazon_calentamiento
Ma

c

Pa06

esmerilado

retardo_duo_Upasada

Feature Importance
created for the exp ranger df¥_bob _probabilidad_astillado 076 mo
exp.ranger.dfX.bob probabilidad astillado.076

0.045 0.050 0.055 0.060 0.065
Root mean square error (RMSE) loss after permutations

4.5.2 Perfiles de dependencias parciales

Los graficos de dependencias parciales muestran cémo la variable a predecir, es decir,

file. Vemos algunos ejemplos.

probabilidad_astillado, se comporta ante la variacion de un atributo determinado. Pro-
porcionan una guia de la correccidon necesaria en esta variable particular para reducir la

probabilidad de defecto. Para obtener esta visualizacién se utiliza la funcién model_pro-

Las figuras y muestran los graficos de dependencias parciales para la tem-

peratura estimada en el corazdn, la permanencia en el horno, el caudal de gas en la zona
superior de igualacién y el promedio de temperatura en la quinta pasada del duo, para el
conjunto de datos de bobinadoras y del bloque con tipo de acero 076. Se observa que la

permanencia en el horno es de la mayor importancia, que no debe ser inferior a 200 mi-
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Figura 4.36: Importancia de variables para el acero 076 en el bloque.
Feature Importance

created for the exp_ranger.dfX_blg probabilidad_astillado.076 mot
exp.ranger.dfX blg.probabilidad astillado.076

S
apertura_caja_agua_blogue?
apertura_caja_agua_bloque3

velocidad_rodillos_evacuacion_blogue2
caudal_caja_agua_blogue3
velocidad_rodillos_evacuacion_blogue
gas_calentamiento_inferior_promedio
presion_caja_agua_blogue3

B

gas_igualacion_superior_promedio
permanencia_hormo
gas_calentamiento_superior_promedio
caudal caja_agua_blogue2
presion_caja_agua_blogue2

velocidad rodillos_evacuacion_blogue3
velocidad_maxima_duo_10pasada
caudal_caja_agua_blogue’
gas_igualacion_inferior_promedio
permanencia_igualacion
velocidad_rodillos_evacuacion_blogued

0.039 0.042 0.045 0.048 0.051
Root mean square error (RMSE} loss after permutations

nutos ni debe exceder los 300 o 400 minutos, que un caudal de gas excesivo en el horno
es dafino, y que la temperatura de calentamiento debe estar en cierto rango, entre 1325
y 1330 grados segln la temperatura estimada en el corazén, o sobre 1150 en la quinta
pasada del duo. La correlacion entre ambas es alta, superior al 85 %. El caudal de gas no
tiene influencia en el cdlculo de la temperatura estimada en el corazén, pero podria verse
reflejado en la temperatura media del duo.

En lo que respecta a las variables especificas de bobinadoras, tipo de acero 076, la
figura [4.40|llama la atencion sobre la permanencia en la balsa de bobinadoras, que no
debe ser inferior a los 60 segundos.

Por otra parte, en la figura [4.41]se muestran los graficos de dependencias parciales
de las variables mas relevantes, especificas del bloque, para el tipo de acero 076. El gra-

fico revela la importancia de los caudales de las cajas 1y 3, de las presionesenla2y 3,y
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Figura 4.37: Importancia de variables de cajas de laminacidon y alargamientos para la
laminacion del diagmetro 15.

Feature Importance
created for the exp ranger df¥ blg probabilidad_astillado 15 model
exp.ranger.dfX blg probabilidad astillado.15

velocidad_FFB
alargamiento_cajalta
alargamiento_caja03ta
intensidad_promedio_cajabta
alargamiento_FFB
alargamiento_cajaldta
altura_lazo_cajalita
alargamiento_caja2ta
alargamiento_cajalita
par_promedio_cajabta
par_promedio_cajalita
intensidad_promedio_cajasta
par_promedio_cajasta
par_promedio_cajalta
par_promedio_cajal3ta
intensidad_promedio_caja3ta
par_promedio_cajal2ta
intensidad_promedio_cajalta
alargamiento_cajalta

par_promedio_cajaita

0.0425 0.0450 0.0475 0.0500 0.0525
Root mean square error (RMSE) loss after permutations

de la velocidad de los rodillos de evacuacion del bloque.

Si limitamos nuestra atencidn a las cajas de laminacién, es conveniente restringir el
analisis de dependencias parciales a un determinado diametro ya que la configuracién
de las cajas es Unicamente dependiente de éste. La figura [4.42|muestra las variables mas
importantes relativas a cajas de laminacion en la produccién de rollos de diametro 15. La
velocidad en el bloque es la variable mas influyente en la aparicion del astillado y el grafi-
co de dependencias parciales correspondiente indica que no deberia ser inferior a 12500.
Otras variables relevantes para este defecto son los alargamientos, principalmente en las
cajas 1y 03, para las que el grafico de dependencias parciales sefiala el rango de trabajo
mas seguro.

Finalmente, la figura grafica las dependencias parciales de las variables quimicas
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Figura 4.38: Grdfico de dependencias parciales para temperaturas, permanencia y gas en
horno + duo para bobinadoras.

periodo_wobulacion_bobinadoras | | permanencia_balsa_bobinadoras | punta_sin_wobulacion_bobinadorag

0.1157

0.1101

20 40 &0 20 40 &0 g0 0 50 100 150 200 250

mas importantes en la laminacidn en el bloque senalando unos limites superiores que,

de ser superados, incrementan la probabilidad de presentar astillado.

4.5.3 Graficos de descomposicion

Los graficos de composicién proporcionan la contribucién de cada atributo en la pre-
diccidn de la probabilidad de defecto para una instancia o rollo en particular. Para ob-
tenerlos, se utiliza la funcion predict_parts pasando como parametros el explicador y la
instancia a predecir.

La figura [4.44] muestra el grafico de descomposicion relativo a un rollo laminado en
bobinadoras con una prediccién de probabilidad de defecto elevada. Observamos un gran
contribucién debida a una insuficiente permanencia en el horno y en la balsa de bobina-
doras.

La figura [4.45muestra el gréafico de descomposicidn de un rollo laminado en el blo-
que. El caudal en la caja de agua 3 era nulo, lo cual favorece significativamente la apa-

ricion del defecto segin comprobamos en la figura Las composiciones de azufre
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Figura 4.39: Grdfico de dependencias parciales para temperaturas, permanencia y gas en
horno + duo para el blogue.

gas_igualacion_superior_promedio permanencia_horno
0.066 0.0650 7
0.063 - 0.0625 1
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temperatura_corazon_igualacion temperatura_duo_Spasada_media
0.059 0.05700 -
0.058 0.05675 -
0.057 0.05650 1
0.05625 1
0.056
0.05600 -
1310 1320 1330 1340 1000 1100 1200

y carbono, cuyo grafico de dependencias parciales es representado en la figura [4.43
tienen valores que influyen negativamente en la calidad resultante. Si centramos ahora
nuestra atencion en variables que toman valores particulares en funcién del didmetro,
como las sefialadas en la figura [4.42] comprobamos que la contribucion al defecto de la
velocidad en el bloque se debe a que su bajo valor estd en una zona con alta probabilidad

de defecto.

4.5.4 Graficos de Ceteris Paribus

Existen otras visualizaciones o herramientas utiles. Los perfiles Ceteris Paribus (expre-
sién latina que significa “siendo el resto de las cosas iguales”) muestran la respuesta del

modelo alrededor de una observacidn particular, es decir, sobre un punto del espacio de
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Figura 4.40: Grdfico de dependencias parciales para las variables especificas de bobina-
doras.

periodo_wobulacion_bobinadoras | | permanencia_balsa_bobinadoras | punta_sin_wobulacion_bobinadorag

01151

011071

20 40 60 20 40 60 80 0 50 100 150 200 250

caracteristicas. Grafican la variacion de la respuesta en funcién de la variacion de cierto
atributo y consideran que el resto de variables no varian.

La [4.46|muestra un grafico Ceteris Paribus mediante la funcién predict_profile pasan-
do como pardmetro un explicador construido con los rollos laminados en bobinadoras
con tipo de acero 076 asi como la informacién de proceso del rollo correspondiente e
indicando como variables a visualizar el caudal de gas promedio en la zona de igualacién
superior, la permanencia en la balsa de bobinadoras, la permanencia en el hornoy la ve-
locidad minima en la pasada 10 del duo. EL caudal de gas promedio esta en una zona mas
segura, circunstancia que también se aprecia en la figura [4.44] mientras que el resto de
variables tienen valores que influyen en una probabilidad de defecto mayor.

Por otra parte, la figura |4.47| muestra el grafico Ceteris Paribus con el explicador
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Figura 4.41: Grdfico de dependencias parciales para las variables especificas del bloque.
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Figura 4.42: Grdfico de dependencias parciales para las variables de cajas de laminacion
en la fabricacion del diametro 15.
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Figura 4.43: Grdfico de dependencias parciales para las variables de composicion quimica
en la fabricacion del tipo de acero 076 en el bloque.
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Figura 4.44: Grdfico de descomposicion.
Break Down profile
exp.ranger.dfX bob.probabilidad astillado.076
intercept | 0.115
permanencia_hormo = 121.9 5 | +0.042
alargamiento_cajal4ta = 1341 | +0.014
par_promedio_cajallta = 26.08 | +0.014
velocidad_minima_duo_10pasada = 3500 | +0.009
intensidad_promedio_cajadta = 89.28 | +0.007
permanencia_balsa_bobinadoras = 54 +0.008
gas_igualacion_superior_promedio = 288.8 -0.011
intensidad_promedio_duo_10pasada = 38.4 | +0.008
intensidad_promedio_duo_4pasada = 36.35 | +0.008
retardo_cajalita_punta = 46.03 | +0.M1
+ all other factors +0.143
prediction 0.367
0.0 01 0.2 0.3 04 0.5

calculado para el acero 076 y para las variables del caudal de agua en la caja 3 del blo-
que, el caudal de gas en la zona de igualacién superior y las composiciones de azufre y

carbono para cierto rollo con didmetro 15 y tipo de acero 076 que ilustra que todos sus
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Figura 4.45: Grdfico de descomposicion.

Break Down profile
exp.ranger.df}(.blq.prﬂbabiIidad astillado.076
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caudal_caja_agua_blogue3 =10 : | +0.028
alargamiento_FFB = 1367 | +0.021
gas_igualacion_superior_promedio = 291 | +0.029
alargamiento_cajalta = 1267 | +0.03
S =0.338 | +0.023
velocidad_maxima_duo_4pasada = 4000 ‘ +0.035
velocidad_minima_duo_10pasada = 3500 | +0.032
velocidad_maxima_duo_3pasada = 3800 | +0.024
C=0075 | +0.021
+ all other factors +0.433
pradiction ! 0.782
0.00 0.25 0.50 0.75 1.0C

Figura 4.46: Grdfico Ceteris Paribus de un rollo laminado en bobinadoras.

Ceteris Paribus profile
created for the exp ranger df¥_bob probabilidad_astilado 076 model
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valores favorecen el astillado. En la figura [4.48|se muestra el grafico Ceteris Paribus con

el explicador obtenido para las observaciones laminadas con didmetro 15. Las variables

graficadas son el alargamiento en la caja 1, el alargamiento en el bloque, la velocidad en

el bloque, las velocidades maximas en la tercera y cuarta pasada del duo y la velocidad
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minima en la Ultima pasada. Todas ellas contribuyen a incrementar la probabilidad de que
el rollo presente astillado, siendo la velocidad en el bloque la mas influyente.

Estos son unos simples ejemplos que ilustran cémo las herramientas de explicacién
de modelos pueden proporcionar una mayor profundidad de comprension del proble-
ma que se estd modelando ademas de facilitar una guia de correccién. Seria conveniente
utilizar una herramienta de visualizacidon web flexible que permita obtener las visualiza-
ciones con facilidad y de acuerdo a las necesidades puntuales del operador, asistiendo su

comprension y toma de decisiones.

Figura 4.47: Grdfico Ceteris Paribus de un rollo laminado en el bloque, acero 076.

Ceteris Paribus profile
created for the exp.ranger.dfX_blg.probabilidad_astillado.076 model
C . c%udal caja agua blogue3

0.03 0.04 0.05 0.06 0.07 0 25 a0 75 100
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2078 b b

200 225 250 275 0.28 0.30 0.32 0.34

4.6 Despliegue

El despliegue del modelo se realizara en un contenedor Docker, utilizando la libre-
ria Plumber (Schloerke y Allen, 2022) para exponer la prediccién como un servicio REST.
El modelo entrenado finalmente seleccionado es guardado como fichero rds. Posterior-
mente se crea un script en R que cargue el modelo y la tarea y exponga como servicio
REST su prediccidn pasando como parametros un data.frame con el valor de los atributos

de la instancia a predecir, como se ve en el listado
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Figura 4.48: Grdfico Ceteris Paribus de un rollo laminado en el bloque, didmetro 15.
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A continuacidn, se crea un contenedor Docker que incluya una instalacion de R jun-
to con las libreria necesarias, los ficheros rds del modelo y de la tarea y que utilice la
libreria plumber para exponer el servicio REST de prediccion. Docker es una herramien-
ta software que permite crear y desplegar entornos de ejecucién aislados para ejecutar
aplicaciones y sus dependencias (Nust et al.,[2020). El dockerfile permite seleccionar la
imagen base, la instalacidon de librerias, la estructura de carpetas, copia de archivos que
incluird el modelo y el script que implementa el servicio REST y, finalmente, la exposicion
mediante plumber del método mediante el puerto especificado. En el listado [4.12|puede
verse un ejemplo del contenido del dockerfile.

Una vez creado el contenedor Docker y ejecutado, el servicio REST de prediccion del

modelo ya estd desplegado y disponible para ser consumido.

Listado 4.11: api.R: Script que permite exponer como servicio REST la prediccion del mo-
delo
tarea<-readRDS("./datos/tarea_probabilidad_astillado.rds")

modelo<-readRDS("./datos/modelo.rds")

#* Opost /prediccion
prediccion<-function(data){

tryCatch ({
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res<-modelo$modelo$learner$predict_newdata(rollo,tarea$
task_probabilidad_astillado.train)

return(list(probabilidad_astillado=res$response ,name=data$name))

},error=function(e){

b

n

cat(file=stderr() ,"Error en ","prediccion",":",e$message," \n")

stop (e)

Listado 4.12: Dockerfile

FROM r-base:latest

RUN apt-get update && \

apt-
apt-
apt-
apt-

RUN
RUN
RUN
RUN
RUN
RUN
RUN
RUN

get -y install default-jre && \

get -y install default-jdk && \

get -y install r-base && \

get -y install r-base-dev

R CMD javareconf

apt-get
apt-get
apt-get
apt-get
apt-get
apt-get

apt-get

update
-y install r-cran-rjava
install libssl-dev -y

install libsasl2-dev -y
install libcurl4-openssl-dev -y
install libsodium-dev -y

install libxml2-dev -y

#Instalar las librerias necesarias

RUN
RUN
RUN
RUN
RUN
RUN
RUN
RUN
RUN
RUN
RUN
RUN
RUN
RUN
RUN
RUN
RUN
RUN

R -e "install.packages('jsonlite',repos='http://cran.r-project.org')"

=
|
o

"install.packages('dplyr',repos='http://cran.r-project.org')"

-e "install.packages('RJDBC',repos='http://cran.r-project.org')"

-e "install.packages('rJava',repos='http://cran.r-project.org')"

-e "install.packages('lubridate',repos='http://cran.r-project.org')"

-e "install.packages('tidyr',repos='http://cran.r-project.org')"

-e "install.packages('mongolite',repos="'http://cran.r-project.org')"

-e "install.packages('plumber',repos='http://cran.r-project.org')"

-e "install.packages('influxdbr',repos='http://cran.r-project.org')"

-e "install.packages('purrr',repos='http://cran.r-project.org')"

"install.packages ('FNN',repos='http://cran.r-project.org')"

-e "install.packages('readr',repos='http://cran.r-project.org')"

-e "install.packages('forcats',repos='http://cran.r-project.org')"

-e "install.packages('broom',repos='http://cran.r-project.org')"

-e "install.packages('ROCR',repos='http://cran.r-project.org')"

-e "install.packages ('rapportools',repos='http://cran.r-project.org')"

-e "install.packages('stringr',repos='http://cran.r-project.org')"

P H® ® P® X P X X X X X H HX X X T
[}
(0]

-e "install.packages('rvest',repos='http://cran.r-project.org')"
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RUN R -e "install.packages('tidyverse',repos='http://cran.r-project.org')"

RUN R -e "install.packages('RcppRoll',repos='http://cran.r-project.org')"

RUN R -e "install.packages('remotes',repos='http://cran.r-project.org')"

RUN R -e "install.packages('DALEX',repos='http://cran.r-project.org')"

RUN R -e "install.packages ('DALEXtra',repos='http://cran.r-project.org')"

RUN R -e "install.packages('mlr3',repos='http://cran.r-project.org')"

RUN R -e "install.packages('mlr3verse',repos='http://cran.r-project.org')"

RUN R -e "remotes::install_github('mlr-org/mlr3learners', dependencies = TRUE)"
RUN R -e "options(java.parameters = c('-XX:+UseConcMarkSweepGC', '-Xmx8192m'))"

#Copiar la carpeta actual al path de la aplicacién
COPY . /usr/local/src/app
#Establecer el directorio actual de la app

WORKDIR /usr/local/src/app

# Plumb y ejecutar servidor

EXPOSE 6000

ENTRYPOINT ["R", "-e", \

"pr <- plumber::plumb('api.R'); pr$run(host='0.0.0.0', port=6000)"]

Por otra parte, se requiere una herramienta de visualizacidn flexible que permita ob-
tener graficos de forma interactiva. Shiny(Chang et al., 2022) es una libreria que permi-
te implementar aplicaciones web interactivas utilizando librerias de R. El usuario puede
configurar las visualizaciones mediante controles tales como botones, listas desplegables,

listas de seleccidn y otros controles.
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5. Conclusiones y Trabajo Futuro

Este trabajo tiene varios objetivos:

= Construir un modelo de aprendizaje automatico que prediga la aparicién del defec-

to astillado.

= Lograr un indicador que permita observar el estado de calidad, relativa al defecto

astillado, del proceso de calentamiento de palanquillas y laminacién en caliente.

= Comparar el poder predictivo y coste de los errores de predicciéon de un modelo
basado en aprendizaje automatico con un clasificador de defecto basado en las

reglas de un Sistema de Monitorizacidon de Condiciones.

» Proporcionar una guia visual que permita la correccion del sistema a un estado

seguro.

Durante el proceso de analisis exploratorio se emplearon Mapas Autoorganizados en
modo no supervisado y en modo supervisado. El modelo supervisado basado en Mapas
Autoorganizados proporcioné un desempeio con un poder predictivo insuficiente.

En la siguiente etapa, se abordd la construccién de un modelo de prediccién de asti-

llado siguiendo dos enfoques diferentes.
= Modelo de clasificacion que prediga la clase con defecto.
= Modelo de regresion que prediga el porcentaje de defectos en un entorno temporal

de cada observacion y utilizar ese valor como la probabilidad de pertenencia a la

clase con defecto.

Se probaron diferentes algoritmos para cada una de las dos modalidades descritas
anteriormente resultando el algoritmo de Bosques Aleatorios el mas eficiente. Posterior-

mente, se comparo el desempeiio como clasificador para ambas opciones. El modelo de
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prediccidn de la probabilidad de astillado proporciond el mejor desempeno medido con

la métrica del area bajo la curva ROC. Una de los inconvenientes que se hizo manifiesto

es que el drea bajo la curva ROC puede resultar valido para comparar varios algoritmos

bajo el mismo conjunto de datos, pero es inadecuado para comparar entre modelos que
utilizan distintos conjuntos, especialmenet si éstos estan desequilibrados.

La probabilidad de defecto predicha con el modelo de regresién puede utilizarse co-
mo indicador del estado del proceso de fabricacion. Se calculé un umbral de deteccién a
partir de los costes de falsos positivos y falsos negativos. A continuacidn, se compard con
otra opcidon muy presente en la industria: un sistema de monitorizaciéon de condiciones
qgue informe sobre desviaciones de las variables de proceso en funcidn del tipo de pro-
ducto. El indicador basado en el modelo de aprendizaje automatico es mejor clasificador
e incurre en menor coste.

El indice calculado como la probabilidad de defecto tomara un valor en funcion de
la composicidn quimica y las estadisticas de las variables de proceso referidas a los pro-
ductos. Si este adquiere un valor alto, sera indicativo de que existe una propensién del
sistema a producir el defecto y serd necesario realizar alguna accion correctiva que lleve
al sistema a un estado seguro. Las herramientas de explicacion de modelos de aprendiza-
je automatico permite generar visualizaciones que muestren las distintas contribuciones
de las variables de proceso en la prediccién del defecto y, consiguientemente, proporcio-
nan una indicacion de su sentido de modificacion para corregirlo. Con este fin, pueden
utilizarse graficos de dependencias parciales o de Ceteris Paribus.

Uno de los principales inconvenientes del desarrollo es que no se presté atencién a
la seleccidn de variables ya que el objetivo ultimo no era obtener el mejor modelo, sino
la comparacidn de opciones: modelo de clasificacion con modelo de regresidon y modelo
de aprendizaje automatico con Sistema de Monitorizacion de Condiciones. Sin embargo,
la alta correlacién entre las variables dificulta la explicacién del modelo.

Como lineas de trabajo futuro, se plantean las siguientes:

= Comprobar si mejora el poder predictivo si se dividen los conjuntos de datos en

78



Miguel Angel Gonzélez Gonzalez

Monitorizacién del estado de calidad en un proceso de laminacidn en caliente de acero inoxidable
mediante técnicas de aprendizaje automatico

funcion del didametro y/o tipo de acero, construyendo los modelos correspondien-

tes.

s Modelar la gravedad del defecto. Podria proporcionar un modelo sensible que evi-

tase los defectos con mayor impacto econémico.

m Extender el estudio a otros defectos, al menos los mas frecuentes. Puede suceder

gue exista relacion entre ellos.
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6. Anexo. Articulo de investigacion

A continuacidén se incluye un articulo de investigacion que resume el trabajo realizado

y los principales resultados obtenidos.
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RESUMEN

Se presenta la obtencién de un indicador del estado de un proceso de fabri-
cacién de rollos de acero inoxidable relativo a la aparicién de un defecto que
repercute muy negativamente en la calidad del producto: el astillado. Como
primera aproximacion, este indicador se obtendria a partir de la probabili-
dad de pertenencia a la clase positiva de un modelo de clasificacién obtenido
mediante aprendizaje supervisado. Sin embargo, el desarrollo realizado evi-
dencia que la salida de un modelo de regresién que prediga el porcentaje de
defectos ofrece mejor resultado. La solucién propuesta prueba también mejor
poder de predicciéon y menor coste que otras alternativas mas extendidas en
la industria, tales como los sistemas de monitorizacién de condiciones.

Asimismo, se propone un sistema de explicacion agnéstico al modelo que
proporcione una guia de correccién del proceso mediante graficos de im-
portancia de variables, de dependencias parciales, de descomposicién y de
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Ceteris Paribus.

I. INTRODUCCION

Como sucede en cualquier proceso produc-
tivo, la calidad de los productos es uno de los
requisitos principales pues repercute en los cos-
tes de fabricacion, en la generacion de desperdi-
cios, en el impacto ambiental y en la percepcién
del cliente. Existe una estrecha relacién entre
la presencia de defectos en los productos y las
caracteristicas de la materia prima y/o el mo-
do en que ha sido llevado a cabo el proceso. Sin
embargo, la gran variabilidad y complejidad de
éstos dificulta enormemente el reconocimiento
de patrones que intervienen, cuyo conocimien-
to y control permitiria la mejora de la calidad
resultante.

En la fabricacién de rollos de acero inoxi-
dable, uno de los procesos mas importantes es
el calentamiento de palanquillas y su lamina-
cién en caliente, que produce una deformacién

del metal caliente que pueden causar la apa-
ricién de ciertos defectos, como el astillado.
En este proceso intervienen variables de difi-
cil modelado, tales como factores de reduccion,
alargamientos, velocidades, temperaturas, mi-
croestructura o composiciéon quimica, por citar
algunos.

En este articulo se plantea la construccién de
un modelo de prediccion del defecto astillado
que, por una parte, proporcione una indicacién
del estado del proceso en relacién con la apari-
cién de este defecto y, por otra parte, permita
reconocer las dependencias multidimensionales
del defecto con la composicién quimica y es-
tadisticas de variables de proceso que guien la
correccién a un estado mas seguro. Se compa-
rard el desempefio de un modelo de regresion
que prediga la probabilidad de defecto a partir
del porcentaje de defectos respecto a un mode-



lo de clasificacién de astillado.

La informacién de composicién quimica y de
proceso se ha obtenido de una fabrica espanola
de rollos de acero inoxidable. La laminacién en
caliente consiste en el calentamiento de la ma-
teria prima, grandes tochos de acero denomina-
dos palanquillas, en un horno de calentamien-
to para su posterior conformacién mediante la
laminacién en varias cajas laminadoras conse-
cutivas. Finalmente, un operador humano ins-
pecciona el rollo producido y califica su calidad
mediante un sistema informatico de trazabili-
dad.

Se consideraran dos procesos de laminacion
diferentes en funcién del didmetro: bobinado-
ras y bloque. En el primero, la laminacién en
caliente termina en una pareja de bobinadoras
e inmersién en agua. En el segundo, se requie-
re una laminacion en un bloque de finalizacién,
para continuar en una inmersién en agua y for-
macioén de espiras.

II. ESTADO DEL ARTE

El disefio de la configuraciéon de rodillos de-
termina la forma y calidad del producto lami-
nado, de modo que hay varias variables que
influyen en el resultado tales como el ratio de
reducciéon de area, la tasa de deformacién, el
histoérico de temperatura y la composicién qui-
mica[l]. Los defectos pueden ser producidos en
la metalurgia o por su composicién quimica,
pero también debidos a una practica de lami-
nacién inadecuada o como consecuencia de un
disenio deficiente de configuracién de rodillos.

En [2] se realiza un resumen de las lineas
principales de investigacién relativas al uso de
la inteligencia artificial en relacion con el proce-
so de laminacién en caliente del acero. Las pro-
puestas principales consisten en la monitoriza-
cion del estado de calidad del proceso apoyan-
dose en Mapas Autoorganizados, la utilizacién
de modelos predictivos, principalmente Redes
Neuronales, para la prediccion de variables de
proceso en combinacién con modelos matema-
ticos de los procesos y el valor de la mineria de
datos para el analisis de la influencia de dife-
rentes parametros y variables del proceso en la
calidad.

Existen diferentes propuestas orientadas a

utilizar técnicas de aprendizaje automatico pa-
ra la predicciéon de diferentes tipos de defectos
tales como 6xido[3, 4], hoyuelos y ampollas[5],
grietas[6], desviacién de temperatura[7], inclu-
siones[8] u otros[9, 10, 11]. Todos ellos siguen
unas lineas generales comunes, consistentes en
la prediccién de defectos superficiales mediante
algoritmos de aprendizaje automatico a partir
de composiciéon quimica e informacién del pro-
ceso, complementada en algin caso con mode-
los mateméticos o técnicas de aprendizaje no
supervisado. La comparacién del desempeno de
las distintas soluciones es problematica por la
diversidad de los procesos y defectos a prede-
cir. De forma general, podriamos decir que los
modelos mas eficaces arrojan un area bajo la
curva ROC préxima al 0,8.

Se espera que el objetivo dltimo del mode-
lo de prediccién sea, de alguna forma, evitar
que éste se produzca finalmente. Sin embar-
go, éste proposito apenas se hace explicito en
los trabajos consultados. En alguna ocasion, se
apunta que la solucién permitiria reconocer las
condiciones del proceso que favorecen la apari-
cion del defecto, asi como la etapa del proceso
en el que se producen[3]. Otras, la justifican
por sefialar un conocimiento mas profundo del
proceso, bien de cara a la creacién de nuevas
reglas de control[5], bien por la utilizacién de
herramientas de explicacion de modelos [8, 11].
Nuestra propuesta procurard incidir en la crea-
ciéon de un indicador del estado de calidad del
proceso como alternativa a las reglas de los sis-
temas de monitorizacién de condiciones. Igual-
mente, se planteard una implementacion alter-
nativa a los habituales modelos de clasificacién
supervisados.

II1. OBJETIVOS Y

METODOLOGIA

El objetivo principal de este articulo consis-
tird en la monitorizacién del estado del proceso
creando un indicador vinculado a la probabili-
dad de aparicion del defecto obtenido a par-
tir de las presentes condiciones de laminacion,
aplicando técnicas de aprendizaje automatico
en el marco de procesos de laminacién en ca-
liente de acero inoxidable. Esta variable de es-
tado, junto con un modelo explicativo, apoyado




por graficas de dependencias parciales, indica-
ria cémo modificar algunas variables de proceso
conduciendo al sistema a un estado mas segu-
ro. En este sentido, la contribucién méas impor-
tante serd mostrar sus ventajas frente a otras
aproximaciones mas extendidas en la industria,
como las reglas de los sistemas de monitoriza-
cién de condiciones. Estos sistemas consisten
en la comprobacién de que ciertas variables de
proceso estan dentro de un rango determinado
dependiente del tipo de producto a procesar.

La obtencion del indicador de estado corres-
ponde a los objetivos especificos y serd gene-
rado como la probabilidad de pertenencia a la
clase positiva de un modelo de clasificaciéon su-
pervisado para el defecto astillado. En la pri-
mera parte del desarrollo de este trabajo se
entrenaran, evaluaran y compararan diferentes
algoritmos de aprendizaje automaéatico de clasi-
ficacion. Sin embargo, también considerara co-
mo alternativa la obtencién de la probabilidad
de defecto a partir del porcentaje de defectos
en torno a cada rollo laminado. Este indicador
serd predicho utilizando algoritmos de apren-
dizaje automatico de regresién, para lo cual se
entrenaran, evaluaran y compararan diferentes
algoritmos de aprendizaje automatico de regre-
sién. Finalmente, se compararan las dos opcio-
nes con el objetivo comtn de predecir el estado
de defecto en el conjunto de datos de test.

La poblaciéon estudiada data desde junio has-
ta mediados de octubre del 2022. El conjunto
de datos se divide en dos: uno relativo a la la-
minaciéon en caliente siguiendo el proceso de
bobinadoras y otro para el proceso del bloque.
Se utilizard como variable a predecir la cali-
ficacién de defecto, en la opcién de modelo de
clasificacién, y el indicador de probabilidad de-
fecto en la opcién del modelo de regresiéon cal-
culado como el porcentaje de defectos conside-
rando cinco rollos en el entorno temporal del
dado. Las variables predictoras seran las esta-
disticas de proceso durante su calentamiento
en el horno (tiempos y temperaturas), caracte-
risticas dimensionales, composicién quimica y
variables de proceso durante la laminacién en
caliente. Estas ultimas son diferentes segin el
camino bobinadoras o bloque. El preprocesa-
miento de las variables predictoras incluird un

escalado y una codificaciéon de variables cate-
géricas de tipo one-hot.

La metodologia para la obtencién de los mo-
delos de aprendizaje automatico es CRISP-DM
6 Cross Industry Standard Process for Data
Mining [12]. La consulta de los datos, limpie-
za, analisis exploratorio asi como el entrena-
miento, evaluacién y seleccién de modelos sera
realizado utilizando el ecosistema del lenguaje
R, en particular con la coleccién de librerias de
tidyverse [13] y mlr3 [14]. Los algoritmos utili-
zados son ranger[15], rpart[16], xgboost[17, 18],
glmnet[19], kknn[20] y svm[21].

Se utilizara el area bajo la curva ROC co-
mo métrica de comparacién y seleccion de los
modelos de clasificacién, mientras que la raiz
del error cuadratico medio y el coeficiente de
determinaciéon 6 R? se utilizaran en la compa-
racion y seleccién de los modelos de regresion.
Finalmente, el valor predicho por el modelo de
regresion serd utilizado como la probabilidad
de pertenencia a la clase positiva de un mode-
lo de clasificacion, lo que permitira la compa-
raciéon del mejor modelo de clasificacién y del
mejor modelo de regresién como modelos de
prediccion de defecto utilizando el area bajo la
curva ROC.

El modelo finalmente seleccionado serd inter-
pretado mediante DALEX [22] generando gra-
ficos de importancia de variables basadas en
permutacion, perfiles de dependencias parcia-
les, graficos de descomposicién y perfiles Cete-
ris Paribus.

IV. EVALUACION

En este apartado mostraremos los resulta-
dos obtenidos en la evaluacién de las diferentes
opciones y modelos.

A. Modelos de clasificacién de defec-

to

En las figuras 1 y 2 se muestran el area ba-
jo la curva ROC de los diferentes modelos de
clasificacion del defecto astillado.

B. Modelos de regresiéon de probabi-
lidad de defecto

En las figuras 3 y 4 se muestra la raiz del
error cuadratico medio de los diferentes mode-



Figura 1: Area bajo curva ROC: prediccién as-
tillado para bobinadoras.
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Figura 2: Area bajo curva ROC: prediccién as-
tillado para bloque.
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los de regresion de la probabilidad de astillado.

Figura 3: Raiz de Error Cuadratico Medio: pre-
dicciéon de la probabilidad de astillado para bo-
binadoras.
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C. Comparacion de modelos

En las figuras 5 y 6 se muestra el drea bajo

Figura 4: Raiz de Error Cuadrético Medio: pre-
diccién de la probabilidad de astillado para el
bloque.
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Figura 5: Comparacién del area bajo la curva
ROC de ambas modalidades de clasificacién y
de los distintos algoritmos considerados para
bobinadoras.
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Figura 6: Comparacién del area bajo la curva
ROC de ambas modalidades de clasificacién y
de los distintos algoritmos considerados para

bobinadoras.
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V. ANALISIS DE RESULTADOS

A la luz de la evaluacion realizada en la sec-

la curva ROC de los modelos de clasificacion y ;o o000 s or, puede comprobarse que el algo-

de los modelos de regresién como modelos de

clasificacion de defecto.

ritmo ranger ofrece el mejor desempeno tanto
en las opciones de clasificacién como de regre-



sién, y que la utilizacion de la prediccién del
porcentaje de defecto del modelo de regresién
como probabilidad de pertenencia a clase de un
clasificador de defecto tiene mayor poder pre-
dictivo que el correspondiente modelo de clasi-
ficacion. El modelo finalmente seleccionado se-
ra el modelo de regresion y su prediccion serd la
indicaciéon de estado de calidad de defecto as-
tillado. Como todo modelo de clasificacién, su
desempenio puede caracterizarse considerando
el porcentaje de observaciones en cuya predic-
cion se equivoca, lo cual supone un coste. La ta-
bla 1 muestra la matriz de confusién del clasi-
ficador de defecto obtenido mediante el modelo
de regresién de prediccién de probabilidad__as-
tillado y el umbral de deteccién que minimiza
el coste del clasificador, para el tipo de acero
076.

Cuadro 1: Matriz de confusién para la predic-
cion del astillado mediante modelo de regre-
sién, algoritmo de Bosques Aleatorios, para ti-
po de acero 076

Astillado calificado

Positivo | Negativo | Total
Prediccion Positivo 49 153 202
Negativo 19 512 531
Total 68 665 733

Por otra parte, uno de los sistemas mas
extendidos en la industria para la mejo-
ra de la calidad de los productos son los
sistemas de monitorizaciéon de condiciones.
Estos establecen un conjunto de alarmas que
comprueban que las variables de proceso no
se alejan de unos limites preestablecidos que
dependen de las caracteristicas del producto
a producir, es decir, realizan una prediccién
del defecto en base a reglas y su desempefio
puede evaluarse igualmente seglin sus errores
de prediccién e incurren en un coste. La tabla
2 muestra un conjunto de reglas de un sistema
de monitorizacién de condiciones para la
fabricaciéon del tipo de acero inoxidable 076
y la tabla 3 muestra la matriz de confusién
correspondiente.

Cuadro 2: Reglas del Sistema de Monitoriza-
cién de Condiciones para prevenir el astillado
para el tipo de acero 076.

1. permanencia_igualacion +
miento < 300

permanencia__calenta-

2. permanencia_ igualacion < 120
3. temperatura_ corazon_ igualacion >1320

4. temperatura_ bobinadoras_ cola >1020, si 16 < dia-
metro < 26,5

5. temperatura_ bobinadoras_ cola >990, si 27 < diame-
tro < 30,5

6. temperatura_ bobinadoras_ cola >950, si 31 < diame-
tro < 41,5

7. temperatura_ entrada_ bloque_cola >1040, si 5,5 <
diametro < 6

8. temperatura_ entrada_ bloque_ cola >1020, si 6,5 <
diametro < 15,5

Cuadro 3: Matriz de confusion segin las reglas
del Sistema de Monitorizacién de Condiciones
para tipo de acero 076

Astillado calificado

Positivo | Negativo | Total
Prediccion Positivo 29 234 263
Negativo 39 431 470
Total 68 665 733

El desempeno del clasificador basado en el
modelo de regresién tiene una sensibilidad
de 0,72 con una precision de 0,24, mientras
que la del modelo basado en reglas tiene una
sensibilidad de 0,43 y una precisién de 0,10.
Una ventaja adicional es la capacidad que
ofrece el modelo basado en aprendizaje auto-
matico para ofrecer una guia que permita la
correccion del sistema a un estado més seguro,
frente a la mas limitada del modelo basado
en reglas que unicamente ofrece indicaciéon
para las variables consideradas en las reglas,
cuyo poder predictivo es, como hemos visto,
bastante mas limitado.

Sea p, el porcentaje de astillados calculado
como el ratio de falsos negativos respecto
al total; p, el porcentaje de recuperacién
calculado como la relacién de verdaderos
positivos y falsos positivos respecto al total; rg
el sobrecoste unitario de reproceso de los rollos
con defecto.; Cy el coste unitario producto
correcto y C; el coste de cada reproceso. Se



ignoran las pérdidas por chatarra debidas a

defectos graves.

FN
Pa = Ti (1)
TP+ FP
p = LEEIP @)

Coste = (1 —pa)Cy + prCr +pa(1475)Cy (3)

donde FN es el ntmero falsos negativos,
TP el de verdaderos positivos, FP el de falsos
positivos y T el total de observaciones de test.

Obtendremos sendos conjuntos de datos con
el valor de astillado y el valor de astillado
predicho utilizando el modelo basado en
aprendizaje automéatico y el conjunto de reglas
del sistema de monitorizaciéon de condiciones,
integrando los datos y modelos de bobinadoras
y del bloque. Posteriormente utilizaremos el
método de bootstrap, generando distintos
conjuntos de datos utilizando la libreria
Rsampling. A partir de cada uno de estos
conjuntos de datos artificiales, se calculara el
coste correspondiente. La figura 7 muestra la
distribuciéon de los valores de coste para los
remuestreos aleatorios para ambas opciones.

Figura 7: Bootstrapping del coste para la com-
paracién de las dos modalidades de prediccién
de astillado.
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Se realiza la prueba t de Student mediante la
funcién R ¢.test donde la hipdtesis nula consiste
en que no hay diferencia entre ambas distribu-
ciones. Como puede comprobarse, la hipdtesis

nula es rechazada por el test, por lo que se vali-
da la hipétesis alternativa por la cual hay dife-
rencia significativa estadisticamente entre am-
bas distribuciones y que la opcién basada en el
modelo de aprendizaje automético es superior.

Welch Two Sample t-test

data: coste.076.rgr and coste.076.reglas
t = -255.55, df = 19080, p-value < 2.2e-16
alternative hypothesis:

true difference in means is less than 0O

95 percent confidence interval:

-Inf -5.271623

sample estimates:

mean of x mean of y

2134.801 2140.107

Se han desarrollado gramaticas agnésticas
para la exploraciéon y explicacién de modelos
de aprendizaje automatico como la imple-
mentada en la librerfa DALFz[22], que ofrece
distintos métodos de andlisis como los graficos
de dependencias parciales, graficos de efectos
locales acumulados, graficos de unificacion de
caminos, graficos de descomposicién y graficos
de importancia de variables. La figura 8
muestra los graficos de dependencias parciales
para la temperatura estimada en el corazoén, la
permanencia en el horno, el caudal de gas en
la zona superior de igualaciéon y el promedio
de temperatura en la quinta pasada del duo,
para el conjunto de datos del bloque con tipo
de acero 076.

Figura 8: Grafico de dependencias parciales pa-
ra temperaturas, permanencia y gas en horno
+ dto para el bloque.
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Respecto a un rollo concreto, los perfiles Ce-
teris Paribus muestran la respuesta del modelo
alrededor de esta observacién particular y gra-
fican la evolucién de la respuesta en funcién
de la variacién de ciertas variables predictoras
considerando que el resto no varfan. la figura
9 muestra el grafico Ceteris Paribus con un ex-
plicador calculado para el acero 076 y para las
variables del caudal de agua en la caja 3 del
bloque, el caudal de gas en la zona de iguala-
cién superior y las composiciones de azufre y
carbono para cierto rollo con diametro 15 y ti-
po de acero 076 que ilustra como sus valores
favorecen el astillado.

Figura 9: Grafico Ceteris Paribus de un rollo
laminado en el bloque, acero 076.
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VI. CONCLUSIONES

Este trabajo tiene como objetivos construir
un modelo de aprendizaje automatico que pre-
diga la aparicién del defecto astillado, obtener
un indicador que permita observar el estado de
calidad en el proceso de laminacién en caliente
como alternativa a los sistemas de monitori-
zacién de condiciones y proporcionar una guia
que permita la correccién del sistema a un es-
tado seguro.

Con este propoésito, se aborddé la construc-
cién de un modelo de prediccion de astillado
siguiendo dos enfoques diferentes: modelo de
clasificacién que prediga la clase con defecto y
modelo de regresién que prediga el porcenta-
je de defectos en un entorno temporal de cada
observacion y utilizar ese valor como la proba-
bilidad de pertenencia a la clase con defecto. El
algoritmo de Bosques Aleatorios aplicado en la

construcciéon del modelo de regresion resulté el
mas eficiente.

A continuacién, se compar6 con otra opcién
muy presente en la industria: un sistema de
monitorizacion de condiciones que informe so-
bre desviaciones de las variables de proceso en
funcién del tipo de producto. El indicador ba-
sado en el modelo de aprendizaje automaético
es mejor clasificador e incurre en menor coste.

Como lineas de trabajo futuro, se plantea
comprobar si mejora el poder predictivo divi-
diendo los conjuntos de datos en funcién del
didmetro y/o tipo de acero, modelar su grave-
dad y extender el estudio a otros defectos.
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